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Resumen— El ajuste (normalmente empirico) de
parametros es un problema comin cuando se us-
an algoritmos evolutivos. En optimizacién evolu-
tiva multiobjetivo esto se agudiza dada la comple-
jidad de los problemas que suelen abordarse. En
este articulo se propone un esquema de adaptaciéon
en linea que intenta lidiar con este problema,
de tal forma que sea innecesario proporcionar
parametros a un algoritmo evolutivo multiobje-
tivo. Nuestra propuesta se aplica a un micro algo-
ritmo genético que propusimos previamente para
optimizaciéon multiobjetivo. En este trabajo pro-
ponemos también un esquema dinamico para ele-
gir el operador de cruce mas adecuado durante
el proceso evolutivo. Dicho esquema ha contribui-
do a mejorar el desempeio de la nueva versién
del algoritmo el cual es denominado micro-AG2
(#AG?). La nueva técnica es comparada con res-
pecto al NSGA-II, PAES y el micro-AG original
usando diferentes funciones de prueba y métricas
tomadas de la literatura especializada.

Palabras clave— optimizaciéon evolutiva multiob-
jetivo, algoritmos genéticos, adaptacién en linea.

I. INTRODUCCION

El uso de mecanismos de adaptacién en linea
y/o auto-adaptacién es un tema que ha sido abor-
dado de manera muy marginal en la literatu-
ra de optimizacién evolutiva multiobjetivo [1].
Sin embargo, los mecanismos de adaptacién son
sumamente importantes en optimizacién evoluti-
va multiobjetivo, pues su uso debido puede hacer
innecesario el ajuste de pardmetros que suelen
requerir los algoritmos evolutivos. En nuestra in-
vestigacién reciente hemos enfatizado la impor-
tancia de disefar algoritmos evolutivos multiob-
jetivo que sean eficientes (computacionalmente
hablando), y para ello propusimos un micro al-
goritmo genético (micro-AG) para optimizacién
multiobjetivo. Este micro-AG usa una poblacién
de sélo cuatro individuos en un esquema en el
que se adoptan tres formas distintas de elitismo
y un proceso de reinicializacién [2]. El micro-AG
ha resultado altamente competitivo con respec-
to a otras técnicas evolutivas multiobjetivo que
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son representativas del estado del arte en el area
(p.€j., el NSGA-II [3] y PAES [4]). Sin embargo,
la principal desventaja del micro-AG es que re-
quiere de varios pardmetros (ocho en total) que
deben calibrarse manualmente de una manera
que puede no resultar intuitiva para el usuario.

Este articulo presenta una versién revisada del
micro-AG para optimizacién multiobjetivo [2] en
la cual no se requiere el ajuste manual de ningtin
pardametro por parte del usuario. La técnica re-
sultante, llamada el micro-AG2 (uAG?), tiene
un desempefio promedio que resulta mejor que
el micro-AG original, sin requerir el ajuste de
ningin pardmetro no intuitivo. Nuestro micro-
AG2 es comparado con respecto a PAES [4], el
NSGA-II [3] y nuestro micro-AG original [2] us-
ando diferentes funciones de prueba (algunas de
ellas con un alto grado de dificultad), que han
sido propuestas recientemente en la literatura es-
pecializada.

II. CoNCEPTOS BAsIicos

Definicién 1 (POM General): Encontrar el

T .
vector T* = [z7,%5,...,25]" que satisfaga las m

restricciones de desigualdad:
9:i(Z) >0 1=1,2,....,m 1)
las p restricciones de igualdad
hi(®)=0 i=1,2,...,p (2)
y optimice el vector funcion

f@ =A@, @, . @] 3

T
donde T = [x1,Z3,...,2,] es el vector de las
variables de decision. O

Definicién 2 (Optimalidad de Pareto): Un
punto T € Q (Q es la region factible) es Sptimo
en el sentido de Pareto si para cada Z € Q y
I=1{1,2,...,k} tanto,

Vier (fi(Z) = fi(Z")) (4)
0, haya ol menos un i € I tal que

fi(@) > fi(Z) (5)



O
En palabras, esta definicién dice que Z* es un
6ptimo de Pareto si no existe vector ¥ factible
que haga decrementar alglin criterio sin causar
un aumento simultdneo en al menos algin otro.
El significado de la frase “6ptimo de Pareto” se
considera con respecto a todo el espacio de las
variables de decisién a menos que se indique lo
contrario.

Definicién 3 (Dominancia de Pareto): Un
vector @ = (u1,...,ur) se dice que domina a otro
U= (v1,...,v;) (denotado por @ < U) si y sdlo si
u es parcialmente menor que v, por ejemplo, Vi €
{1,...,k}, y <v; AT e{l,...;k}:u; <v;. O

Definicién 4 (Conjunto de 6ptimos de
Pareto): Dado un POM f(@), el conjunto de
dptimos de Pareto (P*) se define como:

— -

P i={reQ|-3z' € f(@) =< f(x)}. (6

O

Definicién 5 (Frente de Pareto): Para un

-

POM f(zx) y conjunto de dptimos de Pareto P*
dado, el frente de Pareto (PF*) se define como:

 fi(@)) | & € PT}
(7)

O

PF ={i=f=(filz),...

III. TRABAJO RELACIONADO

Han habido muy pocos intentos en la literatura
para producir un algoritmo evolutivo multiobje-
tivo que adapte sus pardmetros durante el pro-
ceso evolutivo y que, por tanto, no requiera del
ajuste de ninguno de sus pardmetros por parte
del usuario. Una de las primeras propuestas para
incorporar un mecanismo de auto-adaptacién en
un algoritmo evolutivo multiobjetivo es la de-
bida a Kursawe [5]. En este trabajo se pro-
pone una estrategia evolutiva capaz de lidiar con
problemas multiobjetivo en ambientes dindmicos.
Laummans et al. [6] demostraron que una es-
trategia evolutiva auto-adaptativa estandar tiene
problemas para converger al verdadero conjunto
de Pareto de un problema de optimizacién multi-
objetivo y propusieron un mecanismo alternativo
de auto-adaptacién que, sin embargo, fue aplica-
do dnicamente en una funcién de aptitud agrega-
tiva. Tan et al. [7] propusieron el algoritmo evolu-
tivo multiobjetivo incremental (IMOEA, por sus
siglas en inglés), el cual usa un poblacién cuyo
tamafio varfa en funcién de los tipos de solu-
ciones producidas y de la densidad de la distribu-
cién de la poblacion deseada. E1 IMOEA usa una

medida de convergencia basada en la dominan-
cia de poblacién y en la tasa de progreso [8]. El
IMOEA también usa nichos dindmicos (es decir,
no se necesita definir el factor de comparticién de
aptitud).

El algoritmo propuesto en este articulo intro-
duce un mecanismo de adaptacion en linea en
un algoritmo evolutivo multiobjetivo (el cual usa
jerarquizacién de Pareto y una poblacién secun-
daria), de tal manera que no se requiera ninguna
calibracién de sus pardmetros. A diferencia de las
propuestas previamente discutidas, nuestra técni-
ca se centraliza principalmente en desempenar
una mejor exploracién y explotacién del espacio
de bisqueda basandose en informacién muy sim-
ple y medidas estadisticas obtenidas del mismo
proceso evolutivo.

IV. EL pAG?

Con la finalidad de hacer auto-contenido
este articulo, procederemos a describir el fun-
cionamiento del micro-AG para optimizacién
multiobjetivo propuesto en [2]. Nuestro algoritmo
primero genera una poblacién de manera aleato-
ria. Dicha poblacién se usa para alimentar la
memoria de poblacidn, la cual se divide en dos
partes: una porcién reemplazable y otra no reem-
plazable. La porcién no reemplazable nunca cam-
biard durante la ejecucién del algoritmo y se uti-
lizard como la fuente de diversidad del algoritmo.
En contraste, la porcién reemplazable experimen-
tard cambios después de cada ciclo del micro-AG,
con la finalidad de obtener una aproximacién ca-
da vez mejor del verdadero frente de Pareto.

La poblacién del micro-AG es tomada, al ini-
cio de cada uno de sus ciclos (con cierta prob-
abilidad), de ambas porciones de la memoria de
poblacién. Por ende, se trabaja con una mezcla
de individuos generados aleatoriamente (parte no
reemplazable) con individuos que han sido obje-
to de un proceso evolutivo (parte reemplazable).
Durante cada ciclo, el micro-AG utiliza opera-
dores genéticos convencionales y opera con una
poblacion de sélo cuatro individuos. Una vez ter-
minado un ciclo, se escogen dos vectores no dom-
inados de la poblacién final del micro-AG y se
comparan con respecto a los “contendientes” de
la memoria externa (obviamente, al inicio del pro-
ceso, la memoria externa estara vacia). Si alguno
de estos individuos (0 ambos) son no dominados
con respecto al contenido de la memoria externa,
entonces se les introduce a ésta. De tal forma que
la memoria externa es nuestro fichero histérico de
vectores no dominados encontrados a lo largo del
proceso evolutivo. Todos los vectores contenidos
en la memoria externa que resulten dominados



Inicializar los operadores de cruce

|

Inicializar las memorias de poblacion

Micro Micro Micro
AG AG AG
Adaptativo Adaptativo Adaptativo

|

jerarquizar las subpoblaciones

L

Comparar resultados y ‘

|

Seleccién de operadores de cruce

|

‘ Memoria Externa ‘

l

Seleccionar la memoria de poblacion
para los micro—AGs adaptativos

Convergencia?

Fig. 1. Diagrama que ilustra la forma en la que trabaja nuestro pAG?2.

en esta comparacion, son eliminados. Los mis-
mos dos vectores antes mencionados se comparan
también con respecto a dos elementos de la por-
cién reemplazable de la memoria de poblacién. Si
alguno de estos vectores domina al elemento con-
tra el que se le compara, entonces lo reemplaza.
En caso contrario, el vector correspondiente es
desechado y el elemento de la memoria reem-
plazable permanece inalterado. Con el tiempo, la
parte reemplazable de la memoria de poblacién
tenderd a tener mas vectores no dominados, al-
gunos de los cuales seran usados en la poblacién
inicial del micro-AG.

La principal diferencia entre el pAG? y su an-
tecesor es que la nueva versién cuenta con un
mecanismo de adaptacién en linea. La manera
en la cual trabaja el uAG? se ilustra en la figu-
ra 1. Debido a que una de las principales car-
acteristicas de la nueva técnica es el uso de una
estrategia paralela para adaptar el operador de
cruce (es decir, tenemos diferentes micro-AGs, los
cuales son ejecutados en paralelo), comenzaremos
por describir este mecanismo. Los tres operado-
res de cruce disponibles en nuestra técnica son:
1) SBX, 2) cruce de dos puntos y 3) un oper-
ador propuesto por nosotros. El comportamien-

to del operador de cruce aqui propuesto depende
de la distancia de cada variable con respecto a
sus padres: si las variables estdn mas cerca de
la varianza media de cada variable, entonces se
efectiia una recombinacién intermedia; de lo con-
trario, se efectia una recombinacién que enfati-
za el surgimiento de soluciones alrededor de los
padres. Estos tres operadores de cruce se selec-
cionaron debido a que presentaron el mejor de-
sempefio de entre varios mas que se evaluaron en
una serie de experimentos que hemos realizado.

Una vez que los operadores de cruce han si-
do seleccionados, se generan aleatoriamente las
memorias de poblacién de los micro-AGs. De-
spués, se ejecutan todos los micro-AGs internos,
cada uno usando uno de los operadores de cruce
disponibles (esto se realiza mediante un proceso
determinista). Los vectores no dominados encon-
trados por cada micro-AG son comparados unos
contra otros y se jerarquiza la contribucién de ca-
da operador de cruce con respecto a su efectivi-
dad para producir vectores no dominados. Pos-
teriormente, se reemplaza el operador de cruce
con peor desempeio por el que mostrd mejor de-
sempeno. La memoria externa almacena luego las
soluciones no dominadas que se hayan obtenido



y se usan dichas soluciones para llenar la nueva
memoria de poblacién (de cada micro-AG inter-
no).

Una vez completados todos estos procesos, se
verifica si el algoritmo ha convergido. Para nue-
stros fines, consideramos que el algoritmo ha con-
vergido si ninguno de los micro-AGs internos
puede mejorar las soluciones alcanzadas previ-
amente (mds adelante se proporcionan més de-
talles al respecto). La ldgica aqui es que si no se
pueden encontrar nuevas soluciones en un cierto
intervalo (razonablemente grande) de tiempo, es
infructuoso seguir buscando.

El uAG? trabaja en dos etapas: la primera ini-
cia con un proceso evolutivo convencional y con-
cluye cuando la memoria externa de cada proceso
esclavo esté llena o cuando al menos un esclavo ha
convergido (se presupone la misma definicién de
convergencia proporcionada anteriormente). La
segunda etapa se concluye cuando se alcanza con-
vergencia global (o sea, cuando todos los esclavos
han convergido).

Las dos fases del pAG? se describen a contin-
uacién:
= Fase de exploracién: En esta etapa, la mu-
tacién tiene més importancia que el cruce debido
a que se necesita encontrar regiones promisorias
del espacio de bisqueda. Por ende, se usa un por-
centaje bajo de cruce y el operador de mutacion
es el reponsable principal de dirigir la bisqueda.

= Fase de explotacién: En esta etapa, el op-
erador de cruce tiene mdas importancia y por lo
tanto la convergencia nominal se incrementa para
obtener mejores resultados.

Debido a que el problema principal del micro-
AG original es el que requiere varios pardamet-
ros adicionales que deben ser calibrados man-
ualmente [2], el principal objetivo del uAG? fue
precisamente la eliminacién de dichos paramet-
ros. Con este objetivo en mente, dividimos los
pardmetros del micro-AG en dos grupos: aquellos
que no pueden ser adaptados en linea y aquellos
que si. La primera clase estd compuesta por aque-
llos parametros que dependen de las caracteristi-
cas especificas del problema e incluye lo siguiente:
rangos de las variables de decisién, nimero de
funciones objetivo y nimero de vectores no dom-
inados que se aspira a encontrar (esto define el
tamano de la poblacién secundaria al que lla-
maremos Tpgreto)-

Para aquellos pardmetros que pueden ser adap-
tados, utilizamos un criterio basado en sus posi-
bles dependencias. Ciertos parametros tales co-
mo el porcentaje de mutaciéon pueden ser ficil-

mente fijados mediante la divisién de uno entre
el nimero de genes (o variables de decisién del
problema), pero otros requieren de un anilisis
m&s profundo. Después de realizar dicho anéli-
sis, adoptamos la siguientes decisiones:

= Porcentaje de cruce: Es importante que se
comporte de tal manera que se explore més al ini-
cio del proceso evolutivo y que se explote méas en
etapas de busqueda posteriores. De tal forma, du-
rante la etapa de exploracién, se usa tinicamente
un 50 % para el porcentaje de cruce, mientras que
durante la etapa de explotacién, se usa un 100 %.

= Tamano de la memoria de poblacién: El
tamafo de la memoria de poblacién fue fijado a
Tpareto/2-

= Porcentaje de memoria no reemplazable:
Debido a que el £AG? es un algoritmo paralelo,
se decidié decrementar el porcentaje de memoria
no reemplazable a un 10 % (con respecto a el 30 %
usado en el micro-AG original [2]) del tamafio de
la memoria de poblacién.

= Nimero total de iteraciones: Esto se refiere
al ciclo externo del micro-AG [2]. Este pardmetro
se fija de tal manera que se finalice después de
que la memoria externa haya sido reemplazada
Tpareto X 2 veces sin tener individuos dominados o
ningin reemplazo en los limites de la malla adap-
tativa.

= Ciclo de reemplazo: Reemplazamos la
memoria reemplazable cuando Tpqret, individuos
han sido evaluados. Es importante hacer notar
que cuando la memoria reemplazable es actual-
izada también se actualiza la memoria no reem-
plazable, mediante la generacién aleatoria de in-
dividuos (como si fuese el inicio de la ejecucién
del algoritmo).

= Nimero de subdivisiones de la mal-
la adaptativa: El nimero de subdivisiones se
maneja con respecto al numero de individuos de-
seados por regién. Este valor se manipula de tal
manera que nunca exceda (en promedio) tres in-
dividuos por regién (de la malla) y nunca sea
menor que 1.5 individuos por regién. Por lo tanto
el ndmero de subdivisiones (y por ende el nimero
de individuos por hipercubo) es incrementado
o decrementado de acuerdo a estas reglas antes
mencionadas.

El mecanismo de manejo de restricciones del
micro-AG original se ha dejado intacto (ver [2]
para detalles).



V. FUNCIONES DE PRUEBA Y RESULTADOS
NUMERICOS

Para validar nuestro algoritmo tomamos varias
funciones de prueba estdndares que se encuen-
tran en la literatura especializada. En todos es-
os casos, se generaron los verdaderos frentes de
Pareto del problema usando un proceso de enu-
meracién exhaustiva (con una cierta granulari-
dad) de tal manera que pudiéramos realizar una
comparacién grafica y otra basada en métricas
de la calidad de las soluciones producidas por
el pnAG?. También se compararon los resultados
obtenidos por la técnica aqui propuesta contra los
obtenidos por el Nondominated Sorting Genetic
Algorithm IT (NSGA-II) [3], la Pareto Archived
Evolution Strategy (PAES) [4] y con respecto a
nuestro micro-AG original [2]. Las métricas uti-
lizadas para el estudio comparativo fueron: dis-
tancia generacional [9], tasa de error [8] y espa-
ciado [10].

En los ejemplos siguientes, el NSGA-II us6 una
poblacién de tamano 100, un porcentaje de cruce
de 0,8 (usando SBX), seleccién por torneo, y
un porcentaje de mutacién de 1/vars, donde
vars =ndmero de variables de decisién del prob-
lema. PAES fue ejecutado usando una profundi-
dad de 5, un tamano del fichero de 100, y un
porcentaje de mutacién de 1/bits, donde bits se
refiere a la longitud de la cadena del cromosoma
que codifica las variables de decisién. El micro-
AG original usé un porcentaje de cruce de 0,7,
una memoria externa de 100 individuos, un val-
or de convergencia nominal de 2, una memo-
ria de poblacién de 50 individuos, un porcentaje
de memoria no reemplazable de 0,3, una malla
adaptativa, y un porcentaje de mutacién de 1/L
(L=longitud de la cadena cromosémica).

El nimero de evaluaciones de la funcién ob-
jetivo para el micro-AG original, el NSGA-II y
PAES fue del valor mas cercano al promedio de
las evaluaciones obtenidas en 20 corridas por el
HAG?.

A. Funcion de prueba 1

Nuestro primer ejemplo es una funcién de prue-
ba de n variables y n funciones objetivo propues-

ta recientemente por Deb et al. [11]:

Minimizar f1(x) = x1,
Minimizar fur—1(x) = xm—1,
Minimizar far(x) = (1 + g(xm))
h(fhf?:" '5FM—1>g)7
donde  g(xm) =1+ ﬁ D ey X
h=M-—
M-1[ g .
it [lig 1+ sm(37rf,-))] ,
sujetoa 0<uz; <, fori=1,2..,n,
(8)
Esta funcién de prueba tiene 2M~! regiones

Pareto éptimas desconectadas en el espacio de
busqueda. Deb et al. [11] propusieron usar 22
variables para hacerlo més desafiante y ese es pre-
cisamente el numero de variables de decisién que
fueron adoptadas para nuestro experimento. Los
resultados para la primera funcién de prueba se
reportan en la tabla I. Las figuras 2 y 3 muestran
el comportamiento promedio de cada algoritmo
con respecto a la distancia generacional. A partir
de los resultados mostrados en la tabla I puede
verse que el pAG? tuvo el mejor desempefio con
respecto a la distancia generacional y al espacia-
do, y quedd en segundo lugar (después del NSGA-
IT) con respecto a la tasa de error.

B. Funcion de Prueba 2

El segundo ejemplo es un problema bi-objetivo
propuesto por Deb [12]:

Minimizar fl (.CL'l, 3&'2) =T

Minimizar fz(.’l}l,ﬂ}z) = g(.’L‘l,IL'z) . h(.’L‘l,xz)
(9)

donde:

g(z1,72) = 11+ 22 — 10 - cos(2mzs)  (10)
si f1 (55'1,332)

1 -,/ fz2e
g9(z1,22
< g(@1,22)
0 de lo contrario

(11)

h(xl,!Ez) =

y0 <z <1,-30 <z, < 30.

Los resultados de la segunda funcién se re-
sumen en la tabla II. Las figuras 4 y 5 muestran el
comportamiento promedio de cada algoritmo con
respecto a la distancia generacional. La tabla II
muestra que el pAG? produjo los mejores resul-
tados tanto para la distancia generacional como
para la tasa de error. Con respecto al espaciado,
quedo en segundo lugar, atras del NSGA-II.



TABLA I
RESULTADOS OBTENIDOS EN LA PRIMERA FUNCION DE PRUEBA (DTLZ6) POR EL pAG?, EL NSGA-II, PAES v EL
MICRO-GA ORIGINAL.

UAG?
Estadistica | Iteraciones GD ER SP
Promedio 20382 0.003561016 0.171 0.07382801
Mejor 16954 0.00304658 0.1 0.0598198
Peor 24394 0.00440405 0.25 0.0886338
Desv. Est. 2019.793840 0.000372 0.04290 0.007385
PAES
Promedio 20382 0.0161938745 | 0.49492855 | 0.125067925
Mejor 20382 0.00260934 0.2 0.0770419
Peor 20382 0.109795 0.75 0.258494
Desv. Est. 0 0.023217 0.1603101 0.049333
NSGA-II
Promedio 20100 0.003606146 0.115 0.077738055
Mejor 20100 0.00281355 0.07 0.039322
Peor 20100 0.0052915 0.16 0.0940669
Std.Desv. 0 0.000634 0.030174 0.012038
micro-AG
Promedio 20376 0.8760464 1.0425015 | 0.97022395
Mejor 20376 0.381188 1.025 0.232188
Peor 20376 1.66206 1.07143 3.4051
Desv. Est. 0 0.3524874 0.01302171 1.0298174
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Fig. 2. Frentes de Pareto producidos por el NSGA-II (izquierda) y PAES (derecha) para la primera funcién de prueba.
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Fig. 3. Frentes de Pareto producidos por el micro-AG (izquierda) y el wAG? (derecha) en la primera funcién de prueba.




TABLA II
RESULTADOS OBTENIDOS EN LA SEGUNDA FUNCION DE PRUEBA (DEB) POR EL uAG?, EL NSGA-II, PAES Y EL
MICRO-AG ORIGINAL.

HAG?
Estadistica | Iteraciones GD ER SP
Promedio 9171.8 0.00016127085 0.115 0.0088751215
Mejor 6186 0.000102157 0 0.00721023
Peor 13826 0.000218467 0.32 0.0100066
Desv. Est. 0.081917 1956.912487 | 4.252223-05 0.000822
PAES
Promedio 9171 0.4651514 0.70408545 5.46232964
Mejor 9171 0.242424 0.0252054 0.0829736
Peor 9171 1 7.97044 64.8108
Desv. Est. 0 0.180424 2.012568 16.406210
NSGA-II
Promedio 9100 0.0002118179 0.2105 0.0079981215
Mejor 9100 0.000155758 0.01 0.00646298
Peor 9100 0.000282185 0.74 0.0089998
Desv. Est. 0 3.577123-05 0.224252 0.000594
micro-AG
Promedio 91068 0.0556739552 0.162 0.281928729
Mejor 91068 0.000159071 0.05 0.00637886
Peor 91068 0.465348 0.31 1.22778
Desv. Est. 0 0.1079727 0.0796439 0.3647516
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Fig. 4. Frentes de Pareto producidos por el NSGA-II (izquierda) y PAES (derecha) en la segunda funcién de prueba.

Fig. 5. Frentes de Pareto producidos por el micro-AG (izquierda) y el UAG? (derecha) en la segunda funcién de prueba.



VI. CONCLUSIONES Y TRABAJO FUTURO

En este trabajo se ha propuesto un esquema de
adaptacién en linea que permite el uso del micro-
AG para optimizacién multiobjetivo sin necesi-
dad de definir a priori ningin pardmetro no intu-
itivo. El enfoque propuesto obtiene informacién
del proceso evolutivo para guiar la bisqueda efi-
cientemente. Entre otras cosas, nuestro esquema
decide cudl es el operador de cruce més apropiado
y cambia entre una etapa de exploracién y una
de explotacién manipulando la importancia del
cruce y de la mutacién. También se ha definido
un criterio que permite detener la ejecucién del
algoritmo cuando la bisqueda parece infructuosa
y, por tanto, no se requiere definir un nimero
méaximo de generaciones durante las cuales se eje-
cutard el algoritmo.

El enfoque propuesto ha sido validado con
varias funciones de prueba, de las cuales se in-
cluyeron dos en este articulo. Nuestros resulta-
dos se compararon con respecto a nuestro micro-
AG original y con respecto a PAES y al NSGA-
II, usando tres métricas: distancia generacional,
tasa de error y espaciado. Nuestros resultados
preliminares indican que aunque nuestra técni-
ca no siempre derrota a los demds algoritmos, se
mantiene como muy competitiva y normalmente
mejora los resultados producidos por el micro-
AG original sin la necesidad de requerir ningin
parametro definido manualmente por el usuario.

Como parte de nuestro trabajo futuro, quer-
emos experimentar con estructuras de datos es-
paciales (p.ej., quadtrees [13]) para eficientar el
almacenamiento y la recuperacién de vectores no
dominados de la poblacién secundaria. También
estamos trabajando en un mecanismo que reduz-
ca el nimero de evaluaciones de la funcién de ap-
titud que se requieren para aproximar razonable-
mente bien el frente de Pareto de un problema.
Asi mismo, nos interesa experimentar con mecan-
ismos para incorporar preferencias del usuario
[14].
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