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Resumen 1


En los problemas de optimizaci�on del mundo real existen restricciones de diferentes tipos (p. ej.f��sicas, de tiempo, geom�etricas, etc.) las cuales modi�can la forma del espacio de b�usqueda. Durantelos �ultimos a~nos, una variedad de meta-heur��sticas han sido dise~nadas y aplicadas para la soluci�on deproblemas de optimizaci�on restringida donde no hay m�etodos cl�asicos de programaci�on matem�aticadisponibles.
Los Algoritmos Evolutivos y otras meta-heur��sticas operan como t�ecnicas de b�usqueda sin res-tricciones cuando son usados en optimizaci�on. As��, �estas requieren un mecanismo adicional queincorpore las restricciones del problema en su estructura.
Hist�oricamente, en los algoritmos evolutivos y en la programaci�on matem�atica la propuesta m�ascom�un de incorporaci�on de restricciones es usando funciones de penalizaci�on, las cuales fueron origi-nalmente propuestas en la d�ecada de los 40s y despu�es fueron expandidas por muchos investigadores.En general, las funciones de penalizaci�on tienen varias limitaciones. Una de las m�as importantes esla necesidad de ajustar los factores de penalizaci�on. En algunos casos, existen muchos factores quedeben ser ajustados y en la mayor��a de los casos sus valores son dependientes del problema.
La Evoluci�on Diferencial es un m�etodo estoc�astico global de b�usqueda directa, el cual formaparte de estas nuevas meta-heur��sticas y que ha probado ser un procedimiento muy efectivo en laoptimizaci�on num�erica sin restricciones. As��, ha habido algunas propuestas para extender el algorit-mo de Evoluci�on Diferencial a espacios de b�usqueda restringidos.
En esta tesis se propone una nueva versi�on del algoritmo de Evoluci�on Diferencial para resolverproblemas de optimizaci�on restringida. Se propone un nuevo modelo as�� como un mecanismo de ma-nejo de restricciones basado en funciones de penalizaci�on, en el cual no es necesario ajustar factoresde penalizaci�on.
Esta nueva versi�on del algoritmo de Evoluci�on Diferencial es comparada contra los algoritmosm�as representativos en optimizaci�on restringida usando un conjunto de problemas de prueba est�andarutilizados en el �area de Computaci�on Evolutiva.


1Documento elaborado en LATEX2e
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Abstract
In real-world optimization problems there are constraints of di�erent types (e.g. physical, time,geometric, etc.) which modify the shape of the search space. During the last few years, a wide varietyof metaheuristics have been designed and applied to solve constrained optimization problems whereclassical mathematical programming methods are not available.
Evolutionary algorithms and other metaheuristics operate as unconstrained search techniques,when they are used for optimization. Therefore, they require an additional mechanism to incorporateconstraints into their structure.
Historically, in both evolutionary algorithms and mathematical programming, the most commonapproach to incorporate constraints is the usage of penalty functions, which were originally proposedin the 1940s and later expanded by many researchers. In general, penalty functions have several limi-tations. One of their most important limitations is the problem of �ne-tuning the penalty factors. Insome cases, there are too many factors to be adjusted and in most cases they are problem-dependent.
Di�erential Evolution is a stochastic global direct search method. It is part of the aforementionednew metaheuristics and it has been found to be a very e�ective unconstrained numerical optimiza-tion procedure. So, there have been a few attempts to extend the Di�erential Evolution algorithmto constrained search spaces.
In this thesis we propose a new version of the Di�erential Evolution algorithm to solve cons-trained optimization problems. We propose a new model and also a constraint-handling mechanismbased on penalty functions, in which there is no need of �ne-tuning the penalty factors.
This new version of the Di�erential Evolution algorithm is compared against the most represen-tative algorithms in constrained optimization using a well-known benchmark commonly adopted inEvolutionary Computation.
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Cap��tulo 1
Introducci�on


La optimizaci�on es el acto de obtener el mejor resultado bajo ciertas circunstancias. Losingenieros toman muchas decisiones de naturaleza tecnol�ogica o administrativa en cualquiersistema de ingenier��a. Esto con la �nalidad de reducir el esfuerzo requerido o maximizar unbene�cio deseado [76].
As��, la optimizaci�on puede ser de�nida como el proceso de encontrar la mejor soluci�onposible a un problema, bajo ciertas circunstancias.
No existe un solo m�etodo capaz de resolver todos los problemas de optimizaci�on de ma-nera e�ciente bajo cualquier circunstancia [76]. Por lo tanto, se han desarrollado diferentesm�etodos para resolver clases espec���cas de problemas.
En el mundo real se presenta una amplia gama de problemas de optimizaci�on, entre loscuales se incluyen: optimizaci�on estructural, dise~no en ingenier��a, dise~no de circuitos VLSI,dise~no mec�anico, nuclear, qu��mico, y de control entre otros [76]. Aunque se han desarrolladot�ecnicas de programaci�on matem�atica para resolver problemas con propiedades particulares(p. ej. programaci�on lineal, programaci�on cuadr�atica, etc.) el problema general de la progra-maci�on no lineal (con o sin restricciones) sigue siendo abierto y, dada su complejidad hansurgido m�etodos alternativos para la soluci�on de estos problemas. Una clase importante deestos m�etodos hoy en d��a son los Algoritmos Evolutivos.
Los Algoritmos Evolutivos (AE) han demostrado ser t�ecnicas competitivas para la solu-ci�on de varios problemas con caracter��sticas que los hacen dif��ciles de resolver por t�ecnicascl�asicas de programaci�on matem�atica. Dentro de �estas est�an: la no linealidad, la alta moda-lidad, el ruido, la imposibilidad de calcular derivadas de cualquier orden, la no continuidad,entre otras. En particular, una nueva t�ecnica en el �area de AE llamada Evoluci�on Diferencial
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[85] ha mostrado ser competitiva en la optimizaci�on de problemas con tales caracter��sticas.


La Evoluci�on Diferencial (ED) es un algoritmo simple de b�usqueda directa empleado enoptimizaci�on num�erica global, la cual fue propuesta por Price y Storn [85], y �esta formaparte de los Algoritmos llamados Evolutivos. Lo que hace diferente al algoritmo de Evolu-ci�on Diferencial de otros Algoritmos Evolutivos es la forma en que emplea combinacioneslineales de individuos en la generaci�on nuevas soluciones que \heredan" caracter��sticas de-seables para la soluci�on del problema.
En su forma original no maneja espacios de b�usqueda restringidos [85]. Se han propuestodiferentes mecanismos para el manejo de restricciones principalmente basados en funcionesde penalizaci�on [75]. Estas presentan una serie de desventajas siendo la m�as importante elajuste de los coe�cientes de penalizaci�on, ya que �estos son dependientes del problema [6].
Existen diferentes modelos de la Evoluci�on Diferencial reportados en la literatura [75,85]. Vitaliy Feoktistov y Stefan Janaqi [27] presentan nuevos modelos de la Evoluci�on Dife-rencial que pretenden mejorar el rendimiento de la t�ecnica imitando a las t�ecnicas cl�asicasde descenso empinado (bajando la colina). Sin embargo, estas nuevas propuestas no fueronprobadas usando funciones de prueba est�andar en la literatura de algoritmos evolutivos paraoptimizaci�on num�erica sin restricciones [92].
Por tal motivo, en esta tesis se presenta un estudio comparativo entre los principalesmodelos de Evoluci�on Diferencial empleando en ello un conjunto de funciones de pruebaest�andar en la literatura para optimizaci�on global sin restricciones. Los resultados de esteestudio se muestran en el cap��tulo 4.
El objetivo principal de este trabajo de tesis es explorar las posibilidades de la Evolu-ci�on Diferencial como optimizador global en espacios restringidos empleando diferentesmodelos del algoritmo; as��, como otro mecanismo de manejo de restricciones. Para ello sepropone un nuevo modelo de recombinaci�on a la Evoluci�on Diferencial que mejora la veloci-dad de convergencia sin sacri�car su capacidad de b�usqueda, este nuevo modelo se comparacon los modelos de ED que muestran los mejores rendimientos (en t�erminos de la calidad delas soluciones generadas), los cuales est�an presentes en la literatura. Adem�as, se propone unnuevo mecanismo de manejo de restricciones que basa su funcionamiento en una funci�on depenalizaci�on exterior donde no es necesario ajustar los factores de penalizaci�on, este nuevomecanismo evita que se emplee �unicamente como criterio de comparaci�on a la funci�on ob-jetivo o a las restricciones del problema exclusivamente.
El algoritmo propuesto es comparado contra algoritmos evolutivos competitivos emplea-dos para la optimizaci�on num�erica con restricciones. Se usa un conjunto de problemas de
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prueba est�andar en la literatura [80] para determinar el rendimiento de la propuesta. Conel �n de comparar los diferentes algoritmos, se proponen tres diferentes formas de compara-ci�on, las cuales no suponen normalidad en las muestras. Adem�as, no se limitan a compararconjuntos �nales de soluciones, sino que determinan el comportamiento promedio del algo-ritmo a lo largo del proceso evolutivo.


As��, las aportaciones de esta tesis son:
Un estudio comparativo entre los diferentes modelos de ED existentes en la literatura,para ello se emplea un conjunto de funciones de prueba est�andar en la literatura dealgoritmos evolutivos.Se propone un nuevo modelo de ED que mejora el desempe~no del algoritmo. Este nuevomodelo se compara contra los mejores modelos existentes en la literatura empleandoel conjunto de funciones de prueba, mostrando mejores resultados.Se propone un nuevo mecanismo de manejo de restricciones que junto con el nuevomodelo de ED muestra resultados competitivos en comparaci�on con algoritmos re-presentativos en el �area de optimizaci�on num�erica con restricciones en los algoritmosevolutivos.Se proponen tres formas de comparaci�on de los algoritmos, las cuales no suponennormalidad en las muestras, y adem�as determinan el comportamiento promedio delalgoritmo a lo largo del proceso evolutivo.


1.1. Organizaci�on del Documento
Cap��tulo 1. Introducci�on: Este cap��tulo.
Cap��tulo 2. Introducci�on a la Computaci�on Evolutiva: Se da al lector, una intro-ducci�on al �area de la computaci�on evolutiva, adem�as de describir la motivaci�on del�area as�� como sus principales componentes y paradigmas.
Cap��tulo 3. Nociones de Optimizaci�on: Se presentan las nociones b�asicas de optimi-zaci�on y se establece el planteamiento del problema que ata~ne a esta tesis. Se listanlas caracter��sticas de los problemas de optimizaci�on restringida y se muestran lasprincipales diferencias con la optimizaci�on sin restricciones.
Cap��tulo 4. Evoluci�on Diferencial: Se presenta una descripci�on completa del algoritmode la Evoluci�on Diferencial mostrando las principales caracter��sticas de cada uno desus componentes.
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Cap��tulo 5. Algoritmos Evolutivos para Optimizaci�on Restringida: Se presenta unaintroducci�on de las t�ecnicas m�as empleadas en los algoritmos evolutivos para manejode restricciones.Cap��tulo 6. Descripci�on de la Propuesta: Se presenta la descripci�on completa de lapropuesta del algoritmo de Evoluci�on Diferencial la cual consiste en un nuevo modelode evoluci�on diferencial y un mecanismo de manejo de restricciones.Cap��tulo 7. Resultados Experimentales: Se muestran los resultados de un estudio com-parativo del nuevo modelo de Evoluci�on Diferencial contra otros modelos tradicionalesempleando un conjunto de funciones de prueba est�andar utilizadas en la optimizaci�onglobal sin restricciones. En la segunda parte se muestra una comparativa del nue-vo modelo de Evoluci�on Diferencial junto con el mecanismo propuesto de manejo derestricciones contra los algoritmos m�as representativos del �area de optimizaci�on enespacios restringidos de la computaci�on evolutiva.Cap��tulo 8. Conclusiones y Trabajo Futuro: Se muestra las conclusiones basadas enlos resultados obtenidos, as�� como las posibles lineas de investigaci�on a seguir.Ap�endice A: Funciones Sin Restricciones: Se listan las descripciones de las funcionesescalables sin restricciones empleadas en la comparaci�on de los diferentes modelos deEvoluci�on Diferencial.Ap�endice B: Funciones Con Restricciones: Se listan los trece problemas de pruebaest�andar empleados en la optimizaci�on num�erica con restricciones en el �area de Com-putaci�on Evolutiva. Estos problemas son empleados en la comparaci�on de la propuestacontra los algoritmos representativos del �area.Ap�endice C: Gr�a�cas de Resultados: Para el algoritmo propuesto se muestran los his-togramas de frecuencia de las soluciones, las distribuciones de la distancia promedioal valor �optimo y las gr�a�cas de la distancia al valor �optimo con respecto al n�umerode evaluaciones de la funci�on objetivo para cada uno de los trece problemas de pruebacon restricciones.







Cap��tulo 2
Introducci�on a la Computaci�on
Evolutiva


En este cap��tulo se da una introducci�on al lector al �area de la computaci�on evolutiva. Sedescribe la motivaci�on del �area as�� como sus principales componentes y paradigmas. Final-mente, se rese~nan los desarrollos de nuevas heur��sticas dise~nadas para dominios espec���cos.Estas nuevas heur��sticas est�an basadas en la simulaci�on de una variedad de comporta-mientos biol�ogicos y no s�olo en la evoluci�on natural. Por tal motivo, tales heur��sticas sondenominadas bio-inspiradas.
2.1. Introducci�on


La Computaci�on Evolutiva (CE) es un �area de las ciencias de la computaci�on; comosu nombre lo sugiere, es un tipo de computaci�on inspirada en los procesos de la evoluci�onnatural.
El hecho de que algunos cient���cos hayan elegido a la evoluci�on natural como una fuentede inspiraci�on no es sorprendente. El poder de la evoluci�on natural es evidente en la diver-sidad de las especies que conforman nuestro mundo, cada una de ellas adaptada a su propioecosistema con el �n de sobrevivir.


2.2. Neodarwinismo
La teor��a evolutiva universalmente aceptada hoy en d��a es el Neodarwinismo, la cualest�a basada en la teor��a evolutiva cl�asica de Charles Darwin, la teor��a selectiva de Weis-
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mann y las leyes de la gen�etica de Mendel.


El Neodarwinismo establece que la diversidad actual de seres vivos es consecuencia deunos cuantos procesos estoc�asticos que act�uan en las especies y sus poblaciones. Estos pro-cesos son: reproducci�on, mutaci�on, competencia y selecci�on.
La reproducci�on es una propiedad obvia de las especies existentes. Toda especie quepierda su capacidad reproductiva est�a condenada a la extinci�on. La reproducci�on se lograa trav�es de la transferencia de la informaci�on gen�etica (sexual o asexual) de los individuosa sus descendientes.
La mutaci�on es una alteraci�on de la informaci�on gen�etica en el momento que �esta estransferida durante la reproducci�on.
La competencia es la consecuencia del crecimiento de las poblaciones de especies en unespacio con recursos �nitos. La selecci�on es el resultado de la competencia entre individuosy especies por ocupar el espacio y los recursos disponibles.
As��, la evoluci�on surge como un resultado inevitable de la interacci�on de estos pro-cesos f��sicos estoc�asticos b�asicos.
Los individuos y las especies pueden ser vistos como una dualidad de su informaci�ongen�etica (genotipo) y sus caracter��sticas f��sicas y de comportamiento (fenotipo). El ge-notipo provee un medio de almacenamiento a la informaci�on hist�oricamente adquirida. Larelaci�on entre el fenotipo y el genotipo es compleja y no lineal. Dos fen�omenos determinanesta relaci�on: la pleitrop��a y la poligenia.
La pleitrop��a es el efecto donde un segmento de la informaci�on gen�etica simult�anea-mente afecta a varias caracter��sticas en el fenotipo y la poligenia es el efecto donde unacaracter��stica fenot��pica es determinada por la interacci�on simult�anea de varios segmentosde informaci�on gen�etica. As��, el fenotipo var��a de acuerdo a la interacci�on entre la estructuragen�etica y las condiciones ambientales presentes.
El Neodarwinismo establece que la selecci�on natural es la fuerza predominante que con-duce las caracter��sticas fenot��picas de los organismos en la mayor��a de las situaciones. Loscambios en el fenotipo son consecuencia de la mutaci�on, la recombinaci�on y las restriccionesdel ambiente; pero, la selecci�on es quien dirige tales cambios.
La selecci�on preserva o incrementa la aptitud de las poblaciones de individuos, dondeaptitud se de�ne como la habilidad de sobrevivir y reproducirse en un ambiente espec���co.
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La selecci�on �unicamente act�ua sobre los individuos y las especies.


El concepto de topolog��a adaptativa ayuda a describir la aptitud de las especies y susindividuos. Todos los fenotipos posibles se localizan en una gr�a�ca (a la que se denominapaisaje de aptitud) de acuerdo a su valor de aptitud. El proceso evolutivo selecciona losfenotipos que m�as r�apidamente se adapten a regiones de mayor aptitud.
En la �gura 2.1 se muestra un paisaje de aptitud hipot�etico, donde los fenotipos avanzanhacia mejores regiones como consecuencia de la variaci�on gen�etica y la selecci�on natural.Una poblaci�on se puede representar como un conjunto de puntos en la gr�a�ca, donde cadapunto representa un fenotipo de la poblaci�on.
En la evoluci�on natural el paisaje de aptitud es din�amico, de tal manera que los fenoti-pos continuamente evolucionan hacia regiones de mejor aptitud y evitando el estancamiento.


Figura 2.1: Paisaje de aptitud hipot�etico
Visto de esta manera, la evoluci�on se observa como un proceso de soluci�on a problemasdadas ciertas condiciones iniciales y restricciones del ambiente.
El ambiente est�a en constante cambio; as��, las especies est�an en una constante evoluci�onadapt�andose a los cambios en el paisaje de aptitud y ning�un organismo se puede considerar
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como perfectamente adaptado a su ambiente.


En [28] se presenta un resumen de las principales caracter��sticas del Neodarwinismo, lascuales se listan a continuaci�on:
1. El individuo es el principal objeto de la selecci�on.2. Las variaciones gen�eticas son principalmente fen�omenos aleatorios. Los procesos es-toc�asticos tiene un papel muy importante en la evoluci�on.3. Las variaciones genot��picas son principalmente causadas por la recombinaci�on y en�ultima instancia por la mutaci�on.4. La evoluci�on gradual puede ocasionar discontinuidades fenot��picas.5. No todos los cambios fenot��picos son consecuencia de la selecci�on natural.6. La selecci�on es probabil��stica, no determinista.
Cualquier simulaci�on computacional que se realice de la evoluci�on deber��a basarse enestos principios.


2.3. Paradigma de la Computaci�on EvolutivaLa evoluci�on es intr��nsecamente un m�etodo de b�usqueda. La ora y la fauna de nuestroplaneta demuestran un comportamiento complejo resultado de un proceso de optimizaci�onen todos los niveles: c�elula, �organo, individuo, poblaci�on, especie.
Los problemas que las especies biol�ogicas han resuelto son caracterizados por el caos, elazar, la temporalidad y la no linealidad. �Estas son a su vez las caracter��sticas de los proble-mas que han demostrado ser especialmente intratables por m�etodos cl�asicos de optimizaci�on.
As��, la met�afora fundamental de la computaci�on evolutiva es considerar a la evoluci�onun m�etodo robusto de b�usqueda, donde se trata de aplicar los procesos evolutivos (re-producci�on, mutaci�on, competencia y selecci�on) a la soluci�on de problemas donde no haym�etodos disponibles o donde las soluciones son insatisfactorias.
El concepto de m�etodo robusto de b�usqueda se muestra en la �gura 2.2, donde se ilustrael hecho de que existen m�etodos especializados y e�cientes (en t�erminos de la calidad deresultados con respecto a un conjunto de recursos dado) para la soluci�on de ciertas clases
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de problemas; pero, hay algunos tipos de problemas donde no existen m�etodos que los re-suelvan de manera satisfactoria.


As��, un m�etodo robusto de b�usqueda proporciona una opci�on de soluci�on para un rangoamplio de problemas donde no hay m�etodos especializados o las soluciones son insatisfac-torias. Cabe mencionar que en ning�un caso (m�etodos especializados o esquemas robustos)existe un algoritmo que resuelva todas las clases de problemas.


Figura 2.2: Tipos de problemas y esquemas
Los algoritmos evolutivos son m�etodos robustos de b�usqueda inspirados en los procesosde la evoluci�on natural. Estos algoritmos proporcionan una opci�on a la soluci�on de proble-mas intratables por m�etodos cl�asicos. Los algoritmos evolutivos no garantizan optimalidad,sino que ofrecen un buen compromiso entre los recursos empleados para la soluci�on delproblema y la calidad de la soluci�on obtenida.


2.4. Algoritmos Evolutivos
Hoy d��a existe una extensa colecci�on de algoritmos evolutivos empleados para la soluci�onde una amplia gama de problemas. En la mayor��a de ellos subyace una base com�un.
Dada una funci�on de calidad a ser optimizada (minimizaci�on o maximizaci�on) se generaun agregado de soluciones candidatas (v.g. elementos pertenecientes al dominio de la fun-ci�on de calidad). A cada elemento se asigna una medida (aptitud) basada en el valor que
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toma la funci�on de calidad dada la soluci�on candidata.


Con base en sus valores de aptitud algunas soluciones candidatas son elegidas comosemillas de nuevas soluciones. Las nuevas soluciones (descendientes) se generan aplicandolos procesos de recombinaci�on y mutaci�on a las soluciones seleccionadas.
En la mayor��a de los casos las soluciones candidatas y sus descendientes compiten por unlugar en la poblaci�on de la siguiente generaci�on. La competencia es basada principalmenteen el valor de aptitud de las soluciones pero, tambi�en pueden inuir otros criterios (p. ej.la edad, la dispersi�on, etc).
Este proceso es iterado hasta que se obtiene una soluci�on candidata adecuada o apropia-da para el problema, o los l��mites de los recursos computacionales previamente establecidoshan sido alcanzados.
Inicializar(Pg = f~x1; ~x2; � � � ; ~xnpg);1 Evaluar(Pg) ff(~x1); f(~x2); � � � ; f(~xnp)g ;2 while Criterio de Terminaci�on NO satisfecho do3 padres  SeleccionarPadres(Pg) ;4 P 0g  Recombinar(padres) ;5 P 00g  Mutar(P 0g) ;6 Evaluar(P 00g ) ff(~x001); f(~x002); � � � ; f(~x00np)g ;7 Pg+1  Seleccionar(P 00g [ Pg) ;8 G G+ 1 ;9 Algoritmo 1: Esquema general de un algoritmo evolutivoEn el algoritmo 1 se muestra una descripci�on en pseudoc�odigo de un algoritmo evo-lutivo, donde Pg = f~x1; ~x2; � � � ; ~xnpg representan a un conjunto de soluciones candidatas(la poblaci�on actual). La funci�on EvaluarP 00g = ff(~x001); f(~x002); � � � ; f(~x00np)g asigna a cadasoluci�on un valor de aptitud y las funciones seleccionar; recombinar;mutar representan losoperadores de selecci�on, recombinaci�on y mutaci�on respectivamente.


De la descripci�on anterior se observa que este esquema pertenece a la categor��a de algo-ritmos generar-y-probar. La evaluaci�on de la funci�on de calidad representa una estimaci�onheur��stica de la condici�on de las soluciones candidatas (valor de aptitud), mientras el pro-ceso de b�usqueda se basa en la variaci�on de las soluciones resultado de los operadores derecombinaci�on y mutaci�on.
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Por �ultimo, es importante mencionar que los principales elementos que componen a unalgoritmo evolutivo son estoc�asticos. Durante el proceso de selecci�on los individuos m�asaptos tienen mayor posibilidad de convertirse en semillas de los descendientes; sin embargo,los menos aptos tambi�en tienen posibilidades. En la recombinaci�on, los segmentos de in-formaci�on transferidos a los descendientes son seleccionados de manera aleatoria; mientrasque, la mutaci�on es un proceso intr��nsecamente estoc�astico donde se generan perturbacionesaleatorias a los individuos.


2.4.1. Principales Componentes de los Algoritmos EvolutivosEn cada uno de los diferentes tipos de algoritmos evolutivos se especi�ca un n�umero decomponentes, procedimientos y operadores que los de�nen.
Los principales componentes son los siguientes:


1. De�nici�on de los individuos (representaci�on)
2. Funci�on de evaluaci�on (funci�on de calidad)
3. Mecanismo de selecci�on de padres
4. Operadores de recombinaci�on y mutaci�on
5. Mecanismo de supervivencia


De�nici�on de los IndividuosEl primer paso para de�nir un algoritmo evolutivo es representar el contexto del proble-ma original al espacio soluci�on, donde la evoluci�on toma lugar. Los objetos que conformanposibles soluciones en el contexto del problema original son llamados fenotipos; mientrasque, la codi�caci�on del fenotipo es llamada genotipo. Durante la de�nici�on de la estructurade los individuos es necesario establecer una relaci�on entre el fenotipo y el genotipo.
Cabe mencionar que los operadores de recombinaci�on y mutaci�on generalmente obranen el espacio genot��pico mientras que la selecci�on toma lugar en el espacio fenot��pico.
Los espacios fenot��picos y genot��picos son de naturalezas diferentes, pero el mapeo delgenotipo al fenotipo debe ser �unico. En la terminolog��a com�un se suele llamar de maneraindistinta a los puntos del espacio de b�usqueda en el contexto original del problema como:soluciones candidatas, fenotipos o individuos.
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Funci�on de Evaluaci�onLa funci�on de evaluaci�on representan los requerimientos a los cuales las soluciones seadaptan. Desde la perspectiva del problema, esta funci�on representa la tarea a resolver porel algoritmo evolutivo. T�ecnicamente es una funci�on o procedimiento que asigna una medidade calidad a los fenotipos dependiendo del grado al cual resuelven el problema.


En la terminolog��a del �area es com�unmente llamada funci�on de aptitud.
Mecanismo de Selecci�on de los padresDurante la selecci�on de los padres, tambi�en llamado proceso de selecci�on de cruce, seelige a los individuos que ser�an las semillas para los descendientes; tal elecci�on es basada enlos valores de aptitud de los individuos y t��picamente es probabil��stica.
Operadores de Recombinaci�on y Mutaci�onLa tarea de los operadores de variaci�on (mutaci�on y recombinaci�on) es crear nuevosindividuos a partir de los individuos actuales.


La mutaci�on es un operador que siempre es estoc�astico. En general, la mutaci�on pro-duce cambios aleatorios sin sesgo; el prop�osito de este operador var��a de acuerdo al tipo dealgoritmo evolutivo empleado. Por ejemplo, en las estrategias evolutivas la mutaci�on es elprincipal operador de variaci�on y su papel es perturbar de manera acotada a las solucionesde la poblaci�on actual. En contraste, en los algoritmos gen�eticos es un operador secundarioque tiene la �nalidad de mantener el espacio de b�usqueda totalmente conectado.
Es importante mencionar que los teoremas que establecen la propiedad de convergen-cia al �optimo global de los algoritmos evolutivos se basan en la propiedad de que todoslos posibles fenotipos pueden ser generados por los operadores de variaci�on; esto se lograusualmente por medio del operador de mutaci�on [24].
El operador de recombinaci�on, tambi�en llamado operador de cruza, tiene como �-nalidad transferir de los individuos a sus descendientes la informaci�on obtenida durante elproceso de b�usqueda. En general, los algoritmos evolutivos no poseen un mecanismo expl��ci-to de memoria. La informaci�on obtenida durante el proceso de b�usqueda es almacenada eslos individuos dentro de la poblaci�on.
El papel del operador de cruza depende del tipo de algoritmo evolutivo empleado. As��,para los algoritmos gen�eticos la cruza es el principal operador de variaci�on, en las estrate-gias evolutivas es un operador secundario y en la programaci�on evolutiva no se emplea tal
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operador.


El principio detr�as de la recombinaci�on es simple: cruzar a dos o m�as individuos concaracter��sticas deseadas para producir uno o m�as individuos que combinen tales cualidades.
Mecanismo de SupervivenciaEn muchos de los casos, las poblaciones de individuos se mantienen a un tama~no cons-tante; esto pretende simular un ambiente con espacio �nito donde los individuos y susdescendientes compiten por un lugar en la poblaci�on. Este mecanismo var��a de acuerdo altipo de algoritmo evolutivo empleado; por ejemplo, en el caso de los algoritmos gen�eticos,los descendientes reemplazan en su totalidad a los padres. En contraste en las estrategiasevolutivas los individuos y sus descendientes compiten por un lugar en la poblaci�on. Estemecanismo se emplea de manera estoc�astica o determinista.
2.5. Principales Paradigmas de la Computaci�on EvolutivaLa idea de solucionar problemas bas�andose en los principios de la evoluci�on natural noes nueva; por ejemplo, en 1957 Box [4] propuso un m�etodo llamado Evolutionary Operationpara resolver problemas de optimizaci�on industrial. Hoy en d��a se consideran como losprincipales paradigmas de la computaci�on evolutiva a tres tipos de t�ecnicas: algoritmosgen�eticos, estrategias evolutivas y programaci�on evolutiva.
2.5.1. Programaci�on EvolutivaLa programaci�on evolutiva fue desarrollada originalmente por Lawrence J. Fogel parasimular a la evoluci�on como un proceso de aprendizaje con la �nalidad de generar inteligen-cia arti�cial [29, 30].


En la programaci�on evolutiva la inteligencia se de�ne como la capacidad de un sistemaa adaptarse a su ambiente con el �n de cumplir objetivos espec���cos.
En las primeras versiones de la programaci�on evolutiva (PE), el ambiente es descritopor una secuencia de s��mbolos tomados de un alfabeto �nito; el algoritmo evolutivo operasobre la secuencia de s��mbolos con la �nalidad de predecir el siguiente s��mbolo de la se-cuencia. Se emplean m�aquinas de estados �nitos para representar a los individuos dentrode la poblaci�on. No se ocupa un operador de recombinaci�on; las variaciones �unicamente sonproducto de la mutaci�on. La aptitud es una medida basada en la exactitud de la predicci�on
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y la complejidad de los individuos, es decir, las m�aquinas de estados producidas durante elproceso evolutivo.


Los principales tipos de mutaci�on son: cambiar un s��mbolo de salida, cambiar un estadode transici�on, a~nadir un estado, eliminar un estado, cambiar el estado inicial. La elecci�ondel tipo de mutaci�on es efectuada al azar y cada individuo de la poblaci�on genera un descen-diente (producto de la mutaci�on). La poblaci�on se mantiene de un tama~no �jo; as��, se eligea la nueva poblaci�on seleccionando a las mejores soluciones entre individuos y descendientes.
Fogel et al. [29] describen un experimento donde evolucionan estimadores con la �nali-dad de determinar si el siguiente n�umero entero en una secuencia es primo o no; la secuenciade s��mbolos empleada representa a la sucesi�on de los n�umeros naturales (1; 2; 3; � � � ). En losresultados, se muestra que tal sistema alcanza una porcentaje de acierto del 80%.
Por razones hist�oricas la PE ha sido asociada con tareas de predicci�on, donde se empleanm�aquinas de estados �nitos como forma de representaci�on de los individuos. Sin embargo,existen otras variantes de la PE (p. ej. en optimizaci�on de par�ametros con valores reales [5]).
Hoy en d��a, la PE considera que la representaci�on no debe ser �unica y por consecuenciala mutaci�on tampoco. Por el contrario, son dependientes del problema a resolver. As��, laPE presenta un esquema muy general para la soluci�on de problemas. En el algoritmo 2 semuestra una descripci�on general de la programaci�on evolutiva.
Inicializar(Pg);1 Evaluar(Pg) ;2 while Criterio de Terminaci�on NO satisfecho do3 P 0g  Mutar(Pg) ;4 Evaluar(P 0g) ;5 Pg+1  Seleccionar(P 0g [ Pg) ;6 G = G+ 1 ;7 Algoritmo 2: Esquema general de la programaci�on evolutivaUna de las caracter��sticas principales de la programaci�on evolutiva es que no empleaun operador de recombinaci�on. En el contexto de m�aquinas de estados �nitos, la idea derecombinaci�on no parece obvia. En la PE, un punto en el espacio de b�usqueda no se consi-dera como un individuo de una poblaci�on, sino como una abstracci�on de una especie. Portal motivo no se emplea un operador de recombinaci�on.
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En la PE no existe un proceso de selecci�on de padres, puesto que todos los individuos dela poblaci�on generan un descendiente. El mecanismo de supervivencia es simple: dada unapoblaci�on de � individuos se generan � descendientes; entre las �+� soluciones se efect�uanuna serie de torneos con la �nalidad de seleccionar � individuos que forman la siguientepoblaci�on.


2.5.2. Algoritmos Gen�eticosLos algoritmos gen�eticos fueron propuestos inicialmente por John H. Holland como m�eto-dos con comportamiento adaptativo que conservan los mecanismos m�as importantes de lossistemas naturales [41]. Hoy en d��a se emplean ampliamente como m�etodos de b�usqueda yoptimizaci�on.
En los algoritmos gen�eticos (AG), cada fenotipo forma parte de una poblaci�on de indi-viduos similares. La poblaci�on constantemente uct�ua debido a la reproducci�on y muertede los miembros que la componen. La inuencia de un individuo en el desarrollo futuro dela poblaci�on depende directamente de su aptitud. De hecho, la aptitud es una medida dela capacidad reproductiva de un individuo. As��, la reproducci�on se efect�ua en proporci�on auna medida de desempe~no; �esta es la forma en que la historia de las soluciones previamentegeneradas inuyen en el futuro de la poblaci�on. La poblaci�on sirve como un repositorio deinformaci�on genot��pica con caracter��sticas deseadas.
En la forma can�onica de los algoritmos gen�eticos, los individuos son representados comouna secuencia de s��mbolos de un alfabeto dado, Holland sugiere emplear la codi�caci�onbinaria [41]. La codi�caci�on representa el genotipo del individuo.
La mutaci�on juega un papel secundario, dado que las variaciones completamente alea-torias en los genotipos pueden destruir la informaci�on contenida en la poblaci�on. As��, eloperador principal es la recombinaci�on (cruza). La cruza redistribuye los segmentos deinformaci�on genot��pica de los individuos a sus descendientes. Esta cruza opera de maneraconstructiva, permitiendo que los segmentos de informaci�on �util se propaguen a lo largo delas generaciones.
As��, las principales caracter��sticas de los algoritmos gen�eticos son:Una poblaci�on de individuos que retiene la informaci�on obtenida durante el procesode b�usqueda y que sirve como fuente a nuevas variaciones.La capacidad reproductiva de las soluciones es proporcional a un valor de desempe~no(aptitud).
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Los operadores de recombinaci�on promueven la propagaci�on de informaci�on �util delos individuos a sus descendientes.Actualmente, los algoritmos gen�eticos proporcionan un marco de trabajo para el desa-rrollo de m�etodos de soluci�on a problemas espec���cos. Existen en la literatura una ampliavariedad de tipos de representaci�on, de operadores de cruza y/o mutaci�on, de procedimien-tos de asignaci�on de aptitudes, de m�etodos de reproducci�on, nuevos tipos de operadores, etc.


Los tipos de elementos que conforman a un algoritmo gen�etico son dependientes delproblema. En el algoritmo 3 se muestra en pseudoc�odigo un algoritmo gen�etico en su formacan�onica.
Inicializar(Pg) ;1 Evaluar(Pg) ;2 while Criterio de Terminaci�on NO satisfecho do3 AsignarProbabilidadReproduccion(Pg) ;4 P 0g  Reproducir(Pg) ;5 P 00g  Cruzar(P 0g) ;6 P 000g  Mutar(P 00g ) ;7 Evaluar(P 000g ) ;8 Pg+1  P 000g ;9 G G+ 1 ;10 Algoritmo 3: Esquema de un algoritmo gen�etico can�onicoCabe mencionar que los algoritmos gen�eticos son el tipo de algoritmo evolutivo m�asampliamente utilizado. Las aplicaciones de los AG son muy diversas; entre ellas est�an [32]:optimizaci�on num�erica y combinatoria, aprendizaje de m�aquina, optimizaci�on de consultasen bases de datos, reconocimiento de patrones, generaci�on de gram�aticas, planeaci�on demovimientos de robot, etc.


2.5.3. Estrategias EvolutivasLas Estrategias Evolutivas (EE) son otro enfoque en la simulaci�on de la evoluci�on. �Estasse desarrollaron en los a~nos 60's por Hans-Paul Schwefel e Ingo Rechenberg, y fueron di-se~nadas en el �ambito de la optimizaci�on de funciones continuas.
Los componentes de una soluci�on se consideran caracter��sticas de comportamiento de unindividuo y no genes en un cromosoma. Existe una fuente gen�etica para estas caracter��sticas
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fenot��picas, pero la naturaleza de tal fuente no es necesario describirla. Se asume que, donde-quiera que la transformaci�on gen�etica ocurra, los cambios resultantes en las caracter��sticasde comportamiento estar�an determinados por una distribuci�on normal de probabilidadescon media cero y alguna desviaci�on est�andar.


Las alteraciones gen�eticas pueden afectar a m�as de una caracter��stica fenot��pica debidoa la pleitrop��a y a la poligenia; de tal manera, es necesario variar simult�aneamente todoslos componentes de un individuo durante el proceso de generaci�on de los descendientes.
En el algoritmo 4 se muestra el algoritmo b�asico de una estrategia evolutiva de dosmiembros para un problema de minimizaci�on de una funci�on n�dimensional f : Rn ! R[84]. N(0; �) representa la generaci�on de un n�umero aleatorio conforme a una distribuci�onnormal de probabilidades con media cero y desviaci�on est�andar �.
t = 0 ;1 Generar de manera aleatoria hxt1; � � � ; xtni 2 Rn ;2 while Criterio de Terminaci�on NO satisfecho do3 yti = xti +N(0; �) para todo i 2 f1; � � � ; ng ;4 if f(~yt) � f(~xt) then5 ~xt+1 = ~yt6 else7 ~xt+1 = ~xt8 t = t+ 1 ;9 Algoritmo 4: Estrategia evolutiva de dos miembros EE � (1 + 1)La mutaci�on se genera perturbando la soluci�on actual usando una distribuci�on normalcon media cero y desviaci�on est�andar � (tama~no de paso). Esto genera una distribuci�onsim�etrica en todos los n componentes de ~xt. Estudios te�oricos proponen un ajuste en l��neadel tama~no de paso usando la regla del �exito 1=5. Esta regla establece que la raz�on demutaciones exitosas (el descendiente es m�as apto que el padre) con respecto a todas lasmutaciones realizadas debe ser 15 . As��, si la raz�on es mayor a 15 el tama~no de paso debeser incrementado y si la raz�on es menor a 15 el valor de � debe ser decrementado; de otramanera, no hay cambio.
Hoy en d��a, las estrategias evolutivas casi siempre usan auto-adaptaci�on; as��, el vec-tor ~x = hxt1; � � � ; xtni es s�olo un componente de la soluci�on. En general un individuo esrepresentado de la siguiente forma.


hx1; � � � ; xn; �1; � � � ; �n; �1; � � � ; �n(n�1)=2i
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Donde �i para i = f1; � � � ; ng son los tama~nos de paso para cada uno de los n compo-nentes de ~x, y �i para i = f1; � � � ; n(n�1)2 g representan las interacciones entre los diferentestama~nos de pasos.
Existen estrategias evolutivas multi-miembro [84]. En tales casos, a partir de � indivi-duos se generan � descendientes. Existen b�asicamente dos esquemas de supervivencia: en laestrategia (�+ �) se selecciona a los � mejores individuos de la uni�on de los � padres y sus� hijos; en la estrategia (�; �) se selecciona a los � mejores individuos de entre los � hijosproducidos. En ambos casos la selecci�on es determinista.
En las EE el operador de variaci�on principal es la mutaci�on. La recombinaci�on (cruza)es un operador secundario y s�olo se utiliza en algunos casos. Cuando el operador de cruza esempleado, la selecci�on de los padres no se basa en el valor de aptitud sino que, se seleccionanlos padres de manera aleatoria de la poblaci�on.
Las estrategias evolutivas han sido empleadas para resolver problemas tales como [83]:ruteo de redes, problemas de bioqu��mica, problemas de �optica, problemas de dise~no en in-genier��a, etc.


2.6. Nuevas Alternativas
Hoy en d��a, existe un creciente inter�es por simular procesos naturales, sin limitarse alos basados en la evoluci�on de las especies. Dichas simulaciones pretenden ofrecerse comom�etodos alternativos de soluci�on a una amplia gama de problemas. Algunos de estos m�etodosse listan a continuaci�on.


Programaci�on Gen�etica Es una extensi�on al modelo del algoritmo gen�etico empleadopara el aprendizaje de m�aquina. La programaci�on gen�etica pretende evolucionar po-blaciones de programas de computadora que mejoren autom�aticamente a trav�es de laexperiencia (aprendizaje inductivo).
Optimizaci�on con Colonia de Hormigas Estos algoritmos son sistemas multi agentesen los cuales, el comportamiento de cada agente, llamado hormiga, est�a inspirado en elproceder natural de las hormigas biol�ogicas. Los algoritmos de colonia de hormigas sonuno de los m�as exitosos ejemplos de sistemas de comportamiento emergente (swarmintelligence systems) [23].
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Estos algoritmos han sido aplicados principalmente en problemas de optimizaci�oncombinatoria; por ejemplo, en el problema del agente viajero, en ruteo de redes detelecomunicaciones, en el problema de la asignaci�on cuadr�atica, en la coloraci�on degrafos, etc. [23].


Sistema Inmune Arti�cial Los sistemas inmunes arti�ciales simulan uno o m�as com-ponentes funcionales del sistema inmune natural. El sistema inmune natural es unsistema complejo y adaptativo. Visto desde una perspectiva de procesamiento de in-formaci�on, �este es un sistema inteligente altamente paralelo, que emplea aprendizaje,memoria y asociaci�on para resolver problemas de clasi�caci�on y reconocimiento. Portal motivo, ha sido objeto de estudio e inspiraci�on para diversos modelos computacio-nales [17].Algunas de sus aplicaciones son: seguridad de computadoras, detecci�on de virus, de-tecci�on de anomal��as, reconocimiento de patrones, optimizaci�on, etc. [17].
Algoritmos Mem�eticos Los algoritmos mem�eticos son estrategias cooperativas-competi-tivas de agentes que optimizan. La idea de los algoritmos mem�eticos es emplear lasinergia de diferentes m�etodos de b�usqueda. El t�ermino algoritmos mem�eticos iden-ti�ca una amplia clase de t�ecnicas de b�usqueda donde el conocimiento del problema esincorporado al m�etodo de b�usqueda en la forma de heur��sticas, operadores especiales,buscadores locales, etc. [68].Estas t�ecnicas han sido aplicadas exitosamente en la soluci�on de problemas combina-torios, particularmente en la aproximaci�on de soluciones a problemas NP [68].
Optimizaci�on con C�umulos de Part��culas El algoritmo de optimizaci�on con c�umulosde part��culas modela la exploraci�on del espacio de b�usqueda por medio de una po-blaci�on de individuos donde el �exito individual inuye en el comportamiento de sussemejantes. Esta t�ecnica se origin�o como una simulaci�on del comportamiento socialde los individuos [48].�Esta es una de las heur��sticas bio-inspiradas m�as usadas actualmente donde ha tenidoaplicaciones muy diversas, sobre todo en problemas de optimizaci�on cuyas variablesde decisi�on son n�umeros reales.
Evoluci�on Diferencial Es un algoritmo e�ciente empleado en optimizaci�on global de fun-ciones en espacios totalmente ordenados [75]. Este trabajo de tesis est�a basado en estaheur��stica, cuyo funcionamiento se detallar�a en cap��tulos posteriores.
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2.7. Resumen del Cap��tuloLa Computaci�on Evolutiva es un �area de las ciencias de la computaci�on inspirada en losprincipales procesos de la evoluci�on natural: reproducci�on, mutaci�on, competencia y selec-ci�on. La evoluci�on natural se observa como un proceso de soluci�on a problemas, los cualesest�an caracterizados por el caos, el azar, la temporalidad y la no linealidad. �Estas son a suvez las caracter��sticas de los problemas que han demostrado ser especialmente intratablespor m�etodos cl�asicos. As��, los algoritmos evolutivos ofrecen una opci�on de soluci�on a pro-blemas donde los m�etodos cl�asicos no ofrecen un resultado satisfactorio dado un conjuntolimitado de recursos de c�omputo.


Los principales paradigmas de la computaci�on evolutiva son: los algoritmos gen�eticosempleados ampliamente en b�usqueda y optimizaci�on, las estrategias evolutivas dise~nadaspara la optimizaci�on num�erica y la programaci�on evolutiva desarrollada para el aprendizajede m�aquina.
Hoy en d��a se han desarrollado otras heur��sticas bio-inspiradas. Entre las m�as exitosasse encuentran: la optimizaci�on con c�umulos de part��culas, el sistema inmune arti�cial, laoptimizaci�on con colonia de hormigas y la evoluci�on diferencial.







Cap��tulo 3
Nociones de Optimizaci�on


En este cap��tulo se presentan las nociones b�asicas de optimizaci�on, se establece el plan-teamiento del problema que ata~ne a esta tesis y se listan las caracter��sticas de los problemasde optimizaci�on restringida. Adem�as, se muestran las principales diferencias entre la opti-mizaci�on con y sin restricciones.
3.1. Introducci�onEl diccionario de la Real Academia de la Lengua Espa~nola de�ne el t�ermino optimizarcomo:Buscar la mejor manera de realizar una actividadEn el �area de optimizaci�on en ingenier��a, �esta se de�ne como el acto de obtener los me-jores resultados bajo ciertas circunstancias [76].


En el contexto de este trabajo, la optimizaci�on se de�ne como el proceso de buscar lamejor soluci�on posible a un problema, bajo ciertas circunstancias.
Un problema de optimizaci�on es un planteamiento a una situaci�on para la cual existendiferentes soluciones posibles y hay una clara noci�on de calidad de las soluciones. Los proble-mas de optimizaci�on existen cuando diferentes soluciones candidatas pueden ser claramentecomparadas y contrastadas.
Como se dijo antes, no existe un solo m�etodo capaz de resolver todos los problemasde optimizaci�on de manera e�ciente [76]. Por tal motivo, una gran cantidad de m�etodosde optimizaci�on han sido desarrollados para resolver diferentes tipos de problemas. Estosm�etodos son com�unmente nombrados t�ecnicas de programaci�on matem�atica y forman parte
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de una �area de las matem�aticas llamada investigaci�on de operaciones.


Entre las aplicaciones t��picas de la optimizaci�on en ingenier��a se encuentran: dise~no deestructuras, c�alculo de trayectorias de veh��culos espaciales, dise~no de turbinas, dise~no deredes el�ectricas, dise~no de planes de producci�on, dise~no de procesos qu��micos, etc. [76].
3.2. Planteamiento del ProblemaEl problema que ata~ne a esta tesis es denominado problema general de programaci�on nolineal (PGPNL); y se describe a continuaci�on.


Encontrar ~x tal que optimice a f(~x)
Sujeto a las siguientes restricciones:


gi(~x) � 0; i = 1; � � � ;mhj(~x) = 0; j = 1; � � � ; p
El vector de dise~no ~x = (x1; � � � ; xn) es una n�tupla, donde xi(i = 1; � � � ; n) son valoresescalares llamados variables de decisi�on o variables de dise~no. En este trabajo de tesisse consideran �unicamente instancias del PGPNL donde ~x 2 Rn.
Se llama espacio de dise~no o espacio de b�usqueda S al espacio cartesiano n�di-mensional donde cada uno de los ejes coordenados representa una variable de decisi�onxi(i = 1; � � � ; n); cada punto en �el, es llamado punto de dise~no y representa una soluci�onposible (aunque quiz�as infactible) al problema.
f : Rn ! R es una funci�on escalar y es denominada funci�on objetivo. En este trabajono se requiere que f tenga propiedades especiales, �unicamente que f(~x) exista para cual-quier punto en el espacio de dise~no.
gi(~x) para i = f1; � � � ;mg y hj(~x) para j = f1; � � � ; pg son llamadas restricciones dedesigualdad y de igualdad respectivamente; gi : Rn ! R y hj : Rn ! R son funciones es-calares y no tienen propiedades especiales al igual que f . En general, f; gi y hj son no lineales.
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La regi�on factible F � S representa las soluciones posibles al problema y se de�ne como:


F = f~x 2 Rnj gi(~x) � 0; i = f1; � � � ;mg y hj(~x) = 0; j = f1; � � � ; pgg
Se dice que gi(~x) para ~x 2 F es una restricci�on activa cuando gi(~x) = 0 en el �optimo.En caso contrario, se denomina restricci�on inactiva. Todas las restricciones de igualdad seconsideran activas en todos los puntos de la regi�on factible.
En optimizaci�on en ingenier��a se clasi�can a las restricciones en dos tipos: las restric-ciones que representan limitaciones de desempe~no o de comportamiento son denominadasrestricciones funcionales o suaves y las restricciones que representan limitaciones f��sicasde dise~no son denominadas restricciones laterales o duras.
Considerando �unicamente problemas de minimizaci�on (sin p�erdida de generalidad) setienen las siguientes de�niciones.


De�nici�on 1 Una funci�on f(~x) de�nida en un conjunto S posee su �optimo global en elpunto ~x� 2 S si y s�olo si: f(~x�) � f(~x) para todo ~x 2 S
De�nici�on 2 Una funci�on f(~x) de�nida en un conjunto S posee un �optimo local (m��nimorelativo) en el punto ~xl 2 S si y s�olo si: f(~xl) � f(~x) para todo ~x a una distancia � de ~xl.Esto es, existe un � > 0 tal que para todo ~x que satisface j~x� ~xlj < �, f(~xl) � f(~x).


As��, ~x� y f(~x�) representan al punto y valor �optimo respectivamente; a este par, se ledenomina soluci�on �optima.
3.3. Caracter��sticas de los Problemas RestringidosEn la presencia de restricciones, un problema de optimizaci�on puede presentar las si-guientes caracter��sticas:


Las restricciones pueden no tener efecto en el punto �optimo. Esto es, el valor �optimo delproblema restringido es el mismo que el del problema sin restricciones tal como se muestraen la �gura 3.1.
En tal caso, se podr��an emplear m�etodos de optimizaci�on sin restricciones para su so-luci�on. Sin embargo, en la mayor��a de los problemas es extremadamente dif��cil identi�cartal situaci�on. As��, se establece la suposici�on de que las restricciones tienen inuencia en el
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�optimo.


Figura 3.1: El �optimo es el mismo con o sin restricciones
La soluci�on �unica puede tener lugar en el borde de la zona factible. En este caso, lasrestricciones inuyen en la localizaci�on del punto �optimo. Este efecto se observa en la �gura3.2, donde el �optimo global de la funci�on (tambi�en llamado �optimo irrestricto) no se localizadentro de la zona factible.


Figura 3.2: El �optimo di�ere debido a las restricciones
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Las restricciones pueden incrementar el n�umero de �optimos locales, a�un cuando la fun-ci�on objetivo posea un �unico �optimo global. Esto se observa en la �gura 3.3.


Figura 3.3: Situaci�on en la que se crean �optimos locales a consecuencia de incluir restriccionesal problema
Harold Kuhn y Albert Tucker desarrollaron las condiciones que deben satisfacer los �opti-mos relativos de f(~x). En el caso general, estas condiciones no aseguran �optimos relativos.Sin embargo, para una clase de problemas llamados problemas de programaci�on convexa, lascondiciones de Kuhn-Tucker son necesarias y su�cientes para establecer un �optimo global[76].
En los problemas de programaci�on convexa la funci�on objetivo f(~x) y las funciones derestricci�on g(~x) son convexas.


De�nici�on 3 Una funci�on f(~x) se denomina funci�on convexa si para cualesquiera paresde puntos ~x1; ~x2 y para todo 0 � � � 1.f(�~x2 + (1� �)~x1) � �f(~x2) + (1� �)f(~x1)Esto es, el segmento que une a los dos puntos yace completamente arriba de la gr�a�cade f(~x).Las condiciones de Kuhn-Tucker requieren que f; gi; hj sean diferenciables. Adem�as, enel caso de la condici�on de su�ciencia las restricciones de igualdad (hj) deben ser lineales.
Existen condiciones de necesidad y de su�ciencia que no requieren la convexidad def; gi; hj y tampoco que hj(j = 1; � � � ; p) sean lineales. Estas condiciones son llamadas de
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segundo orden. Sin embargo, �estas requieren que f; gi; hj sean doblemente diferenciables [60].


Por tal motivo, aunque se han desarrollado t�ecnicas de programaci�on matem�atica pararesolver problemas con propiedades particulares (p. ej. programaci�on lineal, programaci�oncuadr�atica, etc.) el problema general de la programaci�on no lineal (con o sin restricciones)sigue siendo abierto y, dada su complejidad, el uso de t�ecnicas heur��sticas (como la adoptadaen esta tesis) est�a plenamente justi�cado [76].
3.4. Resumen del Cap��tuloLa optimizaci�on se de�ne como el proceso de buscar la mejor soluci�on posible a un pro-blema bajo ciertas circunstancias. Desafortunadamente no existe un solo m�etodo capaz deresolver todos los problemas de optimizaci�on de manera e�ciente. Por tal motivo, hoy end��a la optimizaci�on es una �area activa de investigaci�on.


En la presencia de restricciones, un problema de optimizaci�on puede presentar las si-guientes caracter��sticas: las restricciones no tienen efecto en el punto �optimo, las restriccionesinuyen en la localizaci�on del punto �optimo o las restricciones pueden incrementar el n�ume-ro de �optimos locales.
No existen, en el caso general condiciones de necesidad o su�ciencia que determinan laoptimalidad de una soluci�on. El problema general de la programaci�on no lineal sigue siendoabierto y, dada su complejidad, el uso de t�ecnicas heur��sticas (como la adoptada en estatesis) est�a plenamente justi�cado.







Cap��tulo 4
Evoluci�on Diferencial


En este cap��tulo se presenta una descripci�on completa del algoritmo de la Evoluci�onDiferencial mostrando las principales caracter��sticas de cada uno de sus componentes.
Adem�as, se efect�ua un estudio experimental con el �n de determinar las caracter��sticasy los comportamientos reales de los principales modelos de la Evoluci�on Diferencial pro-puestos en la literatura especializada.


4.1. Introducci�on
La Evoluci�on Diferencial (ED) es una t�ecnica estoc�astica de b�usqueda directa la cual hamostrado ser un m�etodo robusto de b�usqueda en una amplia gama de problemas [75].
La ED fue propuesta como una nueva heur��stica para la minimizaci�on de funciones nolineales y no diferenciables en espacios totalmente ordenados, la cual fue presentada porRainer Storn y Kenneth Price en 1995 [85].
El primer paso para resolver un problema de optimizaci�on es determinar si existe unalgoritmo dise~nado espec���camente para el problema en cuesti�on. Por ejemplo, si la fun-ci�on objetivo es un polinomio lineal existen m�etodos e�cientes (p. ej. m�etodo simplex [76])que pueden proveer soluciones globales a instancias del problema que contienen cientos oinclusive miles de variables de decisi�on. Desafortunadamente, los algoritmos tradicionalesdeterministas son insu�cientes cuando la funci�on objetivo posee caracter��sticas como: nolinealidad, alta dimensionalidad, existencia de m�ultiples �optimos locales (multimodalidad),no diferenciabilidad o ruido.
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La ED es un m�etodo alternativo en la soluci�on a problemas con estas caracter��sticas,empleando un novedoso esquema simple de mutaci�on auto-adaptada.
La ED surgi�o de los intentos de Kenneth Price por resolver el problema del ajuste poli-nomial de Chebychev. Con el �n de mejorar las soluciones existentes, se emplearon vectoresdiferencia como mecanismo de perturbaci�on y de esta idea surgi�o la ED.
La comunidad de la ED ha estado creciendo desde su aparici�on y cada vez hay m�asinvestigadores trabajando en ella. Esto hace de la ED una muy �area activa de investigaci�onhoy en d��a.
Dentro de las caracter��sticas principales de la ED se encuentran [86, 75]:La capacidad de manejar funciones objetivo no lineales, no diferenciables y multimo-dales.El algoritmo es f�acilmente paralelizable y resulta �util cuando la evaluaci�on de la fun-ci�on objetivo es computacionalmente costosa.No se requiere prede�nir distribuciones de probabilidad como en el caso de las estra-tegias evolutivas [84].Emplea una codi�caci�on real y la precisi�on est�a determinada por el formato de puntootante empleado.Suele converger a un valor �optimo (posiblemente local) de manera consistente a lolargo de una secuencia de ejecuciones independientes.En su forma original, el algoritmo emplea �unicamente tres par�ametros de controladem�as de un criterio de terminaci�on.Asimismo, la ED posee una amplia gama de aplicaciones, de entre las cuales se encuen-tran [54, 2]: dise~no de �ltros digitales, entrenamiento de redes neuronales, dise~no �optimo detubos para intercambio de calor, optimizaci�on de procesos qu��micos no lineales, optimiza-ci�on de tuber��as de agua, dise~no de redes de transmisi�on de gas, calendarizaci�on �optima desat�elites, etc.


4.2. Descripci�on del AlgoritmoLa Evoluci�on Diferencial es un algoritmo evolutivo t��pico que cae en la descripci�on delesquema 1 mostrado en la p�agina 10 de esta tesis. Como en la mayor��a de los algoritmos
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evolutivos, la Evoluci�on Diferencial emplea una poblaci�on de individuos que representansoluciones candidatas al problema en cuesti�on.


Las heur��sticas que incorporan informaci�on del dominio inevitablemente obtienen unrendimiento superior a sus contrapartes que no lo hacen [75]. Por tal motivo, los algoritmosevolutivos can�onicos presentan un menor rendimiento en comparaci�on a versiones h��bridasque s�� incorporan informaci�on del problema (p. ej. empleando buscadores locales [67] o al-goritmos culturales [77]).
La ED est�a restringida a dominios donde el espacio de b�usqueda est�a completamenteordenado y en especial subespacios de Rn. En la ED, un individuo se representa como unan-tupla llamada vector objetivo ~x = (x1; � � � ; xn), donde xi 2 R (i = 1; � � � ; n) son valoresescalares que representan las variables de dise~no del problema. Una forma de incorporarinformaci�on del dominio es restringir a esta clase de problemas a la ED. Esto sin compro-meter su estatus de optimizador num�erico de prop�osito general.
Al emplear una representaci�on real de los individuos, en lugar de s��mbolos de un alfabetodado como en los algoritmos gen�eticos, se evitan los problemas que surgen entre el mapeono consecutivo del genotipo y el fenotipo [21]. Por ejemplo, empleando una codi�caci�onbinaria tradicional dos genotipos consecutivos no necesariamente corresponden a fenotiposcontiguos; as��, no se obtiene bene�cio alguno de que Rn sea un espacio totalmente ordenado.Por otro lado, emplear una codi�caci�on real permite generar perturbaciones acotadas en lasvariables de dise~no, esto a consecuencia del orden determinado por Rn.
A�un empleando una codi�caci�on de c�odigos de gray (donde el mapeo es consecutivo)es necesario usar secuencias de s��mbolos muy largas cuando los rangos de las variables dedecisi�on son amplios o din�amicos. Adem�as, la mayor��a de estos s��mbolos no son signi�cativosen el resultado �nal.
A continuaci�on se listan algunas de las ventajas de emplear una codi�caci�on real:
Permite emplear dominios m�as grandes, e inclusive dominios no acotados.Permite utilizar grados de precisi�on m�as exactos.Permite explotar la granularidad del paisaje de aptitud.Se elimina el proceso de codi�caci�on / decodi�caci�on.El nivel de expresividad es m�as alto, lo cual coincide con la intuici�on de que unarepresentaci�on m�as expresiva nos provee de un aparato m�as poderoso de adaptaci�on.
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Permite integrar informaci�on del dominio de manera m�as simple (p. ej. para manejode restricciones).


Por tales motivos, la ED emplea una codi�caci�on real donde las limitaciones de rango yprecisi�on son propias del formato de coma otante empleado y no del algoritmo en s��.
En su versi�on original, la ED emplea una poblaci�on de tama~no �jo. Esto es por conve-niencia y no existe raz�on a priori del porqu�e de esta elecci�on [75]. Existe otra propuestadonde el tama~no de la poblaci�on se codi�ca como un par�ametro de dise~no; as��, la poblaci�onaumenta o disminuye din�amicamente [90]. Sin embargo, esta propuesta no muestra mejorassigni�cativas con respecto a la versi�on original.
Como primer paso del algoritmo, se generan aleatoriamente np individuos que confor-man a la poblaci�on inicial P0 = f~x1; ~x2; : : : ; ~xnpg. En la mayor��a de los casos los individuosest�an uniformemente distribuidos en el espacio de b�usqueda dentro de los l��mites de�nidos,como se muestra en la ecuaci�on (4.1).


xi;j = xj + U(0; 1) � (xj � xj) 8i 2 f1; : : : ; npg; 8j 2 f1; : : : ; ng (4.1)
xi;j representa a la j-�esima variable de decisi�on del i-�esimo individuo en la poblaci�on,U(0; 1) representa una variable aleatoria uniformemente distribuida en el rango [0; 1] y xj ; xjrepresentan los l��mites superiores e inferiores respectivamente de la j-�esima variable de di-se~no. Los l��mites son determinados por restricciones f��sicas del problema; de otra manera,�estos deben cubrir la regi�on donde se espera que est�e el valor �optimo.
Si est�a disponible una soluci�on aproximada al problema, entonces se pueden generar losindividuos iniciales perturbando a la soluci�on dada empleando una funci�on de distribuci�onnormal. Es importante mencionar que los individuos iniciales deben estar distribuidos alea-toriamente de alguna manera ya que las diferencias de los vectores objetivo conducen elcomportamiento de la ED.
Despu�es de la inicializaci�on, la poblaci�on es sujeta a un proceso iterativo de mutaci�on,recombinaci�on y selecci�on durante Gmax iteraciones (generaciones). Como se muestra enla ecuaci�on (4.2), la ED emplea los operadores de mutaci�on y recombinaci�on para generarun solo descendiente o vector candidato ~ui por cada vector padre ~xi que pertenece a lapoblaci�on.
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ui;8j2f1;:::;ng = (xr3;j + F � (xr1;j � xr2;j) si U(0; 1) < CR o j = jrandxi;j en caso contrario (4.2)


Donde r1; r2; r3 2 f1; � � � ; npg y jrand 2 f1; � � � ; ng son seleccionados aleatoriamente,adem�as r1 6= r2 6= r3 6= i. CR y F son variables de control del algoritmo y son proporcio-nadas por el usuario. CR representa una probabilidad y su rango es [0; 1], F es un factorde escalamiento cuyo intervalo es t��picamente [0; 1). Se observa que cuando U(0; 1) < CRo j = jrand el valor de la j-�esima variable de decisi�on es una combinaci�on lineal de losvectores aleatoriamente seleccionados (~xr1 ; ~xr2 ; ~xr3); de otra manera, este valor es heredadodirectamente del padre. La condici�on j = jrand se incluye con el �n de asegurar que ~ui di�eraal menos en un par�ametro de dise~no de ~xi.
Despu�es de que cada ~ui es evaluado en la funci�on objetivo, los valores de f(~ui) y f(~xi)son comparados. Se elige como ~xi;G+1 a quien posea un mejor valor de aptitud dependiendode si el problema es de minimizaci�on o maximizaci�on.
Los procesos de recombinaci�on y selecci�on para una soluci�on ~xi durante la generaci�onG se ilustran en la �gura 4.1, donde la cruza discreta corresponde a la elecci�on estoc�asticamostrada en la ecuaci�on (4.2).
Una vez determinados los individuos que conforman la siguiente poblaci�on, el ciclo serepite hasta que el problema sea resuelto o todos los vectores objeto converjan a un punto ono se logre ninguna mejora despu�es de varias iteraciones o despu�es de ejecutarse un n�umero�jo de generaciones. El algoritmo 5 muestra a la Evoluci�on Diferencial en su forma original.


4.3. Componentes de la Evoluci�on Diferencial
4.3.1. Esquema de Mutaci�onEn el contexto de la optimizaci�on de par�ametros reales, la mutaci�on se re�ere al pro-ceso de agregar un incremento generado aleatoriamente a una o m�as variables de decisi�onde un vector soluci�on dado. El objetivo de un esquema e�ciente de mutaci�on es generarincrementos o movimientos que desplacen a los vectores soluci�on en la direcci�on y magnitudcorrecta. Lograr este objetivo depende directamente de las caracter��sticas de la funci�on dedistribuci�on empleada en la generaci�on de las perturbaciones. El problema es que no existeuna sola funci�on de distribuci�on que posea la versatilidad requerida para explorar e�ciente-
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Figura 4.1: Diagrama del algoritmo de Evoluci�on Diferencial
mente todas las funciones objetivo.


Las funciones de distribuci�on empleadas en la generaci�on de perturbaciones no debenmostrar un sesgo natural, es decir, deben exhibir una estad��stica media de cero. Generarmutaciones con una distribuci�on sin sesgo elimina la posibilidad de que los vectores objetoadquieran una desviaci�on producto de la funci�on de distribuci�on y no como consecuenciade la forma del paisaje de aptitud del problema [75].
Con el �n de ilustrar algunos principios de dise~no de la ED, se presentan a continuaci�onuna serie de elementos que determinan la e�ciencia de las funciones de distribuci�on emplea-das en la generaci�on de mutaciones.
Las estrategias evolutivas (EE) son un tipo de algoritmo evolutivo dise~nado para laoptimizaci�on de funciones continuas, en las cuales la mutaci�on es el principal operador de
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G 0;1 Inicializar(Pg  f~x1; � � � ; ~xnpg)2 while Criterio de Terminaci�on NO satisfecho do3 for i f1; � � � ; npg do4 r1; r2; r3 2 f1; � � � ; npg aleatoriamente seleccionados,5 donde r1 6= r2 6= r3 6= i ;6 jrand 2 f1; � � � ; ng aleatoriamente seleccionado ;7 for j  f1; � � � ; ng do8 if Uj [0; 1] < CR or j = jrand then9 ui;j  xr3;j;G + F (xr1;j;G � xr2;j;G) ;10 else11 ui;j  xi;j;G ;12


if f(~ui) � f(~xi;G) then13 ~xi;G+1  ~ui ;14 G G+ 1;15 Algoritmo 5: Algoritmo de Evoluci�on Diferencial (ED/rand/1/bin)
variaci�on y s�olo en algunos casos se emplea un operador de recombinaci�on [25]. En su formam�as simple (EE�(1+1)), la EE emplea una funci�on de distribuci�on normal para perturbara una �unica soluci�on. La nueva soluci�on sustituye a la anterior si presenta un mejor valorde aptitud. El aspecto m�as importante de la EE-(1 + 1) es que utiliza un �unico valor dedesviaci�on est�andar para perturbar todas las variables de dise~no, lo cual presenta algunosproblemas.


Supongamos que la funci�on objetivo corresponde a un elipsoide cuyas curvas de nivel semuestran en la �gura 4.2.
Para un vector dado ~xi existen rangos de mutaci�on bien de�nidos que generan mejoressoluciones; esto se muestra en la �gura 4.3. Cualquier movimiento de ~xi a un punto interiorde la curva de nivel conducir�a a un vector con menor costo. Como se observa en la �gura,los intervalos de mejora son diferentes para cada coordenada. Se producen mejores vectoresejecutando movimientos amplios a lo largo del eje mayor pero, como se muestra en la �gura,un esquema de mutaci�on simple produce vectores fuera del rango de mejora a lo largo deleje menor del elipsoide. Se observa tambi�en que no existe un tama~no de paso que busque
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Figura 4.2: Curvas de nivel de elipsoide hipot�etico
e�cientemente a lo largo de todos los ejes coordenados. En el caso de la mutaci�on simplees necesario disminuir el tama~no de paso (desviaci�on est�andar) con el �n de encontrar unrango efectivo de mejora en todas las variables de decisi�on. Esto tiene como consecuenciauna disminuci�on en el rendimiento.


En la �gura 4.3 se observa la necesidad de emplear una funci�on de distribuci�on quepermita diferentes rangos de movimiento en cada coordenada. Las EE emplean la auto-adaptaci�on para manejar din�amica e independientemente los rangos de mutaci�on de cadauna de las variables de dise~no por cada individuo en la poblaci�on.
No s�olo los tama~nos de paso de la mutaci�on necesitan ser ajustados, sino tambi�en susorientaciones. En la �gura 4.4 se muestra el caso donde el sistema coordenado del elipsoi-de es rotado un cierto �angulo. En este caso, una mutaci�on est�andar xi;j + Nj(0; �i;j) nopuede emplear los intervalos m�aximos de mejora sobre los ejes x01; x02 aun cuando se empleaun tama~no de paso �i;j independiente para cada soluci�on y para cada variable de dise~no [75].
La rotaci�on decrementa signi�cativamente los intervalos de mejora a lo largo de los ejescoordenados, retardando el proceso de optimizaci�on.
La rotaci�on no s�olo demora el proceso de optimizaci�on, sino que tambi�en elimina laposibilidad de obtener mejoras con movimientos independientes a lo largo de los ejes coor-denados. Por tal motivo, es necesaria la generaci�on de perturbaciones simult�aneas a lo largode todos los ejes coordenados. Esta dependencia es llamada ep��stasis y est�a presente en lamayor��a de los problemas del mundo real [75].
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Figura 4.3: Ejemplo de intervalos de mejora usando una funci�on de distribuci�on normalsimple
Los algoritmos evolutivos deben ser capaces de perturbar todos los par�ametros con mu-taciones correlacionadas. Las EE logran este objetivo incorporando �angulos de rotaci�on quedeterminan la orientaci�on de la mutaci�on. As��, un individuo est�a compuesto por n variablesde dise~no, n tama~nos de paso y n(n�1)2 coe�cientes de mutaciones correlacionadas.
Las EE generan vectores de mutaci�on adaptando din�amicamente un funci�on de distri-buci�on multivariable prede�nida, mientras que la ED simplemente muestrea aleatoriamenteindividuos dentro de la poblaci�on [75]. En su forma m�as simple la ED genera un vector demutaci�on sumando una diferencia ponderada de un par de vectores aleatoriamente seleccio-nados de la poblaci�on como se muestra en la ecuaci�on (4.3).


~ui = ~xi + F � (~xr1 � ~xr2) (4.3)La ecuaci�on (4.3) muestra similitud con la cruza aritm�etica, la cual se muestra en laecuaci�on (4.4).
~ui = ~xi + � � (~xr3 � ~xi) (4.4)A pesar de la similitud, el vector de mutaci�on de la ED juega un papel muy diferente alde la cruza aritm�etica. La ecuaci�on (4.4) limita la b�usqueda a lo largo del eje que conecta a
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mutaci�on est�andar: xi;j +Nj(0; �i;j)
Figura 4.4: Ejemplo de intervalos de mejora usando una funci�on de distribuci�on normalest�andar
~xi con ~xr3 . En una poblaci�on de np individuos se tienen np�1 posibles ejes de b�usqueda. Elindividuo ~xr3 (elegido de manera aleatoria) determina el eje donde se realiza la b�usqueda,mientras que el valor de � determina el punto que ser�a generado a lo largo del eje. Un valor� diferente a cero introduce un sesgo en la cruza. Cuando 0 < � � 1 las nuevas soluciones sedesplazan de ~xi en direcci�on a ~xr3 y se alejan tanto de ~xi como de ~xr3 cuando � > 1 o � < 0.


En la ecuaci�on (4.3), la inclusi�on de la diferencia de dos vectores aleatoriamente selec-cionados incrementa el n�umero de posibles ejes de b�usqueda a (np�1)(np�2)2 . Dado que ~xr1 y~xr2 son elegidos de manera aleatoria, la diferencia ~xr1 � ~xr2 ocurre con la misma frecuenciaque ~xr2 � ~xr1 provocando que la mutaci�on exhiba una estad��stica media de cero. Adem�as,el valor F escala la magnitud de los tama~nos de paso y no genera un sesgo como lo hace elfactor �. Se observa adem�as que F � (~xr1 �~xr2) tiene el mismo papel en la ED que N(0; �i;j)en las EE; sin embargo, la distribuci�on de diferencias es autom�aticamente escalada por ladistribuci�on de los individuos en la poblaci�on y F �unicamente modi�ca las magnitudes re-lativas a diferencia de �i;j que de�ne rangos absolutos [75].
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Las posibles direcciones de b�usqueda y los posibles tama~nos de paso dependen com-pletamente de la disposici�on de los individuos seleccionados. Incrementar el tama~no de lapoblaci�on o el n�umero de diferencias aumenta la diversidad de posibles movimientos e in-tensi�ca la exploraci�on del espacio de b�usqueda; sin embargo, la probabilidad de encontrarla direcci�on correcta de b�usqueda se decrementa considerablemente. As��, existe un com-promiso entre la exploraci�on del espacio de b�usqueda y la probabilidad de mejora. En lapr�actica, entre m�as complejo sea un problema, m�as exploraci�on se necesita. El balance entreel tama~no de la poblaci�on y el n�umero de diferencias determina la e�ciencia del algoritmo[27].


x2


x1


Figura 4.5: Posibles vectores diferencia para el problema del elipsoide
En la �gura 4.5 se muestra una poblaci�on de vectores en el problema del elipsoide. Seobserva que la distribuci�on de los vectores diferencia se aproxima a la forma elipsoidal auncuando no todos los vectores se localizan en la misma curva de nivel. La e�ciencia de ladistribuci�on de diferencias depende del grado de aproximaci�on de las soluciones al paisaje deaptitud. Es necesario que las soluciones iniciales est�en distribuidas uniformemente en todoel espacio de b�usqueda para evitar sesgos, adem�as de un proceso de selecci�on deterministaque conserve las np mejores soluciones. En cada variable de decisi�on existen varios tama~nosde paso que aproximan a los intervalos m�aximos de mejora. De la �gura se observa que elvalor del par�ametro F debe ser menor a 1 y debe permanecer constante al menos durantecada generaci�on; el cambiar este factor por cada variable de dise~no modi�ca las posicionesrelativas de los individuos y destruye la correlaci�on impuesta por el paisaje de aptitud.
Este esquema de mutaci�on es capaz de escalar los tama~nos de paso individualmenteas�� como reducir los efectos en la rotaci�on del sistema coordenado. En la �gura 4.6 se ilustra
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Figura 4.6: Posibles vectores diferencia para el problema del elipsoide con ep��stasis
el hecho de que una rotaci�on al sistema coordenado no cambia las posiciones relativas delas soluciones con respecto al paisaje de aptitud; as��, la distribuci�on de mutaci�on generadatiene la misma orientaci�on que las curvas de nivel del problema.


Otra diferencia importante entre las EE y la ED es la forma en que la informaci�ones intercambiada entre individuos. En su forma can�onica, las EE no emplean el operadorde cruza; as��, cada vector soluci�on posee su propio conjunto de valores para escalar y co-rrelacionar la funci�on de distribuci�on multivariable. Estos valores reejan �unicamente lainformaci�on del vecindario alrededor de cada soluci�on y no existe intercambio global deinformaci�on. Como consecuencia, se obtienen r�apidas mejoras locales pudiendo quedar lassoluciones con�nadas en un �optimo local.
En contraste, la ED muta todos los vectores con la misma distribuci�on global. En la�gura 4.7 se muestra un paisaje de aptitud con dos �optimos locales. Se observa que la dis-tribuci�on de diferencias de la ED contiene una mezcla de vectores diferencia que pertenecena diferentes �optimos promoviendo as�� el intercambio de informaci�on entre individuos y co-laborando con la exploraci�on del paisaje de aptitud.
La mayor��a de los m�etodos cl�asicos de optimizaci�on num�erica empleados en la soluci�onde problemas de programaci�on no lineal son de naturaleza iterativa. Estos m�etodos requie-ren una soluci�on candidata como punto de inicio; as��, proceden a generar una secuencia desoluciones que se aproximen gradualmente al valor �optimo. Las principales diferencias entre
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Figura 4.7: Comparaci�on de la distribuci�on de mutaciones de la ED y las mutaciones corre-lacionadas de la EE
estos m�etodos radican en la forma de generar las nuevas soluciones as�� como en la manerade evaluar su optimalidad [76].


Los tres principales m�etodos de b�usqueda directa (m�etodos que no emplean derivadas dening�un orden de la funci�on objetivo) son: m�etodo de Hooke-Jeeves [43], m�etodo de Powell[74] y m�etodo de Nelder-Mead [69]. Todos ellos emplean el mismo principio: determinaruna direcci�on de b�usqueda ~S y generar soluciones en esa direcci�on; por tal motivo sonllamados m�etodos de b�usqueda por patrones [76]. Estos m�etodos generan vectores de laforma ~Yk = ~Xk+�~Sk dada una direcci�on ~Sk donde ~Xk+1 = ~Yk si y s�olo si f(~Yk) < f( ~Xk) (enel caso de minimizaci�on). La generaci�on de vectores de mutaci�on de la ED puede verse comoun m�etodo de b�usqueda por patrones aleatorio basado en poblaciones, donde ~Sk = ~Xr1� ~Xr2y � = F . Dada una poblaci�on de np individuos y m diferencias se obtienen Qmi=1 (np� i)posibles direcciones de b�usqueda ~Sk por cada generaci�on.
4.3.2. Recombinaci�onLa mutaci�on es principalmente responsable de generar nuevas direcciones de b�usqueda.La recombinaci�on o cruza es un proceso complementario que permite el intercambio de in-formaci�on de los vectores soluci�on a sus descendientes.
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En sus primeras versiones [75], la ED emplea un procedimiento de recombinaci�on dis-creto y no uniforme. En la �gura 4.8 se muestra el esquema original de la ED donde losc��rculos obscuros representan los posibles descendientes (~ui) generados por el proceso derecombinaci�on entre ~xi y ~vi.


Posibles


~vi = ~xr3 + F (~xr1 � ~xr2 )
~xi ~xr1


F (~xr1 � ~xr2 )~xr2
~xr3


x1


x2
Soluciones ~ui


Figura 4.8: Esquema del operador de recombinaci�on del algoritmo de la Evoluci�on Diferen-cial
Inicialmente se propusieron dos procedimientos de recombinaci�on denominados: expo-nencial y binomial. �Estos controlan la frecuencia con la cual los par�ametros del vector demutaci�on ~vi = ~xr3 + F � (~xr1 � ~xr2) son seleccionados para formar parte de la soluci�ondescendiente ~ui. En la �gura 4.9 se ilustran ambos procesos, donde Ui(0; 1) representa unavariable aleatoria uniformemente distribuida en el intervalo [0; 1] y el vector ~z es el productode la recombinaci�on de los vectores ~x y ~y. La cruza exponencial es similar a la cruza de unpunto [32], mientras que la cruza binomial es similar a la cruza uniforme en los algoritmosgen�eticos [89].
Francisco Herrera y Manuel Lozano proponen una taxonom��a de los principales tipos derecombinaci�on para codi�caci�on real adem�as de explicar sus principales caracter��sticas [39].Esta taxonom��a se resume a continuaci�on.


Operadores de cruza discretos Esta categor��a agrupa todos los operadores de cruzapropuestos para codi�caci�on binaria aplicados directamente a la codi�caci�on real (p. ej.
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Cruza Discreta Binomial Cruza Discreta Exponencial


x1 y2 y3 x4 y5~z
y1 y2 y3 y4 y5~y Selecciona yi si Ui(0; 1) � CR
x1 x2 x3 x4 x5~x x1 x2 x3 x4 x5


x1 x3x2 y4 y5
y1 y2 y3 y4 y5


~z
~y
~x


Selecciona yi desde Ui(0; 1) � CR


Selecciona xi mientras Ui(0; 1) < CRSelecciona xi si Ui(0; 1) < CR


Figura 4.9: Recombinaci�on discreta binomial y exponencial
cruza de un punto, cruza de dos puntos, cruza uniforme, etc.). Estas cruzas muestreande manera aleatoria las esquinas del hipercubo n-dimensional generado por los vectorespadre.Este tipo de recombinaci�on no es invariante a la rotaci�on y depende de la orientaci�ondel sistema coordenado. Adem�as, no ofrecen diversidad y �unicamente presentancaracter��sticas de exploraci�on y no de explotaci�on.Cruzas basadas en funciones agregativas En esta categor��a se incluyen los operadoresque usan una funci�on agregativa determinista que num�ericamente combina a los padrespara generar a los descendientes (p. ej. cruza aritm�etica, cruza geom�etrica, cruzaheur��stica).En estas cruzas, se de�ne la funci�on agregativa fi : [xi; xi]! [yi; yi] dado el intervalode acci�on de la i-�esima variable de dise~no [xi; xi]. fi tiene propiedades de explotaci�onsi [yi; yi] � [xi; xi] y/o propiedades de exploraci�on si [xi; xi] � [yi; yi]; rara vez [xi; xi]\[yi; yi] = ;.Cruzas basadas en el vecindario En esta clase de cruzas los descendientes se generana partir de una cierta distribuci�on de probabilidades de acuerdo a la posici�on relativade los padres. Usualmente se emplean m�as de dos padres y estas cruzas tienen lacaracter��stica de generar diversidad en la poblaci�on. �Estas se dividen en dos tipos:


Cruzas que generan descendientes cercanos a los padres (SBX [20], PCX [22]).Cruzas que generan descendientes cercanos al centro geom�etrico de los padres(BLX [26], UNDX [71], UNDX-m [51], SPX [91]).
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Los esquemas de recombinaci�on binomial y exponencial forman parte de la primer clasede la taxonom��a.
Francisco Herrera, Manuel Lozano y Ana Mar��a S�anchez elaboraron un estudio dondese examin�o la sinergia al emplear m�as de un operador de recombinaci�on [40]. El estudioconsisti�o en una serie de experimentos donde se combinaron cruzas de las diferentes clasesde la taxonom��a antes mencionada. Con el �n de medir el rendimiento de las diferentes com-binaciones de cruzas se emple�o un conjunto de funciones de prueba est�andar en la literaturade los algoritmos evolutivos para optimizaci�on num�erica.
Los esquemas que lograron el mejor rendimiento fueron aquellos donde se combin�o unacruza discreta junto con una cruza basada en el vecindario. En su estudio, Francisco Herreramenciona:


Es interesante notar que a pesar del pobre desempe~no obtenido empleando�unicamente la cruza de dos puntos (2P), su sinergia con SBX-2 permite al h��bri-do resultante (2P & SBX-2) ser uno de los operadores de cruza m�as competitivosque han sido estudiados en este art��culo 1.
Combinar una cruza con capacidad de explotaci�on (SBX) y una cruza con capacidadde exploraci�on (2P) tiene como resultado un operador con comportamiento de b�usquedarobusto. En general, se subestima el rendimiento de las cruzas discretas y se desconoce sucapacidad explorativa.
La Evoluci�on Diferencial emplea una distribuci�on global de vectores diferencia comofuente de diversidad; esta distribuci�on posee las caracter��sticas de una cruza basada en elvecindario. Adem�as, la ED emplea un operador de recombinaci�on discreto que ayuda a laexploraci�on del paisaje de aptitud. As��, no es casualidad que los operadores de mutaci�ony recombinaci�on de la ED presenten una sinergia que permite a la ED ser un m�etodo deb�usqueda robusto.
Por �ultimo, cabe mencionar que la distribuci�on de vectores diferencia de la ED poseecaracter��sticas que algunas de las cruzas empleadas en el estudio antes mencionado noposeen. Algunas de ellas son: auto-adaptaci�on independiente en los rangos de mutaci�on,invariabilidad a la rotaci�on de los ejes coordenados e intercambio global de informaci�onentre los individuos.1Francisco Herrera, Manuel Lozano y Ana Mar��a S�anchez [40]
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4.3.3. Estructura de la Poblaci�onComo se muestra en el algoritmo 5, el c�alculo de los individuos de la poblaci�on de lasiguiente generaci�on es mutuamente excluyente; es decir, para implementar de forma pa-ralela a la ED se requiere de un arreglo de individuos que contiene a la poblaci�on actualy otro arreglo donde se construye la siguiente poblaci�on; de esta manera se eliminan lasdependencias de datos.


Si la ejecuci�on es secuencial, un solo arreglo puede ser usado, incorporando inmediata-mente a la poblaci�on actual los descendientes exitosos. En cualquier caso, no se muestrauna diferencia signi�cativa en el rendimiento del algoritmo [75]. As��, una actualizaci�on deindividuos as��ncrona tambi�en es posible en una implementaci�on paralela.
4.4. Modelos de Recombinaci�onDesde sus primeras versiones, la Evoluci�on Diferencial no ha presentado un dise~no �unico.En la literatura se han propuesto diferentes estrategias para los operadores de mutaci�on yrecombinaci�on. Por tal motivo, se estableci�o una nomenclatura que denomina las diferentesversiones de la ED [75]. Por ejemplo, la nomenclatura del algoritmo 5 es ED/rand/1/bin,donde ED establece que se trata de una versi�on de la Evoluci�on Diferencial, rand indicauna elecci�on aleatoria de los vectores que conforman el vector mutaci�on (~xr1 ; : : : ; ~xrs), lacifra 1 se~nala el n�umero de pares de vectores que conforman la diferencia y bin establece unproceso de recombinaci�on binomial.


Un algoritmo de ED que selecciona aleatoriamente a cuatro vectores que componenal vector mutaci�on y son recombinados con un proceso exponencial se representa comoED/rand/2/exp.
Una de las primeras aplicaciones de la ED fue el dise~no de �ltros digitales donde elmodelo ED/best/2/exp revel�o ser muy efectivo para resolver este problema. En este mo-delo, best se~nala que la mejor soluci�on en la poblaci�on es el principal part��cipe en el vectormutaci�on (~vi), donde ~vi = ~xbest + Fs �Ppk=1 (~xrk1 � ~xrk2 ) para p diferencias.La recombinaci�on discreta es un proceso variante a la rotaci�on. Por tal motivo, se hanpropuesto otros esquemas de recombinaci�on invariantes a la rotaci�on; el m�as empleado es larecombinaci�on aritm�etica. La forma del vector descendiente (~ui) se muestra en la ecuaci�on(4.5), donde K es el factor � de la ecuaci�on (4.4) y representa el sesgo de la cruza, cuandoK ! 0 el vector ~ui ! ~xi. Por otro lado, cuando K ! 1 el vector ~ui ! ~vi . Este esquema sedenomina DE/current-to-rand/1, donde current-to-rand indica una combinaci�on lineal
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de los vectores ~xi; ~vi.


~ui = ~xi +K � (~xr3 � ~xi) + F � (~xr1 � ~xr2) (4.5)
Vitaliy Feoktistov y Stefan Janaqi propusieron una serie de estrategias con el �n deincorporar informaci�on de la funci�on objetivo al momento de la mutaci�on / recombinaci�on[27]. Estas estrategias pretender conducir la b�usqueda de regiones de baja aptitud a regionesde mejor aptitud.
Tales estrategias consisten en la selecci�on de q individuos, los cuales son divididos endos conjuntos C+ y C� de cardinalidad n+ y n� respectivamente (q = n+ + n�), donde8~x 2 C+ ^ 8~y 2 C� : f(~x) < f(~y) considerando un problema de minimizaci�on. ~XmaxC� y~XminC� son los vectores m�aximos y m��nimos respectivamente para cada conjunto.
Los corrimientos de cada una de los conjuntos C+; C�, se determinan de la siguienteforma.


~V �s = 12 � ( ~XmaxC� � ~XminC� )
Las nuevas estrategias de dise~no son denominadas rand/n/dir. La ecuaci�on (4.6) mues-tra la forma general de estas estrategias, donde ~Vs = (~V +s +~V +s )2 es el promedio de los vectoresde corrimiento y ~VC+ ; ~VC� son los centros geom�etricos de los vectores que pertenecen a losconjuntos C+ y C�, respectivamente.


~VC� = 1n� n�X
i=1 ~Xi


~vi = ~VC+ + F � (~VC+ � ~VC� + ~Vs) (4.6)
De los resultados experimentales se concluye que el esquema de recombinaci�on rand/2/dirmuestra una mejora signi�cativa [27]. Cabe mencionar que en estos experimentos no se em-ple�o ning�un proceso de recombinaci�on, sino �unicamente mutaci�on, esto con el �n de obtenerun operador de variaci�on invariante a la rotaci�on.
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Finalmente, en la tabla 4.1 se listan los principales modelos de la Evoluci�on Diferencial,propuestos en la literatura.Nomenclatura Modelorand/p/bin ui;j = (xr3;j + F �Ppk=1(xrp1 ;j � xrp2 ;j) si Uj(0; 1) < CR o j = jrxi;j en caso contrariorand/p/exp ui;j = (xr3;j + F �Ppk=1(xrp1 ;j � xrp2 ;j) desde Uj(0; 1) < CR o j = jrxi;j en caso contrariobest/p/bin ui;j = (xbest;j + F �Ppk=1(xrp1 ;j � xrp2 ;j) si Uj(0; 1) < CR o j = jrxi;j en caso contrariobest/p/exp ui;j = (xbest;j + F �Ppk=1(xrp1 ;j � xrp2 ;j) desde Uj(0; 1) < CR o j = jrxi;j en caso contrariocurrent-to-rand/p ~ui = ~xi +K � (~xr3 � ~xi) + F �Ppk=1(~xrp1 � ~xrp2 )current-to-best/p ~ui = ~xi +K � (~xbest � ~xi) + F �Ppk=1(~xrp1 � ~xrp2 )current-to-rand/p/bin ui;j = (~xi;j +K � (~xr3;j � ~xi;j) + F � Ppk=1 (~xrp1 ;j � ~xrp2 ;j) si Uj(0; 1) < CR o j = jrxi;j en caso contrariorand/2/dir ~vi = ~v1 + F2 (~v1 � ~v2 + ~v3 � ~v4) donde f(~v1) < f(~v2) y f(~v3) < f(~v4)Tabla 4.1: Principales modelos de la Evoluci�on Diferencial (jr = U(0; n) es un valor aleatoria-mente generado en el intervalo [0; n], donde n es el n�umero de variables de decisi�on)


4.4.1. Estudio ComparativoCon el �n de ilustrar caracter��sticas y comportamientos reales de los diferentes mode-los, se presenta un estudio comparativo empleando los modelos de la Evoluci�on Diferenciallistados en la tabla 4.1.
Para evaluar el rendimiento de los modelos seleccionados, se utiliz�o un conjunto de fun-ciones de prueba est�andar en la literatura de los algoritmos evolutivos empleados para laoptimizaci�on num�erica no restringida [92].
El estudio consisti�o en efectuar 100 ejecuciones independientes por cada modelo mos-trado en la tabla 4.1 para cada una de las trece funciones de prueba que se describen en elap�endice A al �nal de este documento.
Como criterio de terminaci�on se emple�o un valor de error absoluto de 10�12 con respectoal valor del �optimo global. Se �j�o el n�umero m�aximo de evaluaciones de la funci�on objetivoa 120,000. Los par�ametros empleados en todos los casos son los siguientes.
Tama~no de la poblaci�on NP = 60
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N�umero m�aximo de generaciones Genmax = 2000


La ED emplea un par�ametro de control F que regula las magnitudes relativas de lasdiferencias del vector mutaci�on. En la literatura, el valor de este par�ametro se proponecomo F 2 [0; 1) [75]. Pero, de manera experimental se determin�o que el comportamientodel algoritmo no sufre efectos signi�cativos adversos al generar de manera aleatoria el valorde F en el intervalo [0:3; 0:9] durante cada generaci�on [65]. De tal suerte, en esta serie deexperimentos se emplea tal propuesta, haci�endose innecesario establecer un valor predeter-minado para este par�ametro.
En cada uno los modelos de la tabla 4.1 se emplea un par�ametro que regula el proceso derecombinaci�on. Cuando se utiliza una recombinaci�on discreta, el par�ametro CR especi�cauna probabilidad; por lo tanto CR 2 [0; 1]. Cuando se usa una recombinaci�on aritm�etica,el par�ametro K determina el sesgo de la cruza. En algunos casos, valores de K > 1 evitanla convergencia del algoritmo; por tal motivo, K 2 [0; 1). El valor de este par�ametro esdependiente del modelo as�� como del problema en cuesti�on. En la mayor��a de los casos, elcomportamiento del algoritmo se muestra muy susceptible al valor de �este. Por lo tanto, seemple�o una b�usqueda exhaustiva para determinar el mejor valor de CR o K (seg�un sea elcaso) para cada par modelo-funci�on.
En todos los casos (exceptuando rand/2/dir) �unicamente se us�o una diferencia en elvector de mutaci�on. Se observ�o que en la mayor��a de los casos emplear un mayor n�umero dediferencias aumenta la velocidad de convergencia del algoritmo pero provoca convergenciaprematura. Para evitar esto, es necesario incrementar el tama~no de la poblaci�on aumentandoas�� el n�umero de evaluaciones. Se advirti�o tambi�en que se pueden lograr resultados similarescon las mismas evaluaciones de la funci�on objetivo utilizando s�olo una diferencia con unapoblaci�on menor en vez de emplear dos o m�as diferencias con un tama~no de poblaci�on mayor.
Tambi�en se determin�o por cada par modelo-funci�on el tama~no m��nimo requerido dela poblaci�on para resolver cada problema dado un n�umero m�aximo de evaluaciones. Eltama~no de la poblaci�on usado (60) se precis�o como el m�aximo de estos m��nimos calculados(max-min).


4.4.2. Problemas de PruebaExiste un conjunto de funciones de prueba empleados en la optimizaci�on num�erica sinrestricciones usando algoritmos evolutivos. En [92] se listan las veintitr�es funciones m�asempleadas. Trece de estas veintitr�es funciones usan 30 variables de decisi�on y por tal moti-vo son las empleadas en este estudio. La descripci�on de estas funciones se encuentra en elAp�endice A al �nal de este documento.
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Estas funciones se clasi�caron de acuerdo a si la funci�on es separable o no, as�� como deacuerdo a la modalidad, es decir, el n�umero de �optimos locales: unimodal cuando existeun �unico �optimo local/global o multimodal cuando existen m�ultiples �optimos locales.
En la tabla 4.2 se muestra tal clasi�caci�on y adem�as se mencionan algunas caracter��sti-cas de cada funci�on.


Modalidad
Separable Unimodal MultimodalSI f1 (sphere) funci�on cuadr�aticasimple (esfera n-dimensional)f2 (Sch. 2.22) funci�on disconti-nua dif��cil de resolver para m�eto-dos cl�asicos.f4 (Sch. 2.21) �Idem.f6 funci�on cuadr�atica disconti-nua.f7 funci�on polinomial de 4o gradocon ruido inicial.


f8 (Sch. 2.26) funci�on no poli-nomial con muchos �optimos loca-les (in�nito n�umero de ellos si elrango no es acotado). El �optimoglobal cambia seg�un el rango delas variables.f9 (Rastrigin) funci�on no poli-nomial.


NO f3 (Sch. Doble Sum) funci�oncuadr�atica dif��cil de resolver conm�etodos cl�asicos (m�etodo de Po-well, m�etodo de Box, m�etodoNelder-Mead).
f5 (Rosenbrock) funci�on poli-nomial de grado 4o.f10 (Ackley) funci�on exponen-cial continua.f11 (Griewangk) funci�on nopolinomial continua.f12 (GPF-1) funci�on irregular ydiscontinuaf13 (GPF-2) funci�on irregular ydiscontinua


Tabla 4.2: Clasi�caci�on de las trece funciones de prueba sin restricciones
Todas estas funciones tienen como valor �optimo a cero a excepci�on de f08. Con la �-nalidad de mostrar resultados homog�eneos, la descripci�on de f08 se ajusta para tener unvalor �optimo tambi�en de cero.
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4.4.3. Resultados


FuncionesModelo f01 f02 f04 f06 f07rand/1/bin 0.0 0.0 1.9521 0.0 0.0rand/1/exp 0.0 0.0 3.7584 0.843360 0.0best/1/bin 0.0 0.0 0.0017 0.0 0.0best/1/exp 407.972 3.291 1.701872 2737.8458 0.070545cur to best/1 0.54148 4.842 4.233736 1.394 0.0cur to rand/1 0.69966 3.503 3.298563 1.767 0.0cur to rand/1/bin 0.0 0.0 0.149514 0.0 0.0rand/2/dir 0.0 0.0 0.044199 0.0 0.0Tabla 4.3: Comparaci�on de la aptitud media de 100 ejecuciones independientes de cada modeloanalizado para las funciones unimodales y separables f01, f02, f04, f06, f07. Un resultado ennegritas indica el valor �optimo global.
En la tabla 4.3 se muestran los resultados promedio de 100 ejecuciones independientespor cada modelo para las funciones unimodales y separables: f01, f02, f04, f06, f07 (lasm�as comunes de resolver en la literatura). Un resultado remarcado en negritas indica quese obtuvo el valor �optimo con un error de 10�12. De esta tabla se observa que los modelosrand/1/exp, current-to-best/1, current-to-rand/1 y best/1/exp muestran las peo-res soluciones. En particular, este �ultimo ofrece resultados muy pobres, sobre todo para lasfunciones f01 y f06. Por otro lado, los dem�as modelos exhiben buenos resultados en estasfunciones.


FuncionesModelo f03 f08 f09rand/1/bin 0.024305 0.0 0.0rand/1/exp 0.000004 3.124056 97.753938best/1/bin 0.0 0.0 0.0best/1/exp 10.607806 2114.961277 40.003971cur to best/1 0.471730 6240.387323 98.205432cur to rand/1 0.903563 6484.055540 92.263070cur to rand/1/bin 0.000232 0.000001 0.0rand/2/dir 30.112881 0.0 0.0Tabla 4.4: Comparaci�on de la aptitud media de 100 ejecuciones independientes de cada modeloanalizado para las funciones: f03 unimodal y no separable, f08; f09 multimodales y separables. Unresultado en negritas indica el valor �optimo global.
En la tabla 4.4 se muestran los resultados promedio de 100 ejecuciones independientespor cada modelo para las funciones: f03 es unimodal y no separable. f08 y f09 son mul-
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timodales y separables. La funci�on f08 es una de las m�as dif��ciles de resolver debido a sumuy alta modalidad. De esta tabla se observa una vez m�as que los modelos rand/1/exp,current-to-best/1, current-to-rand/1 y best/1/exp exhiben un muy pobre rendi-miento. En especial, en las funciones f08 y f09 se reportan resultados extremadamentepobres. Los dem�as modelos muestran muy buen rendimiento para f08 y f09. �Unicamenteel modelo rand/2/dir obtiene un mal desempe~no en la funci�on f03.


FuncionesModelo f05 f10 f11 f12 f13rand/1/bin 19.577895 0.0 0.001117 0.0 0.0rand/1/exp 6.696064 0.080037 0.000075 0.0 0.0best/1/bin 30.390870 0.0 0.000722 0.0 0.000226best/1/exp 132621.5 9.3961 5.9278 1293.0262 2584.85cur to best/1 30.984666 0.270788 0.219391 0.891301 0.038622cur to rand/1 31.702063 0.164786 0.184920 0.464829 5.169196cur to rand/1/bin 24.260535 0.0 0.0 0.001007 0.000114rand/2/dir 30.654916 0.0 0.0 0.0 0.0Tabla 4.5: Comparaci�on de la aptitud media de 100 ejecuciones independientes de cada modeloanalizado para las funciones multimodales y separables f05, f10, f11, f12, f13. Un resultado ennegritas indica el valor �optimo global.
Por �ultimo, en la tabla 4.5 se muestran los resultados promedio de 100 ejecuciones in-dependientes por cada modelo para las funciones multimodales y no separables: f05, f10,f11, f12, f13 (las m�as dif��ciles de resolver). Se obtienen muy malos resultados con losmodelos current-to-best/1, current-to-rand/1 y best/1/exp, mostrando este �ultimoresultados extremadamente pobres para las funciones f05, f12 y f13. Los dem�as modelosmuestran un comportamiento competitivo. Cabe mencionar que ninguno de los modelos fuecapaz de resolver la funci�on f05 (la m�as dif��cil) usando 120; 000 evaluaciones de la funci�onobjetivo, siendo rand/1/exp el que logr�o el mejor resultado.
De los resultados mostrados en las tablas 4.3, 4.4 y 4.5 se concluye que los modelosrand/1/exp, best/1/exp, current-to-best/1 y current-to-rand/1 exhiben un rendi-miento consistentemente pobre. Es claro que los modelos current-to-best/1 y current-to-rand/1, que emplean una recombinaci�on aritm�etica, poseen una pobre capacidad ex-plorativa que se evidencia al resolver las funciones multimodales, ofreciendo su mejor de-sempe~no en funciones unimodales y separables. El emplear una cruza aritm�etica destruyela sinergia entre la recombinaci�on discreta y la mutaci�on de vectores diferencia, lo cualconcuerda con los resultados obtenidos por Francisco Herrera [40]. Por lo tanto, se obtieneun rendimiento pobre utilizando �unicamente el operador de mutaci�on de la ED. Por otrolado, se observa tambi�en que los modelos que emplean un proceso de recombinaci�on discreto
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exponencial (rand/1/exp, best/1/exp) muestran un menor desempe~no que sus contra-partes binomiales, en especial best/1/exp que mostr�o ser la peor propuesta de todas. Elproceso de recombinaci�on exponencial presenta el problema de que no todas las esquinasdel hipercubo n-dimensional formado por las dos soluciones padre pueden ser muestreadassin importar el valor de CR adoptado. De hecho, empleando el proceso exponencial sola-mente n+1 soluciones pueden ser generadas de las 2n posibles soluciones totales (el procesobinomial puede generar todas estas soluciones, pero no con la misma probabilidad). Estadiferencia de la capacidad explorativa se hace evidente conforme n crece. Tal diferencia esnotoria en estos resultados donde n = 30.


Con el �n de predecir el comportamiento promedio de los modelos m�as competitivos(rand/1/bin, best/1/bin, cur to rand/1/bin, rand/2/dir) se realiz�o una prueba es-tad��stica para calcular los intervalos de con�anza tomando como estimador al valor medio.Por cada par modelo-funci�on se ejecut�o un proceso de bootstrap empleando 1000 remues-treos de una muestra de 100 ejecuciones independientes. Los intervalos de con�anza con un95% de con�abilidad son mostrados en la tabla 4.6.
ModelosProb. rand/1/bin best/1/bin cur to rand/1/bin rand/2/dirf01 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f02 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f04 (1.487,2.453) (0.0011,0.0024) (0.1037,0.2053) (0.0116,0.0874)f06 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f07 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f08 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f09 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f03 (0.0206,0.0282) (0.0,0.0) (0.0001,0.0003) (24.394,37.523)f05 (16.594,22.773) (26.399,34.643) (24.115,24.398) (28.278,33.651)f10 (0.0,0.0) (0.0,0.0) (0.0,0.0) (0.0,0.0)f11 (0.0005,0.0017) (0.0002,0.0013) (0.0,0.0) (0.0,0.0)f12 (0.0,0.0) (0.0,0.0) (0.0,0.0031) (0.0,0.0)f13 (0.0,0.0) (0.0,0.0005) (0.0,0.0003) (0.0,0.0)Tabla 4.6: Intervalos de con�anza del 95% para los modelos: rand/1/bin, best/1/bin,cur to rand/1/bin, rand/2/dir en cada una de las trece funciones de prueba. Estos intervalos segeneraron con un procedimiento de bootstrap de 1000 re-muestreos para un conjunto de 100 ejecu-ciones independientes, empleando como estimador al valor medio. Un resultado en negritas indicael valor �optimo global.


Todos los modelos muestran un buen comportamiento al resolver las funciones unimo-dales y separables, a�un cuando ninguno resuelve la funci�on f04. En la funci�on f03 el modelorand/2/dir es el �unico que muestra un mal desempe~no. Para el caso de las funciones mul-
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timodales, estos modelos tienen un muy buen desempe~no a�un cuando ninguno resuelve lafunci�on f05 de manera satisfactoria. Estos modelos logran resolverla consistentemente in-crementando el n�umero de evaluaciones de la funci�on objetivo. De la tabla se muestra querand/1/bin, best/1/bin, current-to-rand/1/bin exhiben comportamientos semejan-tes.


ModelosProb. rand/1/bin best/1/bin cur to rand/1/bin rand/2/dirf01 68% 30%� 42% 48%f02 100% 35%� 64% 70%f04 100% 100% 100% 98%�f06 23% 12%� 12%� 27%f07 40% 18%� 36% 39%f08 100% 100% 100% 100%f09 91% 78%� 100% 90%f03 100% 99%� 100% 100%f05 100% 100% 100% 86%�f10 100% 99% 82%� 100%f11 68% 51% 43%� 50%f12 76% 45% 38%� 54%f13 73% 37%� 39% 56%Tabla 4.7: Comparaci�on de los porcentajes del n�umero de evaluaciones de la funci�on objetivo para losmodelos: rand/1/bin, best/1/bin, cur to rand/1/bin, rand/2/dir en cada una de las trece funcionesde prueba; se estableci�o un n�umero m�aximo de evaluaciones de 120,000 as�� como una precisi�on de10�16. En cada funci�on, el menor porcentaje est�a indicado por �.
Por �ultimo, en la tabla 4.7 se muestra el porcentaje promedio de las 120; 000 evaluacio-nes de la funci�on objetivo necesarias para resolver cada una de las trece funciones para losmodelos rand/1/bin, best/1/bin, current to rand/1/bin, rand/2/dir. Comparandoel modelo current to rand/1/bin contra rand/1/bin, los cuales muestran comporta-mientos similares, se observa una ligera reducci�on del n�umero de evaluaciones de la funci�onobjetivo. Se obtiene as�� un efecto positivo al emplear simult�aneamente una cruza aritm�eticay una recombinaci�on discreta. Por otro lado, el modelo rand/2/dir no mejora a ningunode los otros modelos en la mayor��a de las funciones (exceptuando f04). A�un cuando empleael menor n�umero de evaluaciones para la funci�on f05, es precisamente esta funci�on dondemuestra el peor resultado. Esto indica que el modelo perdi�o diversidad durante el procesode b�usqueda, generando convergencia prematura a consecuencia del sesgo introducido alincorporar informaci�on de la funci�on objetivo en el proceso de mutaci�on. Cabe mencionarque esta estrategia mostr�o su peor desempe~no si no se emplea junto con una recombina-ci�on discreta, lo cual contradice lo propuesto por Vitaliy Feoktistov y Stefan Janaqi [27].
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Finalmente, el modelo best/1/bin revel�o un comportamiento consistentemente bueno ent�erminos de resultados y de n�umero de evaluaciones de la funci�on objetivo.
4.5. Resumen del Cap��tuloLa Evoluci�on Diferencial es un m�etodo de b�usqueda directo empleado en la optimizaci�onnum�erica sin restricciones que forma parte de los algoritmos evolutivos.


El algoritmo utiliza un esquema de mutaci�on invariante a la rotaci�on que auto-adaptalos rangos de mutaci�on por cada variable de decisi�on. Este esquema de mutaci�on no requierede una funci�on prede�nida de probabilidades para generar las perturbaciones.
Otro elemento indispensable en la Evoluci�on Diferencial, como lo muestran los experi-mentos, es un esquema de recombinaci�on discreto, el cual a~nade una capacidad explorativaal algoritmo permiti�endole resolver funciones con alta modalidad.
Existen muchos modelos de recombinaci�on/mutaci�on propuestos en la literatura, sien-do los modelos DE/rand/1/bin y DE/best/1/bin aquellos que muestran los mejoresrendimientos en t�erminos de resultados y de n�umero de evaluaciones de la funci�on objetivo.







Cap��tulo 5
Algoritmos Evolutivos para
Optimizaci�on Restringida


En este cap��tulo se presenta una introducci�on de las t�ecnicas m�as empleadas en los al-goritmos evolutivos para manejo de restricciones. Adem�as, en la parte �nal del cap��tulo, sepresenta una descripci�on detallada de las propuestas m�as representativas en el estado delarte para optimizaci�on num�erica restringida empleado algoritmos evolutivos. La descripci�onincluye a la t�ecnica m�as competitiva de Evoluci�on Diferencial existente a la fecha para es-pacios restringidos.
5.1. Introducci�on


Las t�ecnicas de programaci�on matem�atica utilizadas en la soluci�on de problemas deoptimizaci�on restringida poseen varias limitaciones cuando los planteamientos a resolverposeen algunas de las siguientes caracter��sticas: la funci�on objetivo y/o las restricciones sonno diferenciables o discontinuas, la regi�on factible es disjunta o la funci�on objetivo y/o lasrestricciones son inexpresables de manera algebraica (p. ej. resultado de una simulaci�on). Dehecho, las condiciones de Kunh-Tucker para optimalidad no son v�alidas en el caso generalde optimizaci�on no lineal; tales condiciones establecen estrictos requisitos que limitan surango de aplicaci�on.
Los Algoritmos Evolutivos (AE) han sido utilizados exitosamente en la soluci�on de unaamplia variedad de problemas de optimizaci�on los cuales presentan caracter��sticas como lasantes mencionadas. Sin embargo, los AEs en su forma can�onica son t�ecnicas de b�usquedasin restricciones. De tal suerte, resulta atractivo incorporar esquemas de manejo de restric-ciones en los AEs. Hoy en d��a �esta es una �area abierta de investigaci�on.
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Coello [6] propone una taxonom��a para las principales t�ecnicas de manejo de restriccionesen los Algoritmo Evolutivos la cual, se lista a continuaci�on.
Funciones de Penalizaci�onOperadores y Representaciones EspecialesSeparaci�on de Objetivos y RestriccionesM�etodos H��bridos


En lo restante de este cap��tulo se har�a una breve introducci�on a cada una de las clasesantes mencionadas.
5.2. Funciones de Penalizaci�onLa propuesta de manejo de restricciones m�as ampliamente usada en los AEs es el usode funciones de penalizaci�on [6]. La idea de este m�etodo es transformar un problema deoptimizaci�on restringido en uno sin restricciones, a~nadiendo o restando un cierto valor a lafunci�on objetivo. Tal valor depende directamente de la violaci�on de restricci�on para cadasoluci�on candidata dada.


Existen dos clases principales de penalizaci�on [6]:
Penalizaci�on Exterior En este caso, se permiten soluciones infactibles al inicio del proce-so de b�usqueda, guiando el comportamiento del algoritmo hacia las regiones factiblesdel espacio de b�usqueda.Penalizaci�on Interior En este caso, �unicamente se permiten soluciones factibles al iniciodel proceso de b�usqueda. El factor de penalizaci�on extingue a las nuevas solucionesque son infactibles, esto con el �n de guiar la b�usqueda �unicamente en el interior dela zona factible.


En muchos de los casos, generar una soluci�on factible es un problema dif��cil. Por talmotivo, en los AEs se han empleado principalmente esquemas de penalizaci�on exterior.
La forma general de una funci�on de penalizaci�on es la siguiente:


�(~x) = f(~x)� h mX
i=1 ri �Gi +


pX
j=1 cj � Lj


i (5.1)







5.2. Funciones de Penalizaci�on 55
Donde �(~x) es la funci�on objetivo extendida a optimizar, Gi para i = f1; � � � ;mg yLj para j = f1; � � � ; pg son funciones de las restricciones gi(~x) y hj(~x) respectivamente, yri; cj son constantes positivas llamadas factores de penalizaci�on, los cuales determinan laseveridad de la penalizaci�on.
La formas m�as comunes de Gi y de Lj son:


Gi = max[0; gi(~x)]� (5.2)
Lj = jhj(~x)j (5.3)


Donde, normalmente � y  son uno o dos. Cabe mencionar que la mayor��a de los me-canismos de manejo de restricciones empleados en los AEs abordan �unicamente problemascon restricciones de desigualdad. En la presencia de restricciones de igualdad, �estas sontransformadas en restricciones de desigualdad de la siguiente forma:
jhj(~x)j � � � 0 (5.4)


Donde � establece un valor de tolerancia.
Si la penalizaci�on es muy alta o muy baja, entonces el problema puede llegar a sermuy dif��cil de resolver por un AE. Una penalizaci�on alta reduce la exploraci�on de la regi�oninfactible, mientras que una penalizaci�on baja evita una correcta explotaci�on de la regi�onfactible. Se sabe que la relaci�on entre un individuo infactible y la regi�on factible del espaciode b�usqueda juegan un papel importante en la penalizaci�on del individuo. Por ejemplo,Richardson et al. [79] establecen que las penalizaciones que toman en cuenta la distanciaa la zona factible presentan mejor desempe~no que aquellas que no lo hacen. Sin embargo,no est�a claro como explotar esta relaci�on individuo infactible - zona factible para guiar lab�usqueda en la direcci�on correcta [6].
As��, el principal problema de las funciones de penalizaci�on es la necesidad de ajustar loscoe�cientes de penalizaci�on ri; cj con el �n de lograr el funcionamiento correcto del algorit-mo. Estos valores no se conocen a priori para un problema arbitrario dado y en general,encontrar tales valores es un problema de optimizaci�on dif��cil por s�� mismo.
Se han propuesto diferentes esquemas de penalizaci�on en la literatura. A continuaci�onse explican brevemente las principales clases que engloban a estos esquemas.
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5.2.1. Pena de MuerteLa pena de muerte consiste en el rechazo total de las soluciones infactibles y es la formam�as simple de manejar restricciones. Sin embargo, no es recomendable en el caso generaldebido a que la b�usqueda puede quedar estancada al no poder generar soluciones factiblescuando la zona factible es peque~na. El no emplear informaci�on de las soluciones infactiblestrae como consecuencia un rendimiento pobre del algoritmo, y puede degradar a una simpleb�usqueda aleatoria.
5.2.2. Penalizaciones Est�aticasEn esta categor��a se consideran las propuestas donde los factores de penalizaci�on nocambian a consecuencia del paso de las generaciones del proceso evolutivo [42, 53]. Sinembargo, no es buena idea mantener los mismos factores de penalizaci�on a lo largo de todoel proceso evolutivo. Adem�as, los factores son, en general, dependientes del problema. Enalgunos casos, el usuario debe de�nir un n�umero alto de coe�cientes de penalizaci�on.
5.2.3. Penalizaciones Din�amicasEn esta categor��a se incluyen las funciones de penalizaci�on que ajustan los factores depenalizaci�on conforme el paso de las generaciones del proceso evolutivo [47, 46]. Normal-mente los factores son de�nidos de tal manera que se incrementan conforme pasa el tiempode evoluci�on. Algunos investigadores han aseverado que las penalizaciones din�amicas fun-cionan mejor que sus contrapartes est�aticas. En general, los problemas asociados con laspenalizaciones est�aticas tambi�en aplican a las penalizaciones din�amicas: si un factor de pe-nalizaci�on es incorrecto entonces el AE puede converger prematuramente o simplemente nogenerar soluciones factibles [6].
5.2.4. Penalizaciones AdaptativasEn este caso se re�ere a los m�etodos que usan informaci�on generada por el proceso deb�usqueda. Esta clase de propuestas regulan en una forma m�as inteligente la forma de losfactores de penalizaci�on [34, 14, 15]. Un aspecto interesante de estos m�etodos es que tratande mantener una combinaci�on de soluciones factibles e infactibles en la poblaci�on [6].
5.3. Operadores y Representaciones Especiales


Algunos investigadores han decidido desarrollar esquemas de representaci�on que abor-dan un tipo de problema en particular, en los cuales un esquema de representaci�on gen�erico
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puede no ser apropiado. El cambio de la representaci�on trae como consecuencia la necesi-dad de dise~nar operadores gen�eticos especiales que trabajen de una forma similar que losoperadores tradicionales.


La principal aplicaci�on de este enfoque es en problemas donde es extremadamente dif��cillocalizar una sola soluci�on factible, o en problemas donde las codi�caciones tradicionalesmuestran un desempe~no pobre.
Lawrence Davis [18] emplea varias representaciones y operadores especiales para resolverproblemas del mundo real, como generar trayectorias de robots, optimizaci�on de horarios,s��ntesis de la arquitectura de redes neuronales y an�alisis de ADN.
James C. Bean [70] propuso una representaci�on especial llamada codi�caci�on de llavesaleatorias la cual es usada para eliminar la necesidad de operadores especiales de recom-binaci�on en problemas combinatorios, pues permite representar permutaciones medianten�umeros reales. Esta fue aplicada a una serie de problemas de optimizaci�on, por ejemplo:la calendarizaci�on de tareas en m�aquinas paralelas.
Michalewicz [63] propuso al Algoritmo gen�etico para optimizaci�on num�erica de proble-mas restringidos (GENOCOP por sus siglas en ingl�es). Este algoritmo comienza con unasoluci�on factible, y los operadores especiales ejecutan combinaciones lineales de los indivi-duos con el �n de que los descendientes sean factibles tambi�en. La principal desventaja deeste m�etodo es la necesidad de una soluci�on inicial factible, lo cual en muchos de los proble-mas no es posible. Adem�as, �unicamente maneja restricciones lineales y espacios convexoscon lo que carece de utilidad, puesto que existen t�ecnicas de programaci�on matem�atica queresuelven estos problemas de manera exacta para este tipo de problemas.


5.4. Separaci�on de Restricciones y Objetivos
Existen varias propuestas que manejan las restricciones y la funci�on objetivo de maneraindependiente, es decir no se combina el grado de violaci�on de restricciones y el valor dela funci�on objetivo. Paredis [73] propuso una t�ecnica basada en un modelo co-evolutivoen la cual existen dos poblaciones: la primera contiene las restricciones a ser satisfechas yla segunda contiene soluciones potenciales (posiblemente infactibles). Al �nal, Paredis [73]indic�o que su aproximaci�on es similar a una funci�on de penalizaci�on auto-adaptada.
Jim�enez et. al y Deb et. al [44, 19] han propuesto de manera independiente el emplearuna selecci�on tipo torneo binario utilizando las siguientes reglas de comparaci�on:
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Si las dos soluciones son factibles, aquella con mejor valor de aptitud gana.Si una soluci�on es infactible y la otra factible, la soluci�on factible gana.Si ambas soluciones son infactibles, aquella con menor grado de violaci�on de restric-ciones gana.�Esta es una de las t�ecnicas de manejo de restricciones que no emplean funciones de pe-nalizaci�on de manera expl��cita (no ajusta factores de penalizaci�on) m�as ampliamente usadasen los algoritmos evolutivos. Al �nal, este torneo binario es equivalente a una funci�on depenalizaci�on con un �unico coe�ciente de penalizaci�on de muy alto valor, es decir en la ecua-ci�on (5.1) r1 >> gi(~x) 8i 2 f1; : : : ;mg y r1 >> f(~x) para 8~x 2 S.


Tambi�en hay varios enfoques que utilizan t�ecnicas de optimizaci�on multiobjetivo. Yaque una restricci�on puede tratarse como un objetivo en el que hay que minimizar el gradode violaci�on, podemos agregar la funci�on objetivo al conjunto de restricciones, siendo todas�estas los objetivos por optimizar [88, 87, 10, 11, 9, 8, 61, 62, 38, 59].
5.5. M�etodos H��bridosEn esta categor��a se consideran los m�etodos que se acoplan con alguna otra t�ecnicapara manejar restricciones. Adeli y Cheng [1] propusieron un AE que utiliza el m�etodo deminimizaci�on de Lagrange combin�andolo con una funci�on de penalizaci�on. Kim y Myung[49] propusieron otro algoritmo evolutivo que emplea una funci�on extendida de Lagrangeque garantiza la generaci�on de soluciones factibles durante el proceso de b�usqueda. T. VanLee [57] propuso emplear una combinaci�on de l�ogica difusa junto con programaci�on evolutivadonde se reemplazan las restricciones originales por restricciones difusas, con el prop�ositode aumentar el grado de tolerancia en la violaci�on de las restricciones.
5.6. Otras T�ecnicasExisten adem�as otras t�ecnicas para el manejo de restricciones, algunas de los cualesemplean otras nuevas heur��sticas como el Sistema Inmune Arti�cial [35, 36, 12, 16], losalgoritmos Culturales [78, 45, 7, 56], la optimizaci�on de Colonia de Hormigas [82] as�� co-mo otras t�ecnicas de Manejo de Restricciones, como el m�etodo \Adaptive SegregationalConstraint Handling" propuesto por Sana Ben Hamida y Marc Schoenauer[37], y los MapasHomomorfos propuesto por Koziel y Michalewicz [52]. Sin embargo, las Jerarqu��as Estoc�asti-cas propuestas por Runarsson y Yao [80], son sin lugar a dudas la t�ecnica m�as competitivade la actualidad de manejo de restricciones en optimizaci�on con restricciones.
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En las secciones siguientes se muestra una descripci�on detallada de los tres algoritmosprincipales en esta tesis (los algoritmos que sirven como base en la comparaci�on del rendi-miento de la propuesta de tesis):
Las Jerarqu��as Estoc�asticas [80] por ser la mejor t�ecnica reportada en la literatura.La Estrategia Evolutiva Multimiembro Simple [60] que emplea un mecanismo de diver-sidad similar a la propuesta en esta tesis (cap��tulo 6.2). Adem�as, muestra resultadoscompetitivos contra las Jerarqu��as Estoc�asticas.La Evoluci�on Diferencial Restringida [55] como la t�ecnica de manejo de restriccionesm�as competitiva empleando al algoritmo de Evoluci�on Diferencial.


5.6.1. Jerarqu��as Estoc�asticasDe todas las propuestas basadas en funciones de penalizaci�on, las Jerarqu��as Estoc�asti-cas son la mejor t�ecnica para el manejo de restricciones. Este m�etodo, propuesto por ThomasRunarsson y Xin Yao [80], est�a compuesto por una estrategia evolutiva multi-miembro queemplea una funci�on de penalizaci�on. El aspecto m�as interesante de la propuesta es que nonecesita de�nir factores de penalizaci�on.
La motivaci�on principal de las Jerarqu��as Estoc�asticas (JE) es balancear la inuencia dela funci�on objetivo y el grado de violaci�on de restricciones al momento de asignar el valorde aptitud a un individuo.
La mayor��a de las propuestas basadas en funciones de penalizaci�on intentan determinaro calcular los valores adecuados de factores de penalizaci�on que induzca el balance correctoentre soluciones factibles e infactibles. Las Jerarqu��as Estoc�asticas por otro lado, introdu-cen directamente el ordenamiento deseado de los individuos a trav�es de un procedimientosimilar al ordenamiento de burbuja. La comparaci�on entre individuos adyacentes se basatanto en la funci�on objetivo como en la funci�on de penalizaci�on, tal elecci�on se efect�ua demanera aleatoria con un probabilidad Pf . Este procedimiento se muestra en el algoritmo 6.
Por lo tanto, las Jerarqu��as Estoc�asticas imponen una jerarquizaci�on en los individuosdominados tanto por la funci�on objetivo como por la funci�on de penalizaci�on, la fracci�on deindividuos dominados por cada funci�on dependen directamente del valor de Pf . Los autoresdeterminaron experimentalmente que se logran los mejores resultados cuando 0:4 < Pf < 0:5[80].
En su forma original, las Jerarqu��as Estoc�asticas emplean una Estrategia Evolutiva (EE)multi-miembro como motor de b�usqueda. La EE utilizada emplea mutaciones generadas con
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P = f~x1; ~x2; : : : ; ~x�g ;1 for i f1; � � � ; �g do2 for j  f1; � � � ; �� 1g do3 if  (~xj) =  (~xj+1) = 0 _ U(0; 1) < Pf then4 if f(~xj) > f(~xj+1) then5 Intercambiar(~xj ; ~xj+1) ;6 else7 if  (~xj) >  (~xj+1) then8 Intercambiar(~xj ; ~xj+1) ;9


if No intercambio hecho then10 Terminar() ;11
Algoritmo 6: Procedimiento de ordenamiento de las Jerarqu��as Estoc�asticas dondeU(0; 1) es un generador de n�umeros aleatorios uniformemente distribuidos en el intervalo[0; 1].


una distribuci�on normal de probabilidades. Adem�as, emplea un coe�ciente que regula el ta-ma~no de paso por cada variable de decisi�on en cada individuo. Es importante mencionar queno se emplean coe�cientes de mutaci�on correlacionados que regulen los �angulos de rotaci�onde las distribuciones que generan la mutaci�on, adem�as de no emplear ning�un mecanismo decruza.
Los autores presentaron una versi�on mejorada de su algoritmo [81], denominada \Im-proved Stochastic Ranking Evolution Strategy" (ISRES por sus siglas en ingles). En estanueva versi�on los cambios efectuados son en el motor de b�usqueda empleado, mientras que elmecanismo de manejo de restricciones permanece igual. La mayor diferencia con la versi�onoriginal es la utilizaci�on de una mutaci�on que suaviza la auto adaptaci�on de los tama~nosde paso. Adem�as, se incluy�o una diferenciaci�on estilo Evoluci�on Diferencial que introduceun sesgo hacia las mejores soluciones en el proceso de b�usqueda. Se emplea adem�as unarecombinaci�on discreta del tipo Evoluci�on Diferencial, en el caso de que las variables dedecisi�on generadas a partir del proceso de mutaci�on est�en fuera del rango permitido. Conestas diferencias se logra un mejor rendimiento del algoritmo.
En el algoritmo 7 se muestra la versi�on mejorada del algoritmo de Jerarqu��as Estoc�asti-cas. Donde, Uk[0; 1] representa una variable aleatoria uniformemente distribuida, ~xk repre-senta a la k-�esima soluci�on dentro de la poblaci�on, ~�k es el vector de coe�cientes de mutaci�onpara el individuo k, � es el n�umero de descendientes generados, � el n�umero de padres se-leccionados a partir del proceso de jerarquizaci�on y , �, � , � 0 son par�ametros de control
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del algoritmo.


Inicializar cada individuo con: �0k = (xk�xk)pn x0k = xk + (xk � xk)Uk[0; 1]1 while Criterio de Terminaci�on NO satisfecho do2 Evaluar cada soluci�on ~xk: f(x0k); gi(x0k) : i = 1; : : : ; n ;3
Jerarquizar(~xi : i = 1; : : : ; �) // Empleando el Algoritmo 6 ;4 (~yj ; ~�yj) (~xj ; ~�j) j = 1; : : : ; � // Copiar los � mejores individuos ;5 for k = 1 a � do6 i = mod(k � 1; �) + 1 ;7 if k < � then8 // Aplicar Diferenciaci�on ;9 ~�k = ~�yi ;10 ~xk = ~yi + (~y1 � ~yi+1) ;11 if 9xkj 2 fxkj ; : : : ; xkng j xkj > xj _ xkj < xj then12 xkj = yij ; 8xkj 2 fxkj j xkj > xj _ xkj < xj g ;13 else14 // Aplicar Mutaci�on ;15 �kj = �yje� 0�N [0;1]+� �Nj [0;1]; j = 1; : : : ; n ;16 ~xk = ~yi + ~�y �N [0; 1] ;17 ~�k = ~�y + �(~�k � ~�y) ;18


Algoritmo 7: Versi�on mejorada del algoritmo de las Jerarqu��as Estoc�asticas (ISRES).
Es importante mencionar que la diferenciaci�on y la recombinaci�on discreta son elemen-tos fundamentales en el algoritmo de la Evoluci�on Diferencial. De hecho, la sinergia entreambos es lo que la caracteriza. No es sorprendente que al emplear tales elementos se mejorede manera signi�cativa el rendimiento del algoritmo.


5.6.2. Estrategia Evolutiva Multimiembro SimpleLa hip�otesis en la que se basa esta propuesta es la siguiente [60]: (1) El mecanismo deauto-adaptaci�on de una Estrategia Evolutiva permite muestrear el espacio de b�usqueda losu�ciente para localizar la regi�on factible razonablemente r�apido y (2) la simple adici�on deun criterio de selecci�on basado en factibilidad gu��a la b�usqueda en tal manera que el �optimoglobal puede aproximarse e�cientemente [60].
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El criterio de selecci�on mencionado (basado en comparaciones entre parejas de solucio-nes) es el siguiente:
Si las dos soluciones son factibles, aquella con mejor valor de aptitud gana.Si una soluci�on es infactible y la otra factible, la soluci�on factible gana.Si ambas soluciones son infactibles, aquella con menor grado de violaci�on de restric-ciones gana.


Este criterio ha sido empleado por otros autores [44, 19]. Sin embargo, la propuestade Jim�enez y Verdegay [44] carece de un mecanismo que evite la convergencia prematura,mientras que Deb [19] emplea una t�ecnica de nichos para evitarla. Empleando el criterioanterior las soluciones factibles son siempre preferidas que las soluciones infactibles; as��, es-tas t�ecnicas tienen di�cultades en problemas donde el �optimo global se localiza en el l��mitede la zona factible [60].
La propuesta de Mezura [60], laEstrategia Evolutiva Multimiembro Simple (SMES porsus siglas en ingl�es), emplea una Estrategia Evolutiva (� + �) como motor de b�usquedapero, en este caso, se emplea un mecanismo de diversidad el cual tiene las siguientes carac-ter��sticas [60]: En cada generaci�on, se permite que el individuo infactible con el mejor valorde aptitud y con el menor grado de violaci�on de restricciones forme parte de la siguientepoblaci�on. A este individuo se denomina la mejor soluci�on infactible. De hecho, en la po-blaci�on de la siguiente generaci�on se incluye uno de los dos mejores individuos factibles;uno de ellos de los � padres y el otro de los � descendientes. Cada uno de ellos se seleccio-na con la misma probabilidad del 50%. El proceso de selecci�on se muestra en el algoritmo 8.
La misma soluci�on infactible puede ser copiada m�as de una vez en la siguiente pobla-ci�on. Sin embargo, mantener pocas copias de esta soluci�on permite su recombinaci�on convarias soluciones en la poblaci�on, especialmente con soluciones factibles [60]. Recombinarsoluciones factibles e infactibles permite encontrar el �optimo global en problemas donde �estese localiza cerca del l��mite de la regi�on factible [60].
Del algoritmo 8 se observa que el n�umero de soluciones infactibles es relativamente bajo:s�olo el 3%. Sin embargo, seg�un los autores esto es su�ciente para proveer resultados compe-titivos con respecto a otros algoritmos representativos en el �area de optimizaci�on restringidade los algoritmos evolutivos.
El valor de tolerancia � empleado en la transformaci�on de restricciones de igualdad a res-tricciones de desigualdad se decrementa con el paso de las generaciones usando la siguienteexpresi�on: �(t + 1) = �(t)� donde � es un par�ametro de control del algoritmo que se ajusta
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// Se calcula la uni�on de los � padres y los � descendientes ;1 Q = f~x1; : : : ; ~x�g [ f~y1; : : : ; ~y�g ;2 // P es la poblaci�on de la siguiente generaci�on ;3 P = ; ;4 for i = 1 a � do5 if flip(0:97) then6 Selecciona al mejor individuo ~q de Q empleando el criterio de comparaci�on7 basado en factibilidad ;Q = Q� f~qg ;8 P = P [ f~qg ;9 else10 if flip(0:5) then11 Seleccionar al mejor individuo infactible ~xbest de los � padres ;12 P = P [ f~xbestg ;13 else14 Seleccionar al mejor individuo infactible ~ybest de los � descendientes ;15 P = P [ f~ybestg ;16
Algoritmo 8: Pseudo-c�odigo del procedimiento de selecci�on de SMES con el mecanismode diversidad incorporado. flip(p) es una funci�on cuyo valor de retorno es VERDADEROcon una probabilidad p.
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seg�un el problema.


Un aspecto importante de esta propuesta es la utilizaci�on de un operador de cruza re-sultado de una mezcla de una cruza intermedia y una cruza discreta [60]. En el algoritmo 9se muestra en pseudo-c�odigo del procedimiento de recombinaci�on.
Seleccionar ~x1 de la poblaci�on P ;1 // Para cada variable de decisi�on ;2 for i = 1 a n do3 Seleccionar ~x2 de la poblaci�on P ;4 if flip(0:5) then5 if flip(0:5) then6 yi = x1i ;7 else8 yi = x2i ;9 else10 yi = x1i + (x2i � 12 � x1i)11 regresar a ~y como descendiente ;12Algoritmo 9: Pseudo-c�odigo del procedimiento de recombinaci�on empleado por el algo-ritmo SMES


Se aprecia del algoritmo 9 que el proceso de cruza es sorprendentemente similar al pro-ceso de recombinaci�on de la Evoluci�on Diferencial. Se emplea una cruza discreta junto conuna diferenciaci�on. A pesar de que la diferenciaci�on empleada s�olo genera posibles direc-ciones de b�usqueda a lo largo de la l��nea que une a ~x1 y ~x2, el vector ~x2 cambia por cadavariable de decisi�on, aumentando as�� las posibles direcciones de b�usqueda.
Una vez m�as, no resulta sorprendente que la incorporaci�on de la diferenciaci�on y la re-combinaci�on discreta mejoren sensiblemente el rendimiento del algoritmo.


5.6.3. Evoluci�on Diferencial RestringidaEn la literatura [54] de Evoluci�on Diferencial, la mayor��a de los m�etodos de manejo derestricciones empleados son las funciones de penalizaci�on. A diferencia de estas propuestas,Lampinen et. al [55] propusieron una modi�caci�on al proceso de selecci�on de Evoluci�onDiferencial con la �nalidad de manejar restricciones. Lo atractivo de la propuesta, llamada\Constrained Di�erential Evolution" (CDE por sus siglas en ingl�es), es que evita emplear







5.6. Otras T�ecnicas 65
funciones de penalizaci�on. Adem�as, s�olo modi�ca al proceso de selecci�on, manteniendo laestructura del algoritmo original de la Evoluci�on Diferencial.


~x(t+1)i =


8>>>>>>>>>>>>>>>>>>>>>>><>>>>>>>>>>>>>>>>>>>>>>>:


~u(t)i Si


8>>>>>>>>>>>>>>>>>>>><>>>>>>>>>>>>>>>>>>>>:


8><>:
8j 2 f1; : : : ;mg : gj(~u(t)i ) � 0 ^ gj(~x(t)i ) � 0
^f(~u(t)i ) � f(~x(t)i )
_8><>:
8j 2 f1; : : : ;mg : gj(~u(t)i ) � 0
^
9j 2 f1; : : : ;mg : gj(~x(t)i ) > 0
_8><>:
9j 2 f1; : : : ;mg : gj(~u(t)i ) > 0
^
8j 2 f1; : : : ;mg : max[gj(~u(t)i ); 0] � max[gj(~x(t)i ); 0]~x(t)i en otro caso


(5.5)


En la ecuaci�on (5.5) se muestra el criterio de comparaci�on propuesto entre el vector des-cendiente ~u(t)i y el individuo i-�esimo en la poblaci�on ~x(t)i de la generaci�on t, para determinaral individuo i-�esimo de la siguiente generaci�on ~x(t+1)i . En este caso se considera un proble-ma de minimizaci�on con m restricciones de desigualdad (se asume que las restricciones deigualdad han sido transformadas).
Empleando el criterio anterior, el vector descendiente ~u(t)i es seleccionado para la si-guiente generaci�on sobre ~x(t)i si:
Satisface todas las restricciones y provee un valor de la funci�on objetivo igual o mejor.
Si ~u(t)i es factible y ~x(t)i no lo es.Es infactible pero provee de una menor o igual violaci�on de restricci�on para cada unade las m restricciones.


Se observa de la ecuaci�on (5.5) que el criterio de comparaci�on propuesto por Lampinenet. al [55] es muy similar a los propuestos por Jim�enez et. al y Deb et. al [44, 19]:
Si las dos soluciones son factibles, aquella con mejor valor de aptitud gana.Si una soluci�on es infactible y la otra factible, la soluci�on factible gana.
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Si ambas soluciones son infactibles, aquella con menor grado de violaci�on de restric-ciones gana.


El cambio ocurre en la �ultima regla, en este caso cuando las dos soluciones son infac-tibles se selecciona a ~u(t)i si no viola m�as a ninguna de las restricciones que el vector ~x(t)i .Obs�ervese que este criterio es an�alogo al concepto de optimalidad de Pareto empleado enoptimizaci�on multiobjetivo.
Al emplear un criterio de �optimo de Pareto no en todos los casos se puede determi-nar que una soluci�on es mejor que la otra. En tal caso, bajo el concepto de optimalidadde Pareto se dice que son no dominadas entre s��. Por lo tanto, el criterio de la ecuaci�on(5.5) �unicamente acepta reemplazo en la poblaci�on cuando se obtienen mejoras en todaslas restricciones. Esto limita mucho su capacidad de exploraci�on, puesto que es muy pocoprobable que el operador de recombinaci�on genere soluciones que mejoren todas las restric-ciones, provocando as�� estancamiento. Adem�as, el mecanismo de manejo de restricciones noes capaz de explotar de manera e�ciente la frontera de la zona factible puesto que existeuna presi�on de selecci�on muy alta hacia las zonas factibles del espacio de b�usqueda. Esto seaprecia en los resultados experimentales mostrados en el [55] y los del cap��tulo 7 de esta tesis.
La principal desventaja de esta t�ecnica es la no utilizaci�on de ning�un mecanismo de diver-sidad entre individuos factibles e infactibles. Adem�as, conforme el n�umero de restriccionesaumenta, el n�umero de casos donde las soluciones son no dominadas aumenta tambi�en; lapropuesta no permite el reemplazo de soluciones no dominadas, evitando movimientos entresoluciones equivalentes seg�un el criterio de Pareto. En la pr�actica, esto trae como conse-cuencia que el algoritmo CDE requiera de muchas evaluaciones de la funci�on objetivo en lamayor��a de los problemas de prueba.
Es importante mencionar que esta propuesta emplea al modelo rand/1/bin y no seconsidera a ning�un otro.


5.7. Resumen del Cap��tuloSe present�o una taxonom��a que cubre a las principales t�ecnicas de manejo de restriccionesempleadas en los algoritmos evolutivos. Al �nal se hace una descripci�on detallada de tresalgoritmos principales:
Las Jerarqu��as Estoc�asticas: La mejor t�ecnica en la literatura.La Estrategia Evolutiva Multimiembro Simple: La t�ecnica que emplea un mecanismode diversidad, que retiene individuos infactibles cercanos a la zona factible.
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La Evoluci�on Diferencial Restringida: La mejor t�ecnica empleando Evoluci�on Diferen-cial.


Es importante mencionar que tanto las Jerarqu��as Estoc�asticas como la Estrategia Evo-lutiva Multimiembro Simple emplean elementos propios de la Evoluci�on Diferencial talescomo una diferenciaci�on entre soluciones y un proceso de recombinaci�on discreto; de hechola sinergia entre ambos es lo que caracteriza a la ED. Otro elemento importante en estasdos t�ecnicas es que intentan obtener un balance entre las soluciones factibles e infactibles.
Finalmente, cabe mencionar que a pesar de que existen muchas t�ecnicas de manejo derestricciones en los algoritmo evolutivos, las Jerarqu��as Estoc�asticas son indiscutiblementela mejor t�ecnica reportada a la fecha en la literatura especializada.
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Cap��tulo 6
Descripci�on de la Propuesta


En este cap��tulo se presenta la descripci�on completa de la propuesta del algoritmo deEvoluci�on Diferencial la cual consiste en un nuevo modelo de evoluci�on diferencial y unmecanismo de manejo de restricciones.
La primera parte del cap��tulo trata acerca del nuevo modelo propuesto para optimiza-ci�on global sin restricciones. Despu�es se detalla el mecanismo de manejo de restriccionespropuesto y, �nalmente, se presenta una descripci�on completa del algoritmo de evoluci�ondiferencial para optimizaci�on restringida.


6.1. Nuevo Modelo de Recombinaci�on de la Evoluci�on Dife-rencial
En el cap��tulo 4 se hizo menci�on de los principales lineamientos que componen al al-goritmo de la Evoluci�on Diferencial. Al �nal se concluy�o de manera experimental, queel modelo best=1=bin muestra los mejores resultados usando el conjunto de funciones deprueba est�andar de la literatura de los algoritmos evolutivos para optimizaci�on global sinrestricciones. Este modelo no s�olo presenta un comportamiento promedio mejor que otraspropuestas sino que adem�as emplea un menor n�umero de evaluaciones de la funci�on objetivo.Esto contrasta con el hecho de que el modelo de ED m�as ampliamente usado es rand=1=bin.
La Evoluci�on Diferencial, a diferencia de otros algoritmos evolutivos (p. ej. algoritmosgen�eticos), provee un mecanismo de recombinaci�on de soluciones basado en combinacioneslineales. Generar combinaciones lineales a partir de un conjunto de soluciones candidatasde referencia puede ser visto como un proceso de generaci�on de trayectorias hacia dentroy fuera del espacio generado por tales soluciones, donde los nuevos vectores sirven comopunto de inicio de futuras trayectorias. Esto lleva a una concepci�on m�as amplia acerca de la
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recombinaci�on de soluciones. Una trayectoria entre soluciones generar�a nuevos individuosque comparten un subconjunto de atributos provenientes de las soluciones padre.


En la b�usqueda dispersa [31], la forma de generar tales trayectorias es comenzando conuna soluci�on de referencia inicial, a la cual se aplican diferentes movimientos que introducenprogresivamente atributos contribuidos por una soluci�on gu��a. La incorporaci�on parcial ototal de atributos de soluciones �elite en la generaci�on de nuevos individuos es un aspectofundamental en la b�usqueda dispersa. As��, la recombinaci�on en la b�usqueda dispersa empleaestrategias de dise~no, mientras que en los algoritmos gen�eticos se espera que por medio dela aleatoriedad se descubran tales estrategias.
El modelo propuesto se basa en la idea de incorporar informaci�on de las soluciones �elitea trav�es de una estrategia de b�usqueda basada en la aleatoriedad. En la tabla 6.1 se muestrauna comparaci�on de los dos principales modelos de la ED. �Estos se componen de un vectordonante y un vector diferencia. El vector donante funciona como punto de inicio de latrayectoria, mientras que el vector diferencia especi�ca la direcci�on de b�usqueda.


modelo Donante Diferenciarand/1/bin ~x(g)r3 F � (~x(g)r2 � ~x(g)r1 )best/1/bin ~x(g)best F � (~x(g)r2 � ~x(g)r1 )
Obs�ervese que en ambos casos, los vectores diferencia se generan de la misma forma:seleccionando dos soluciones de manera aleatoria dentro de la poblaci�on. La �unica diferen-cia radica en el punto de inicio de la trayectoria. En la �gura 6.1 se muestra un ejemplode los posibles vectores diferencia para una poblaci�on de cuatro soluciones. En la �gura seilustra el hecho de que la secuencia de soluciones f~x(0)i ; : : : ; ~x(g)i g para el vector soluci�on enla posici�on i dentro de la poblaci�on a lo largo de g generaciones constituye una trayectoria.Esto �ultimo es consecuencia del proceso de selecci�on de la ED que compara �unicamente ala soluci�on padre contra la soluci�on descendiente.
La nueva propuesta consiste en incorporar informaci�on de la mejor soluci�on de la po-blaci�on en la diferencia; es decir, se generan trayectorias con direcci�on a la mejor soluci�onutilizando la diferencia (~x(g)best � ~x(g)r1 ). En la �gura 6.2 se muestran las posibles direccionesde b�usqueda empleando como soluci�on gu��a a la mejor soluci�on de la poblaci�on.
Se introduce un sesgo muy fuerte en la b�usqueda al incorporar �unicamente la diferencia(~x(g)best � ~x(g)r2 ) en el vector mutaci�on; adem�as, no se utiliza informaci�on alguna de la trayec-toria de ~xi. Por tales motivos, se introduce adem�as la diferencia (~x(g)i � ~x(g)r1 ) con el �n de
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~x(0)i


~x(1)i


Trayectoria de la soluci�on ~xi
~x(2)i


~x(g)i


durante la generaci�on gPosibles vectores de direcci�on


Figura 6.1: Ejemplo de posibles vectores de diferencia para los modelos rand/1/bin ybest/1/bin
incorporar informaci�on de la trayectoria. Se emplea a la soluci�on ~x(g)i ya que �esta representaa la mejor soluci�on dentro de la trayectoria del vector ~xi.


El modelo propuesto para la generaci�on del vector mutaci�on ~xmi se muestra en la ecua-ci�on 6.1, donde los coe�cientes F�; F� determinan las proporciones que regulan la direcci�onde b�usqueda: ya sea por parte de la mejor soluci�on (informaci�on global) o por parte de lamejor soluci�on en la trayectoria de ~xi (informaci�on local) respectivamente. Adem�as, en lamayor��a de los casos F� + F� < 1:0. De otra manera, el algoritmo puede diverger.
~xmi = ~x(g)r3 + F� � (~x(g)best � ~x(g)r2 ) + F� � (~x(g)i � ~x(g)r1 ) (6.1)


En la �gura 6.3 se muestra el proceso de generaci�on del vector de mutaci�on ~xmi . Esimportante mencionar que este vector no es la soluci�on descendiente del vector ~xi. Es ne-cesario aplicar un proceso de recombinanci�on discreto (binomial) entre los vectores ~x(g)mi y~x(g)i con el �n de calcular la soluci�on descendiente ~u(g)i .
Es importante mencionar que existe una diferencia notable entre el modelo best/1/bin
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Trayectoria de la soluci�on ~xi
~x(2)i


~x(g)i


~x(0)i


Posibles vectores de direcci�ondurante la generaci�on g~x(g)best


Figura 6.2: Ejemplo de posibles vectores de diferencia considerando a ~x(g)best como vector gu��a
y la nueva propuesta. Emplear a la mejor soluci�on ~x(g)best como punto inicial de la trayectoriaimplica que los vectores mutaci�on generados son perturbaciones locales de la mejor soluci�on~x(g)best; mientras que al emplear la diferencia ~x(g)best � ~x(g)r2 se concentra el proceso de b�usque-da en regiones cr��ticas de alta aptitud, reduciendo las posibles direcciones de b�usqueda yguiando a las trayectorias hacia dichas zonas. Emplear �unicamente a ~x(g)best como soluci�ongu��a es insu�ciente ya que en ning�un momento la historia del vector ~xi es tomada en cuenta.De ah�� la necesidad de incorporar la diferencia ~x(g)i � ~x(g)r1 en el vector mutaci�on, �esto comouna forma de incorporar tal informaci�on.


Nuevos desarrollos han mostrado que la hibridaci�on de t�ecnicas evolutivas junto conbuscadores locales incrementan la e�ciencia de la b�usqueda [33]. De hecho, los algoritmosgen�eticos que emplean un m�etodo de re�namiento local son catalogados en una clase espe-cial de algoritmos llamados mem�eticos [67].
Los Algoritmos Mem�eticos (AM) emplean un proceso aparte de b�usqueda local para me-jorar a los individuos (v.g., incrementar su aptitud). Los AM pretenden proveer m�etodosde optimizaci�on global tomando ventaja de la capacidad de exploraci�on de los algoritmosgen�eticos y la capacidad de explotaci�on de los buscadores locales (BL). Los AM se clasi-�can en dos grandes grupos dependiendo del tipo de BL que se emplee; el primer grupo
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~x(g)mi = ~xr3 (g) + F� � (~x(g)best � ~x(g)r2 ) + F� � (~x(g)i � ~x(g)r1 )


Posibles vectores descendientes ~u(g)i~x(g)i
~x(g)r1


(~x(g)i � ~x(g)r1 )


~x(g)best


(~x(g)best � ~x(g)r2 )
~x(g)r2


~x(g)r3


Figura 6.3: Ilustraci�on de la generaci�on de descendientes a partir del vector padre ~x(t)i
lo componen los Procesos de Mejoramiento Local (PML) y el segundo est�a compuesto porBuscadores Locales basados en Cruza (BLX) [58]. En la primer categor��a las soluciones sonperfeccionadas en cada generaci�on empleando BL del tipo escalando la colina (hill-climbers);en el otro grupo, como su nombre lo siguiere, un operador de cruza es empleado para elperfeccionamiento local de las soluciones.


En la literatura se han empleado diferentes tipos de cruzas para par�ametros reales quetienen naturaleza auto-adaptativa y que pueden generar descendientes bas�andose en la dis-tribuci�on de los padres sin emplear ning�un par�ametro de control [3], [50], [22], [71], [91]. Unade las caracter��sticas comunes en muchos de los buscadores locales basados en cruza es lageneraci�on de m�ultiples descendientes a partir de un conjunto de soluciones �elite (similar ala b�usqueda dispersa [31]). Su motivaci�on principal es generar m�ultiples descendientes en elvecindario de un conjunto reducido de soluciones de referencia sobre generaciones sucesivas[72].
Como se mencion�o en el cap��tulo 4, el esquema de mutaci�on de la ED es auto-adaptado,invariante a la rotaci�on, comparte informaci�on global y no requiere de una funci�on prede�-nida de probabilidades para generar las perturbaciones. As��, en lugar de emplear un m�etodo
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de cruza complementario para mejorar la capacidad explorativa del algoritmo, simplementese generan m�as de un descendiente por cada una de las soluciones dentro de la poblaci�on y elmejor de ellos compite contra el padre por un lugar en la poblaci�on de la siguiente generaci�on.


De tal modo, los elementos que constituyen al nuevo modelo de evoluci�on diferencialson:
Un vector de mutaci�on que emplea la informaci�on de la mejor soluci�on en la poblaci�ony la mejor soluci�on en la trayectoria actual para determinar la direcci�on de b�usqueda,tomando como inicio de la trayectoria a una soluci�on dentro de la poblaci�on seleccio-nada de manera aleatoria.Un proceso de recombinaci�on discreto binomial cuya sinergia con el vector de mutaci�onincrementa la capacidad explorativa del algoritmo.Un buscador local que permite incrementar la capacidad de exploraci�on del algoritmo;el cual consiste en la generaci�on de m�ultiples descendientes para cada soluci�on padreusando el mismo esquema de recombinaci�on.


El algoritmo 10 muestra en pseudo-c�odigo la descripci�on de la propuesta de Evoluci�onDiferencial para optimizaci�on global sin restricciones; donde f es la funci�on de aptitud, nes el n�umero de variables de decisi�on del problema, ~x(g)i representa al i-�esimo individuode la poblaci�on en la generaci�on g, ~x(g)best representa al individuo con mejor aptitud en lapoblaci�on, x(g)i;j es la j-�esima variable de decisi�on del i-�esimo individuo en la poblaci�on, ~uies el vector resultante del proceso de recombinaci�on basado en el i-�esimo individuo de lapoblaci�on y Uj [0; 1] es un valor generado aleatoriamente por cada variable de decisi�on conuna distribuci�on uniforme en el intervalo [0; 1].
Los par�ametros de control del algoritmo propuesto son los siguientes:
Gmax: n�umero m�aximo de generaciones.� es el n�umero de individuos que componen a la poblaci�on.
�: � n�umero de descendientes generados por cada individuo en la poblaci�on.
CR: par�ametro de control de la cruza discreta
F�: � factor de escalamiento de la direcci�on de b�usqueda impuesta por ~x(g)best.F�: � factor de escalamiento de la direcci�on de b�usqueda impuesta por ~x(g)i .
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Los par�ametros marcados con � no forman parte del algoritmo original de la evoluci�ondiferencial. De manera experimental se determin�o que un valor de 2 � � � 7 es apropiado,as�� como F� = 0:8 y F� = 0:1 se mostraron su�cientes para el conjunto de trece funcionesde prueba sin restricciones.
El �unico par�ametro que se mostr�o sensible y dependiente del problema fue el valor CFque controla al operador de cruza discreta.


Inicializar(Pg  f~x(0)1 ; : : : ; ~x(0)� g)1 for g  f1; : : : ; Gmaxg do2 for i f1; : : : ; �g do3 ~x(g)itmp = ~x(g)i ;4 for k  f1; : : : ; �g do5 r1; r2; r3 2 f1; : : : ; �g aleatoriamente seleccionados,6 donde r1 6= r2 6= r3 6= i ;7 jrand 2 f1; : : : ; ng aleatoriamente seleccionado ;8 for j  f1; : : : ; ng do9 if Uj [0; 1] < CR or j = jrand then10 u(g)i;j  x(g)r3;j + F� � (x(g)best;j � x(g)r2;j) + F� � (x(g)i;j � x(g)r1;j) ;11 else12 u(g)i;j  x(g)i;j ;13
if f(~u(g)i ) � f(~x(g)itmp) then14 ~x(g)itmp  ~u(g)i ;15 ~x(g+1)i = ~x(g)itmp ;16


Algoritmo 10: Algoritmo de evoluci�on diferencial propuesto para optimizaci�onglobal sin restricciones newde suponiendo un problema de minimizaci�on
6.2. Mecanismo de Manejo de Restricciones


Como se ha mencionado en cap��tulos anteriores, el m�etodo m�as ampliamente usado parael manejo de restricciones, incluyendo a las propuestas basadas en el algoritmo de Evoluci�onDiferencial [75], son las funciones de penalizaci�on.
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Sin p�erdida de generalidad, consideremos �unicamente problemas de minimizaci�on. Su-pongamos ahora, a la secuencia Si = ff(~x(1)i ); f(~x(2)i ); : : : ; f(~x(t)i )g de valores de aptitud deli-�esimo vector ~xi en la poblaci�on durante t generaciones (trayectoria del vector ~xi), tal co-mo se muestra en la �gura 6.4. El algoritmo original de la Evoluci�on Diferencial emplea unmecanismo de selecci�on determinista; esto es, la soluci�on ~u(t)i , generada a partir del vector~x(t)i en la generaci�on t, reemplaza a la soluci�on ~x(t)i en la siguiente generaci�on si y s�olo sif(~u(t)i ) � f(~x(t)i ), de tal modo ~x(t+1)i = ~u(t)i ; en caso contrario ~x(t+1)i = ~x(t)i .


 
Población Población


f(~xi(1));Si = f ,f(~xi(t))


Generaci�on 0 Generaci�on t


f(~xi(0));


~x1(0) ~x1(t)


~xi(0) ~xi(t)


~xn(0) ~xn(t)
g


~xi(1)


Figura 6.4: Secuencia Si de valores de aptitud del i-�esimo vector ~xi en la poblaci�on durantet generaciones
Por lo tanto, la secuencia Si guarda la siguiente relaci�on:


f(~x(t)i ) � f(~x(t�1)i ) � : : : � f(~x(0)i ) (6.2)En la secuencia Si se consideran �unicamente problemas de optimizaci�on sin restriccio-nes. Ahora consideremos utilizar una funci�on de penalizaci�on para manejo de restricciones,tal como se muestra en la ecuaci�on (6.3) en el cap��tulo 5.
 (~x) = mX


i=1max[0; gi(~x)]� (6.3)
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La funci�on (6.3) disminuye el grado de penalizaci�on, de acuerdo al exponente �, conformese aproxima a la zona factible; usualmente se emplea un valor de � = 2, con lo que el gradode penalizaci�on aumenta de forma cuadr�atica conforme se aleja de la zona factible; valoresde � > 2 tambi�en son posibles, pero rara vez se emplean. Se puede observar que todaslas soluciones factibles no sufren ning�un grado de penalizaci�on y �esta nunca es negativa. Seconsideran adem�as, �unicamente problemas de optimizaci�on con restricciones de desigualdad,obligando entonces a transformar a las restricciones de igualdad empleando un valor detolerancia �, tal como se muestra en la ecuaci�on (6.4).


jhj(~x)j � � � 0 (6.4)Empleando a la funci�on de penalizaci�on (6.3), se propone una funci�on objetivo extendida�(~x) que nos permite transformar un problema restringido a un problema sin restricciones.Esta funci�on se muestra en la ecuaci�on (6.5).
�(~x) = f(~x) + rg �  (~x) (6.5)La funci�on de penalizaci�on mostrada en la ecuaci�on (6.5) es un caso especial de la formageneral de las funciones de penalizaci�on (ecuaci�on (5.1)), en donde �unicamente se empleaun coe�ciente de penalizaci�on global rg; el cual, se aplica de igual modo a las violaciones encada una de las restricciones.


Se observa de la ecuaci�on (6.5), que si el valor de rg es muy peque~no, una soluci�oninfactible puede no ser penalizada lo su�ciente. As�� se evitar�a que el proceso de b�usquedaencuentre la zona factible. Por otro lado, si rg es muy grande, es probable que una soluci�onfactible sea encontrada r�apidamente evitando la correcta exploraci�on de la regi�on infactible.El valor de rg no s�olo es dependiente del problema sino tambi�en de la etapa del procesoevolutivo. Por tal motivo, determinar su valor �optimo es dif��cil en la mayor��a de los casos yrepresenta un problema de optimizaci�on por s�� mismo.
Se observa de la ecuaci�on (6.5) que si rg = 0, no existe penalizaci�on alguna por la vio-laci�on de restricciones y �unicamente se considera en la optimizaci�on a la funci�on objetivo.Por otro lado, si rg < 0 entonces �(~x) favorece con un mejor valor de aptitud a las solu-ciones infactibles, provocando que el algoritmo converja a zonas no factibles del espacio deb�usqueda. Por lo tanto, se establece que el valor de rg debe ser mayor a cero.
Considerando a la funci�on �(~x) se tiene la siguiente secuencia Sri = f�(~x(1)i ), �(~x(2)i ),: : : ; �(~x(t)i )g de valores de aptitud del i-�esimo vector ~xi en la poblaci�on durante t generacio-nes. Esta secuencia guarda la siguiente relaci�on.


�(~x(t)i ) � �(~x(t�1)i ) � : : : � �(~x(1)i ) (6.6)
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Sustituyendo a la expresi�on de la funci�on �(~xi) en la relaci�on anterior tenemos:
f(~x(t)i ) + rg �  (~x(t)i ) � f(~x(t�1)i ) + rg �  (~x(t�1)i ) � : : : � f(~x(1)i ) + rg �  (~x(1)i ) (6.7)
Considerando ahora el caso cuando ~x(t+1)i = ~u(t)i para la generaci�on t+ 1 y tomando encuenta la �ultima relaci�on entre �(~u(t)i ) y �(~x(t)i ), se obtiene:


f(~u(t)i ) + rg �  (~u(t)i ) � f(~x(t)i ) + rg �  (~x(t)i ) (6.8)Restando en ambos lados de la desigualdad anterior el t�ermino f(~u(t)i )+ (~x(t)i ) se tienela siguiente relaci�on:
( (~u(t)i )�  (~x(t)i )) � rg � f(~x(t)i )� f(~u(t)i ) (6.9)Considerando el caso cuando  (~u(t)i ) >  (~x(t)i ) se obtiene.


0 < rg � f(~x(t)i )� f(~u(t)i ) (~u(t)i )�  (~x(t)i )Y por lo tanto f(~x(t)i ) > f(~u(t)i ). Est�a claro que cuando f(~x(t)i ) < f(~u(t)i ) entonces�(~u(t)i ) > �(~x(t)i ) por lo que la soluci�on candidata generada ~u(t)i no forma parte de la pobla-ci�on en la generaci�on t+ 1 y ~x(t+1)i = ~x(t)i .
Cabe aclarar que se consideran �unicamente los casos cuando  (~u(t)i ) �  (~x(t)i ) 6= 0 yf(~x(t)i )� f(~u(t)i ) 6= 0.
Ahora, tomando en cuenta el caso cuando  (~u(t)i ) <  (~x(t)i ) se obtiene.


0 < f(~x(t)i )� f(~u(t)i ) (~u(t)i )�  (~x(t)i ) < rg
Por lo tanto f(~x(t)i ) < f(~u(t)i ), y queda claro que cuando f(~x(t)i ) > f(~u(t)i ) entonces�(~u(t)i ) > �(~x(t)i ) y ~x(t+1)i = ~x(t)i .
Estableciendo el valor � =��� f(~x(t)i )�f(~u(t)i ) (~u(t)i )� (~x(t)i ) ��� se tiene que ~x(t+1)i = ~u(t)i cuando  (~u(t)i ) > (~x(t)i ) y 0 < rg � �. Por otro lado, cuando  (~u(t)i ) <  (~x(t)i ) y 0 < � < rg tambi�en
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~x(t+1)i = ~u(t)i .


Considerando las dem�as relaciones entre f(~x(t)i ); f(~u(t)i ) y  (~u(t)i );  (~x(t)i ) se obtiene lasiguiente tabla que describe las condiciones que determinan al vector ~x(t+1)i en la siguientegeneraci�on.
0 < rg � � 0 < � < rgf(~u(t)i ) < f(~x(t)i )  (~u(t)i ) <  (~x(t)i ) ~ui(t) ~ui(t)f(~u(t)i ) < f(~x(t)i )  (~u(t)i ) >  (~x(t)i ) ~ui(t) ~x(t)if(~u(t)i ) > f(~x(t)i )  (~u(t)i ) <  (~x(t)i ) ~x(t)i ~ui(t)f(~u(t)i ) > f(~x(t)i )  (~u(t)i ) >  (~x(t)i ) ~x(t)i ~x(t)i


Tabla 6.1: Condiciones que determinan al vector ~x(t+1)i
De la tabla anterior se observa que ~x(t+1)i = ~u(t)i cuando 0 < rg � � y f(~u(t)i ) < f(~x(t)i )independientemente de la relaci�on que guarde  (~u(t)i ) y  (~x(t)i ). A este tipo de comparaci�onse le denomina dominada por la funci�on objetivo, dado que la funci�on f determina lacomparaci�on.
Por otro lado, se observa de la tabla 6.1 que tambi�en ~x(t+1)i = ~u(t)i cuando 0 < � < rgy  (~u(t)i ) <  (~x(t)i ) independientemente de la relaci�on que guarde f(~u(t)i ) y f(~x(t)i ). Se de-nomina a este tipo de comparaci�on como dominada por la funci�on de penalizaci�on,dado que la funci�on  determina el sentido de la desigualdad (6.8).
Estos son los �unicos casos donde ~x(t+1)i = ~u(t)i . Por ende, las desigualdades �unicamenteest�an dominadas por la funci�on objetivo o por la funci�on de penalizaci�on dependiendo si elvalor 0 < rg < � o rg > � . Es decir, para poder determinar el sentido de la desigualdad,bastar��a comparar �unicamente los valores de la funci�on objetivo o el grado de violaci�on derestricciones dependiendo del valor de rg.
Existen t valores de �j para la secuencia Sri de valores de aptitud del vector ~xi. Si elvalor de rg > max[�1; : : : ; �t], entonces la relaci�on que guarda la secuencia Sri est�a basada�unicamente en los valores de la funci�on de penalizaci�on; este caso se denomina sobre-penalizaci�on. Por otro lado, si el valor de rg < min[�1; : : : ; �t], entonces la relaci�on queguarda la secuencia Sri est�a determinada exclusivamente por la funci�on objetivo; a estecaso se nombra sub-penalizaci�on. Se ha establecido experimentalmente que la utilidad delas t�ecnicas basadas en sub-penalizaci�on o sobre-penalizaci�on es muy limitada; por lotanto, una t�ecnica competitiva de manejo de restricciones debe evitar cualquiera de los dos
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casos.


Determinar el valor de rg que induzca un balance adecuado, y as�� evitar a la sobre- osub-penalizaci�on es dif��cil. Esto debido a que no es posible conocer a priori los valores de�j . As��, inducir un balance entre la funci�on objetivo y la funci�on de penalizaci�on a trav�esdel valor de rg es complejo.
Es posible obtener un balance equivalente que el emplear una funci�on objetivo extendida�(~x) (ecuaci�on (6.5)) y adaptando el par�ametro rg , si las comparaciones de los individuos~u(t)i ; ~x(t)i est�an basadas �unicamente en los valores de  (~u(t)i );  (~x(t)i ) o f(~u(t)i ); f(~x(t)i ). De talmanera, es posible controlar la proporci�on de comparaciones basadas en la funci�on objetivoo en la funci�on de penalizaci�on empleando un ensayo aleatorio independiente de dos resul-tados (�exito o fracaso) con cierta probabilidad de �exito Pf , donde un �exito corresponde aemplear a la funci�on objetivo sin importar el grado de violaci�on de restricciones; y un fra-caso (con probabilidad Pp) implicar��a utilizar a la funci�on de penalizaci�on no importandolos valores de la funci�on objetivo; en tal caso Pp = 1� Pf .
Dado un valor constante de Pf , la probabilidad b(k; t; Pf ) de que a lo largo de t generacio-nes se logren exactamente k comparaciones basadas en la funci�on objetivo est�a determinadapor:


b(k; t; Pf ) = �tk�P kf (1� Pf )t�k
En particular, la probabilidad de tener una sobre-penalizaci�on o una sub-penalizaci�ones (1� Pf )t y P tf respectivamente. Ambas cantidades decrecen exponencialmente conformeel n�umero de generaciones t aumenta. Por ejemplo, para Pf = 0:45 despu�es de 100 genera-ciones, la probabilidad de una sub-penalizaci�on es aproximadamente 4:5 � 10�18 mientrasque la probabilidad de una sobre-penalizaci�on es cercana a 1:0� 10�13.
Cabe mencionar que se emplea este tipo de ensayo debido a que no se sabe de antema-no el orden de aplicaci�on del criterio de comparaci�on. Se espera que la media del n�umerode comparaciones basadas en la funci�on objetivo sea �f = t � Pf ; es decir, directamenteproporcional a Pf cuando Pf es constante.
A continuaci�on, se muestra el mecanismo de selecci�on propuesto entre los individuos ~x(t)iy ~u(t)i donde flip(Pf ) es un evento aleatorio independiente de dos resultados (verdadero ofalso) con una probabilidad Pf .
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~x(t+1)i = ~x(t)i ;1 if  (~u(t)i ) =  (~x(t)i ) = 0 _ flip(Pf ) then2 if f(~u(t)i ) < f(~x(t)i ) then3 ~x(t+1)i = ~u(t)i ;4 else5 if  (~u(t)i ) <  (~x(t)i ) then6 ~x(t+1)i = ~u(t)i ;7


Algoritmo 11: Mecanismo de selecci�on propuesto para manejo de restricciones enla EDEmpleando el criterio de selecci�on anterior, no s�olo se logra un balance entre la funci�onobjetivo y la funci�on de penalizaci�on, sino que adem�as mantiene un balance entre individuosfactibles e infactibles dentro de toda la poblaci�on en cada generaci�on; a�un cuando el valorde Pf no sea constante a lo largo de todas las generaciones.
Jimenez et al. [44] y Deb et al. [19] propusieron de manera independiente el siguiente cri-terio de comparaci�on empleado en una selecci�on de tipo torneo el cual ha sido ampliamenteusado en los algoritmos evolutivos para manejo de restricciones.


1. Una soluci�on factible es preferible que cualquier soluci�on infactible.2. Entre dos soluciones factibles, aquella con mejor valor de la funci�on de objetivo espreferible.3. Si dos soluciones son infactibles, es preferible a aquella que posea una menor violaci�onde restricciones.
Este criterio de comparaci�on es un caso especial del mecanismo de selecci�on propuesto(algoritmo 11) donde Pf = 0; con este valor de Pf , una selecci�on tipo torneo genera �unica-mente sobre-penalizaciones. El mecanismo propuesto no es un criterio de comparaci�onexclusivo de la Evoluci�on Diferencial, sino que puede emplearse como un criterio de com-paraci�on en otros algoritmos evolutivos. �Esta no es la primer propuesta donde se busca unbalance entre soluciones factibles e infactibles; las JE introducen directamente un ordena-miento deseado en los individuos a trav�es de un procedimiento similar al ordenamiento deburbuja; la comparaci�on entre individuos adyacentes se basa tanto en la funci�on objetivocomo en la funci�on de penalizaci�on y tal elecci�on se efect�ua de manera aleatoria [80]. En laestrategia evolutiva de un solo miembro (SMES) propuesta por Mezura et al. [60], se empleaun mecanismo que mantiene en la poblaci�on a un n�umero dado de las mejores solucionesinfactibles encontradas en el proceso de b�usqueda. Finalmente, en la propuesta de Lampinen
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et al. [55] no existe un balance entre soluciones factibles e infactibles.


En lugar de mantener un valor constante de Pf durante todo el proceso de b�usqueda,�este es disminuido de manera lineal a lo largo de Gmax generaciones. Al �nal, lo que bus-camos son las soluciones factibles y no las infactibles; as��, el balance de la poblaci�on �nalno es de importancia. Por tal motivo, este valor decrece linealmente conforme el proceso deb�usqueda avanza, favoreciendo en su inicio a la exploraci�on del espacio de b�usqueda y con-forme pasan las generaciones se favorece a la explotaci�on del mismo. Dada la caracter��sticade la Evoluci�on Diferencial de encontrar r�apidamente zonas de buena aptitud, no es nece-sario mantener un valor de Pf cercano a 0:5 durante todo el proceso de b�usqueda (comoen las Jerarqu��as Estoc�asticas donde Pf = 0:45), el cual puede evitar la convergencia de laED. As�� tampoco es necesario mantener un valor Pf muy peque~no (como en la SMES dondePf = 0:03), ya que puede evitar la correcta exploraci�on del espacio de b�usqueda y generarconvergencia prematura. De tal manera, el valor de P (t)f en la generaci�on t se calcula de lasiguiente manera.
P (t+1)f = P (t)f ��Pf (6.10)


Donde �Pf = �P (0)f �P (Gmax)fGmax �. De manera experimental se observ�o que un valor deP (0)f = 0:55 y P (Gmax)f = 0:03 proveen el balance necesario para resolver el conjunto detrece problemas de prueba en optimizaci�on con restricciones. Cabe mencionar que esto esmuy diferente a otros intentos de modi�car los factores de penalizaci�on de manera din�ami-ca (penalizaciones din�amicas); por ejemplo, el m�etodo \Adaptive Segregational ConstraintHandling" propuesto por Sana Ben Hamida y Marc Schoenauer[37], ya que el valor de Pfno es dependiente del problema.
Dado que el valor de Pf no es constante, entonces las probabilidad de tener una sobre-penalizaci�on o una sub-penalizaci�on ya no son (1 � Pf )Gmax y PGmaxf respectivamente.Empleando la regla del producto, se calcula la probabilidad (Psub) de una sub-penalizaci�on.


Psub = P (0)f � P (1)f � � �P (Gmax)f (6.11)= P (0)f � (P (0)f ��Pf ) � � � (P (0)f �Gmax ��Pf ) (6.12)
= GmaxY


i=0 (P (0)f � i ��Pf ) (6.13)
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De manera an�aloga se calcula la probabilidad (Psobre) de una sobre-penalizaci�on.


Psobre = (1� P (0)f ) � (1� P (1)f ) � � � (1� P (Gmax)f ) (6.14)= (1� P (0)f ) � (1� (P (0)f ��Pf )) � � � (1� (P (0)f �Gmax ��Pf )) (6.15)
= GmaxY


i=0 (1 + i ��Pf � P (0)f ) (6.16)
Ambas cantidades decrecen conforme Gmax !1. En la tabla 6.2 se muestra una com-parativa de Psub y Psobre conforme Gmax crece; se observa que para Gmax = 100 los doseventos son muy poco probables aunque la diferencia entre ambos es de varios �ordenes demagnitud. Esto es por el sesgo introducido conforme avanza el proceso evolutivo, ya que al�nal se busca llegar a la zona factible.


Gmax = 10 55 100Psub 6:9e�11 8:7e�36 9:9e�64Psobre 1:6e�2 1:2e�9 8:5e�17
Tabla 6.2: Probabilidades de sobre- y sub-penalizaci�on del mecanismo de manejo de restric-ciones propuesto
6.3. Algoritmo Propuesto


En la �gura 6.5 se muestra un diagrama que ilustra el proceso evolutivo de un vector ~xide la poblaci�on en una sola generaci�on.
Es importante mencionar que ~x(g)best es el vector que posee el mejor valor de aptitud den-tro de la generaci�on g; es decir, no es la mejor soluci�on encontrada a lo largo de todo elproceso de b�usqueda. Esto di�ere de otras propuestas que emplean elitismo. La Evoluci�onDiferencial emplea un esquema de mutaci�on que incorpora informaci�on global de la pobla-ci�on. De hecho, la velocidad de propagaci�on de dicha informaci�on caracteriza a la ED; portal motivo, emplear un esquema de elitismo tradicional provoca en la mayor��a de los casosconvergencia prematura.
Un aspecto importante de la nueva propuesta, es que el mecanismo de selecci�on no esdeterminista, a diferencia de la versi�on original de la ED. De hecho, la forma de mantenerel elitismo es empleando ese mecanismo de selecci�on determinista.
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Es posible que al emplear el esquema de manejo de restricciones propuesto, la mejorsoluci�on en la generaci�on g se pierda y no forme parte de la generaci�on g + 1, a�un cuandocorresponda al valor �optimo global. Es importante mencionar que el algoritmo debe sercapaz de entrar y salir de la zona factible, esto con el �n de explorar la frontera. Comose mencion�o en el cap��tulo 3, en muchos problemas restringidos es posible que el �optimo selocalice en el borde de la zona factible. Esto di�ere de la propuesta de Lampinen [55], dondeel criterio de optimalidad empleado no permite movimientos en la frontera.
Cabe mencionar, que el papel que juega el buscador local es doble: por una parte ayudaa aumentar la capacidad de exploraci�on del algoritmo y por otro lado disminuye la p�erdi-da de informaci�on obtenida durante el proceso de b�usqueda a consecuencia del proceso deselecci�on estoc�astico. De hecho, se sugiere emplear un valor de � 2 [2; 7]. Este valor se�j�o a � = 5 para los problemas de prueba empleados. Un valor mayor a cinco no mejorael rendimiento sin embargo, s�� incrementa por un factor el n�umero de evaluaciones de lafunci�on objetivo; un valor menor a cinco disminuye la calidad de los resultados de manerasustancial y conforme �! 1 el algoritmo no converge a una soluci�on �unica ni factible.
Este rango de valores concuerda con un estudio realizado por Deb et. al [21] donde secomparan diferentes esquemas de recombinaci�on empleado un algoritmo evolutivo de esta-do uniforme. En este estudio, una soluci�on genera m�as de un descendiente. Los resultadosexperimentales mostraron que no es necesario generar muchos descendientes, pues se obtie-nen los mejores resultados cuando 2 � � � 10 a�un cuando se emplearon en el estudio tresdiferentes tipos de cruza.
Finalmente, el algoritmo 12 muestra en su forma completa a la propuesta de Evoluci�onDiferencial. Es importante mencionar que de los par�ametros de control el usuario de�ne,�unicamente: el tama~no de la poblaci�on �, el n�umero m�aximo de generaciones Gmax, eln�umero de descendientes � por individuo y el par�ametro de control de la cruza discreta CR.Los dem�as par�ametros se proponen de la siguiente forma: F� = 0:8, F� = 0:1, P (0)f = 0:55,P (Gmax)f = 0:03 y �estos no cambian en todos los problemas de prueba tanto con restriccionescomo sin ellas.
A diferencia de la propuesta de Rainer y Storn [75] donde se sugiere emplear poblacio-nes de tama~no veinte veces m�as grande que el n�umero de variables del problema (10 � n)o m�as, en nuestra propuesta no establecemos una relaci�on entre � y n. De hecho, como sever�a el cap��tulo siguiente, es posible resolver problemas con miles de variables de decisi�ona�un empleando una poblaci�on � = 15 individuos. De manera experimental se observ�o quepoblaciones con tama~no 15 � � � 40 son su�cientes para la mayor��a de los problemasde prueba empleados (con y sin restricciones). Esto concuerda con la idea de la b�usqueda
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dispersa [31] donde se mantiene un conjunto reducido de soluciones �elite as�� como en lapropuesta de Deb [21], que emplea algoritmos de estado uniforme con poblaciones peque~nasde individuos �elite.


Sin embargo, si existe una relaci�on entre el n�umero de variables del problema y el n�ume-ro m�aximo de generaciones que emplea el algoritmo. Esto se detallar�a en el pr�oximo cap��tulo.
6.4. Resumen del Cap��tuloLa propuesta presentada de la Evoluci�on Diferencial a~nade al algoritmo original estra-tegias de dise~no que extienden sus caracter��sticas iniciales. Dichas caracter��sticas son lassiguientes:


Se incorpora como estrategia de dise~no emplear la informaci�on de la zona de mejoraptitud encontrada como gu��a del proceso de b�usqueda.Se incorpora informaci�on de la trayectoria de una soluci�on dentro de la poblaci�on enla generaci�on de sus descendientes.Se aumenta la capacidad de explotaci�on del algoritmo empleando un buscador local.Se emplea un mecanismo de manejo de restricciones que �unicamente modi�ca el pro-ceso de selecci�on. El resto de la estructura del algoritmo empleado en optimizaci�onglobal sin restricciones no es modi�cada.El mecanismo de manejo de restricciones evita la sobre- y sub- penalizaci�on.
Las estrategias de dise~no son una forma simple de incorporar informaci�on del dominio;de otra manera se deja al algoritmo que por s�� mismo las descubra, esto �ultimo a costa deuna reducci�on en el rendimiento.
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Figura 6.5: Ilustraci�on del proceso evolutivo del ~x(g)i en una sola generaci�on, para el algoritmopropuesto de Evoluci�on Diferencial
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Input: �, �, Gmax, CR, F�, F� , P (0)f , P (Gmax)fResult: ~x(Gmax)best
Inicializar(Pg  f~x(0)1 ; : : : ; ~x(0)� g)1 �Pf = �P (0)f �P (Gmax)fGmax


�2 for g  f1; : : : ; Gmaxg do3 for i f1; : : : ; �g do4 for k  f1; : : : ; �g do5 r1; r2; r3 2 f1; : : : ; �g aleatoriamente seleccionados,6 donde r1 6= r2 6= r3 6= i ;7 jrand 2 f1; : : : ; ng aleatoriamente seleccionado ;8 for j  f1; : : : ; ng do9 if Uj [0; 1] < CR or j = jrand then10 u(g)i;j  x(g)r3;j + F� � (x(g)best;j � x(g)r2;j) + F� � (x(g)i;j � x(g)r1;j)11 else12 u(g)i;j  x(g)i;j13
if k = 1 _ f(~u(g)i ) � f(~u(g)ibest) then14 ~u(g)ibest = ~u(g)i15


~x(g+1)i = ~x(g)i16 if  (~x(g)i ) =  (~u(g)ibest) = 0 _ flip(P (g)f ) then17 if f(~u(g)ibest) � f(~x(g)i ) then18 ~x(g+1)i = ~u(g)ibest19 else20 if  (~u(g)ibest) �  (~x(g)i ) then21 ~x(g+1)i = ~u(g)ibest22
P (g+1)f = P (g)f ��Pf23Algoritmo 12: Algoritmo de evoluci�on diferencial propuesto para optimizaci�onglobal con restricciones (newde) (suponiendo un problema de minimizaci�on)
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Cap��tulo 7
Resultados Experimentales


En la primera parte del cap��tulo se muestran los resultados de un estudio comparati-vo del nuevo modelo de Evoluci�on Diferencial newde contra los modelos: rand/1/bin ybest/1/bin, empleando en ello a un conjunto de funciones de prueba est�andar utilizadasen la optimizaci�on global sin restricciones.
En la segunda parte se muestra una comparativa de la propuesta de Evoluci�on Di-ferencial contra los algoritmos m�as representativos del �area de optimizaci�on en espaciosrestringidos en la computaci�on evolutiva.


7.1. Nuevo Modelo de Evoluci�on Diferencial
Con la �nalidad de evaluar el desempe~no del nuevo modelo de Evoluci�on Diferencial(newde), se emple�o el conjunto de funciones de prueba est�andar en la literatura de optimi-zaci�on global sin restricciones [92]. Este conjunto consta de veintitr�es funciones de pruebade las cuales, trece pueden ser escaladas a un arbitrario n�umero de variables de decisi�on. Aexcepci�on de la funci�on de prueba f08, en todas las dem�as la localizaci�on del valor �optimono depende de la dimensionalidad del problema. La descripci�on de las funciones se encuen-tra en el Ap�endice A al �nal de este documento.
El nuevo modelo se compar�o contra el modelo rand/1/bin, debido a que es el modelooriginal de la Evoluci�on Diferencial, el m�as ampliamente usado y uno de los que presenta me-jores resultados. Adem�as, tambi�en se compar�o contra el modelo best/1/bin que mostr�o elmejor desempe~no (calidad de soluciones y n�umero de evaluaciones de la funci�on objetivo)al compararse contra otros modelos de ED (v�ease cap��tulo 4).
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7.1.1. Par�ametros de Control EmpleadosLa ED utiliza un par�ametro de control F , el cual regula las magnitudes relativas de lasdiferencias del vector mutaci�on. En la literatura, su valor se propone en el intervalo [0; 1)[75]. Pero, de manera experimental se determin�o que el comportamiento del algoritmo nosufre efectos signi�cativos adversos al generarlo de manera aleatoria en el intervalo [0:3; 0:9]durante cada generaci�on [65]. De tal suerte, en esta serie de experimentos se emple�o estapropuesta con los modelos rand/1/bin, best/1/bin, haci�endose innecesario establecer unvalor predeterminado para este par�ametro. Para el caso del nuevo modelo, no existe un�unico par�ametro F , sino que se existen dos par�ametros F�; F� que regulan la direcci�on deb�usqueda en proporci�on de la mejor soluci�on en la poblaci�on o de la mejor soluci�on enla trayectoria de la soluci�on padre. De manera experimental se determin�o que los valoresF� = 0:8 y F� = 0:1 son su�cientes para la soluci�on de este conjunto de funciones de prueba.


Se determin�o tambi�en por cada par modelo-funci�on el tama~no m��nimo requerido dela poblaci�on para resolver cada problema dado un n�umero m�aximo de evaluaciones. Eltama~no de la poblaci�on usado por los modelos rand/1/bin y best/1/bin en todas lasfunciones de prueba es � = 60; el cual se determin�o como el m�aximo de los tama~nos m��ni-mos de poblaci�on de cada funci�on. Para el conjunto de funciones de prueba empleadas, elmodelo newde requiere poblaciones de individuos no mayores a 40. De hecho el tama~no depoblaci�on empleado es de � = 15 individuos, pues poblaciones grandes son innecesarias. Co-mo se mencion�o en el cap��tulo anterior, esto contradice lo propuesto por Storn and Rice [75].
El par�ametro adicional � 2 [2; 7] del modelo newde, determina el n�umero de individuosa generar por cada soluci�on dentro de la poblaci�on. El valor empleado fue � = 2, y sedetermin�o tras realizar pruebas exhaustivas para cada funci�on de prueba. El n�umero m�aximode evaluaciones de la funci�on objetivo se �j�o a 120; 000. As��, el n�umero de generaciones(Gmax) se ajust�o con la �nalidad de emplear el mismo n�umero de evaluaciones en todos losmodelos, quedando los valores de Gmax de la siguiente forma:rand/1/bin: Gmax = 2000best/1/bin: Gmax = 2000newde: Gmax = 4000En cada uno los modelos empleados se utiliza una recombinaci�on discreta binomial; elpar�ametro CR se de�ne dentro del intervalo [0; 1] dado que representa una probabilidad.En la mayor��a de los casos, el comportamiento del algoritmo se muestra muy susceptible alvalor de �este. Por lo tanto, se emple�o una b�usqueda exhaustiva para determinar el mejorvalor de CR para cada par modelo-funci�on.
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modelo f01 f02 f03 f04 f05 f06 f07 f08 f09 f10 f11 f12 f13rand/1/bin 0.9 0.2 0.9 0.8 0.9 0.8 0.9 0.0 0.0 0.9 0.9 0.0 0.1best/1/bin 0.7 0.7 0.8 0.3 0.3 0.2 0.7 0.0 0.0 0.3 0.1 0.1 0.2newde 0.0 0.0 1.0 0.2 0.9 0.0 0.0 0.0 0.0 0.0 0.1 0.0 0.0


Tabla 7.1: Valores del par�ametro CR empleados para cada funci�on de prueba, los cualesfueron determinados de manera exhaustiva
En la tabla 7.1 se muestran los valores de CR empleados para cada par modelo-funci�on. Es importante notar que en todos los casos CR 2 [0:7; 1:0] o CR 2 [0:0; 0:3];de hecho, emplear valores intermedios degrada el desempe~no del algoritmo. En cualquiercaso, esto indica que �unicamente unos pocos valores de las variables de decisi�on sufren cam-bio; la mayor��a de la informaci�on es transferida del padre o del vector mutaci�on directamenteal descendiente.
A continuaci�on se listan los valores de los principales par�ametros de control (tama~node poblaci�on (�), n�umero m�aximo de generaciones Gmax y n�umero de descendientes �)empleados en este estudio comparativo.


modelo � Gmax �rand/1/bin 60 2000 no aplicabest/1/bin 60 2000 no aplicanewde 15 4000 2
7.1.2. Dise~no ExperimentalEn cada ejecuci�on del algoritmo de Evoluci�on Diferencial se genera una soluci�on candi-data, la cual representa al mejor individuo encontrado en el proceso de b�usqueda. Se esperaque este valor corresponda con el valor �optimo global del problema en cuesti�on.


As��, el experimento consisti�o en efectuar 100 ejecuciones independientes (con diferentesemilla inicial en la generaci�on de n�umeros aleatorios) para cada par modelo-problema,empleando los valores de par�ametros antes mencionados.
En las �guras 7.1 y 7.2 se muestran el histograma en frecuencias y la gr�a�ca cuan-til normal del conjunto de soluciones de 100 ejecuciones independientes para el modelorand/1/bin en el problema f09.
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Figura 7.1: Histograma de frecuencias Figura 7.2: Gr�a�ca Cuantil NormalSe observa de las gr�a�cas que la muestra compuesta de 100 soluciones resultado de ejecu-ciones independientes, no se ajusta a una forma normal. Por lo tanto, medidas estad��sticascomo la media o la desviaci�on est�andar no son signi�cativas en esta muestra.
Se observa un comportamiento muy similar en los dem�as conjuntos soluci�on por cadauno de lo pares modelo-problema. Por tal motivo, es necesario emplear otros m�etodosque cuanti�quen el comportamiento del algoritmo.


7.1.3. M�etodos Estad��sticos de C�omputo IntensivoEl an�alisis de datos tradicional (derivar la distribuci�on muestral y calcular con ella laprobabilidad de la muestra) se fundamenta en diferentes suposiciones, por ejemplo: los datosson independientes, los datos se ajustan a una forma de distribuci�on espec���ca, un estimadorposee una distribuci�on dada, etc. En algunas ocasiones estas suposiciones est�an justi�cadas,ya sea por conocimiento previo o por veri�caci�on emp��rica. Pero, en los casos donde talessuposiciones no se cumplen, su relevancia es cuestionable.
Existe una clase de m�etodos basados en la simulaci�on del proceso de muestreo, los cualesson llamados m�etodos estad��sticos de c�omputo intensivo dentro de los cuales se encuentranlas pruebas de permutaci�on, m�etodos de Monte Carlo, m�etodos de Bootstrap, etc. En ge-neral, las suposiciones en las que se basan estos m�etodos son menores que los m�etodostradicionales.
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A continuaci�on se listan algunas de las ventajas de estos nuevos m�etodos [66]:
Menores suposiciones: no se requiere que las muestras se ajusten a una distribuci�onnormal o que las muestras sean de gran tama~no.Mayor precisi�on: las pruebas de permutaci�on y algunos m�etodos de bootstrap son m�asprecisos en la pr�actica que los m�etodos cl�asicos.Generalidad: los m�etodos de remuestreo son muy similares para un amplio rango deestad��sticas, y no requieren una f�ormula por cada una de ellas.


7.1.4. M�etodo de BootstrapLos m�etodos de bootstap son procedimientos de simulaci�on del proceso de muestreoque han sido ampliamente usados en la determinaci�on de estimadores estad��sticos, en laconstrucci�on de intervalos de con�anza, en el c�omputo de probabilidades en una prueba dehip�otesis, etc.
La idea de los m�etodos de bootstrap consiste en generar una distribuci�on muestral parauna estad��stica dada, empleando un remuestreo de Monte Carlo y considerando a la distri-buci�on de la muestra como la distribuci�on de la poblaci�on misma. La distribuci�on resultantees llamada Distribuci�on Muestral de Bootstrap (DMB) y puede ser calculada para ca-si cualquier estad��stica; el �unico requerimiento es que la muestra sea representativa de lapoblaci�on [13]. La validez del bootstrap se basa en que la distribuci�on muestral es el mejorestimador de la distribuci�on de la poblaci�on. Si una muestra contiene N puntos muestrales,entonces el estimador de m�axima probabilidad de la distribuci�on de la poblaci�on es deter-minado asignando a cada punto muestral una probabilidad de 1N [13].
for i f1; : : : ;Kg do1 Generar un re-muestra S�i de la muestra original S con reemplazo, igual2 probabilidad y mismo tama~no.Calcular y guardar el valor ��i de la estad��stica �� de S�i .3 Los valores ��1; : : : ;��K componen a la distribuci�on muestral de Bootstap.4 Algoritmo 13: Esquema general de un procedimiento de bootstrap


En el algoritmo 13 se muestra el esquema general de un procedimiento de bootstrap deK remuestreos, empleando una muestra S de tama~no n con la cual, se busca una DMB paraun estimador �� del par�ametro de la poblaci�on �. El poder del procedimiento de bootstrapconsiste en que se pueden determinar distribuciones para muchas estad��sticas, por ejemplo:
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la media, la media recortada, la distancia inter-cuartil, etc., esto, sin requerir normalidaden las muestras. T��picamente se emplean 1000 remuestreos en tales procedimientos.
7.1.5. Resultados ExperimentalesLa media muestral x es un estimador no sesgado de la media de la poblaci�on �. As��,calculando la media muestral x de la distribuci�on muestral de Bootstrap (DMB) usandocomo estad��stica a la misma media muestral x, se obtiene un estimador �̂ de la media de lapoblaci�on �, sin asumir condiciones de normalidad en la muestra.


En la mayor��a de los casos, la DMB imita la forma y extensi�on de la distribuci�on mues-tral, pero �esta es centrada en el valor original del par�ametro estimado [66]; en este caso, lamedia de la poblaci�on. Esta es la forma en que el Bootstrap estima los par�ametros de lapoblaci�on original a partir de la distribuci�on muestral. Por lo tanto, la media muestral dela DBM (�̂) nos da un estimado del comportamiento promedio real del algoritmo para cadafunci�on de prueba.
Prob. rand/1/bin best/1/bin newdef01 0.0� 0.0� 0.0�f02 0.0� 0.0� 0.0�f04 1.386 0.0014 0.00008�f06 0.0� 0.0� 0.0�f07 0.0� 0.0� 0.0�f08 0.0� 0.0� 0.0�f09 0.0� 0.0� 0.242551f03 0.03005 0.0� 0.0�f10 0.0� 0.0235 0.0�f05 17.058 37.315 4.538�f11 0.0022 0.0009 0.00016�f12 0.0� 0.0� 0.0�f13 0.0� 0.0� 0.0�


Tabla 7.2: Estimaciones de la media de aptitud �̂ para cada uno de los tres modelos de EDen los 13 problemas de prueba.
En la tabla 7.2 se muestran los resultados de las estimaciones de la aptitud media �̂de los tres modelos de ED para cada uno de los trece problemas de prueba. En la tabla seagrupan las funciones de acuerdo a sus caracter��sticas de modalidad y separabilidad, v�easecap��tulo 4 (f01; f02; f04; f06; f07 unimodales y separables, f08; f09 multimodales y separables,
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f03 unimodal y no separable, f10; f05; f11; f12; f13 mutimodales y no separables).


Valores marcados con negritas indican que el modelo encuentra al valor �optimo demanera consistente. Valores se~nalados con � indican los mejores valores de aptitud mediaencontrados para una funci�on dada. De la tabla 7.2 se observa que en todos los casos, aexcepci�on de f09, el modelo newde muestra los mejores resultados. A�un cuando el n�umerode evaluaciones de la funci�on objetivo son insu�cientes para resolver la funci�on f05 (mul-timodal no separable), el modelo newde muestra un mejor comportamiento promedio quelas otras dos propuestas.
En las �guras 7.3 y 7.4 se muestran la gr�a�ca en tres dimensiones y la gr�a�ca de curvas denivel de la instancia de dos variables de decisi�on para el problema generalizado de Rastriginf09. Esta funci�on es un ejemplo t��pico de una funci�on no lineal multimodal, cuya di�cultadradica en la alta cantidad de �optimos locales (como se aprecia en la �gura 7.4). Sin embargo,los modelos de Evoluci�on Diferencial [best|rand]/1/bin logran resolverla de maneraconsistente. El modelo newde no logra resolverla consistentemente. En el 78% de los casosse encuentra el �optimo global, mientras que en el 22%, el algoritmo queda atrapado en un�optimo local.


Figura 7.3: Gr�a�ca de la funci�on generalizada deRastrigin f09 (2 variables de decisi�on) Figura 7.4: Curvas de nivel de la funci�on genera-lizada de Rastrigin f09 (2 variables de decisi�on)De la tabla 7.2 se observa que ninguno de los modelos logra resolver a la funci�on gene-ralizada de Rosenbrock f05 con 120; 000 evaluaciones. En las �guras 7.5 y 7.6 se muestranla gr�a�ca en tres dimensiones y la gr�a�ca de curvas de nivel de la instancia de dos variablesdel problema. En la �gura 7.5 se observa un comportamiento suave de la funci�on; sin em-bargo, observando la gr�a�ca 7.6 se aprecia que el �optimo global se localiza en un valle muyreducido en comparaci�on al rango empleado en las variables de decisi�on x1; x2 2 [�30; 30],haciendo dif��cil su localizaci�on. Sin embargo, en esta funci�on el modelo newde muestra un
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comportamiento sensiblemente mejor que sus competidores.


Figura 7.5: Gr�a�ca de la funci�on generalizada deRosenbrock f09 (2 variables de decisi�on) Figura 7.6: Curvas de nivel de la funci�on genera-lizada de Rosenbrock f09 (2 variables de decisi�on)
7.1.6. Intervalos de Con�anzaEn la estimaci�on de los par�ametros de una poblaci�on desconocida a partir de una mues-tra, es deseable poder caracterizar la precisi�on de las estimaciones de los par�ametros. Losintervalos de con�anza (IC) proveen una herramienta para esta situaci�on.


Sup�ongase que no se conoce la media de la poblaci�on �, pero para una muestra dadase calcula x, el cual es un estimador de �. El valor de � puede ser menor o mayor que x,esto es, � = x � �; cuando � es peque~na, se dice que x es un buen estimador de �. As��,para un valor de �, un intervalo de con�anza x � � con una seguridad del 95% implicaque el valor de � estar�a contenido el 95% de las veces dentro del intervalo en muestreosindependientes de la poblaci�on. Esto es, un intervalo de con�anza implica con un gradode seguridad que en el intervalo alrededor de x � � estar�a contenido el valor de � [13].Cuando las muestras se ajustan a una distribuci�on normal, es posible emplear la pruebaZ para calcular los intervalos de con�anza para diferentes grados de seguridad empleando�unicamente a x y S, es decir la media y desviaci�on est�andar muestral. De hecho, los IC sonsim�etricos con respecto a x porque se considera que la muestra se ajusta a una forma normal.
Cuando las muestras no son normales, el procedimiento de Bootstrap nos permite calcu-lar los intervalos de con�anza de diversas formas. Es posible que la muestra no sea normaly sin embargo la distribuci�on muestral de bootstrap s�� lo sea. En ese caso, es posible aplicaruna prueba Z o t sobre la DMB directamente. Desafortunadamente esto no siempre se cum-ple. De hecho, para muchos de los resultados de cada parmodelo-problema la DMB no se
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ajusta a una forma normal. Por tal motivo, otra forma de calcular los intervalos de con�anza(IC) es empleando los valores percentiles sobre la DMB. Esto es, si se quiere calcular unIC con 95% de con�anza, se toma como valor m��nimo al percentil 2:5 y como valor m�axi-mo al percentil 97:5 en la DMB; con esto es posible determinar IC no centrados en la media.


En la �gura 7.7 se ilustra el c�alculo de los IC. Cuando la DMB se ajusta a una formanormal, los intervalos de con�anza empleando percentiles, la prueba Z o la prueba t son to-dos muy similares [66]. Cabe mencionar, que el procedimiento de Bootstrap permite adem�ascalcular IC para otras estad��sticas adem�as de la media, muchas de las cuales no podr��andeterminarse por otro m�etodo.
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Figura 7.7: C�alculo de los intervalos de con�anza
En la tabla 7.3 se muestran los intervalos de con�anza percentiles para cada parmodelo-
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funci�on con una con�anza del 95% para la media. De la tabla se observa que en la mayor��ade los problemas los IC son muy reducidos (a excepci�on de f05), por lo que los valoresmostrados en la tabla 7.2 son muy con�ables como estimadores del comportamiento prome-dio del algoritmo. Por lo tanto, los tres modelos son capaces de resolver la mayor��a de losproblemas con un grado alto de con�anza. En el caso del problema f05, los tres modeloslogran resolverlo de manera consistente si se incrementa el n�umero de evaluaciones.


Prob. rand/1/bin best/1/bin newdef01 (0.0,0.0) (0.0,0.0) (0.0,0.0)f02 (0.0,0.0) (0.0,0.0) (0.0,0.0)f04 (0.9104,1.9237) (0.0006,0.0025) (0.00007,0.00009)f06 (0.0,0.0) (0.0,0.0) (0.0,0.0)f07 (0.0,0.0) (0.0,0.0) (0.0,0.0)f08 (0.0,0.0) (0.0,0.0) (0.0,0.0)f09 (0.0,0.0) (0.0,0.0) (0.139,0.358)f03 (0.0232,0.0373) (0.0,0.0) (0.0,0.0)f10 (0.0,0.0) (0.0,0.069309) (0.0,0.0)f05 (14.27,20.72) (30.60,44.23) (3.079,6.341)f11 (0.0009,0.0038) (0.0002,0.0017) (0.0,0.0004)f12 (0.0,0.0) (0.0,0.0) (0.0,0.0)f13 (0.0,0.0) (0.0,0.0) (0.0,0.0)
Tabla 7.3: IC con 95% de con�aza para la estad��stica media, en cada uno de los paresmodelo-problema
7.1.7. Gr�a�cas de CrecimientoDe las aptitudes promedio para cada par modelo-funci�on (tabla 7.2) y de los IC parala estad��stica media (tabla 7.3), no es posible apreciar un comportamiento claramente dife-rente entre los tres modelos.


Se requieren diferentes cantidades de evaluaciones de la funci�on objetivo para resolvercada funci�on. Emplear un �unico valor de evaluaciones (en este caso 120; 000) en todas lasfunciones de prueba evita observar posibles diferencias entre los modelos. Por ejemplo, enla tabla 7.2 se observa que los tres modelos resuelven de manera consistente a las funcionesf01, f02, f06, f07, f08, f12 y f13, pero en la tabla no muestra nada acerca de la cantidadreal de evaluaciones necesarias para resolver cada funci�on. Es decir, es posible que alg�unmodelo emplee una cantidad reducida de evaluaciones a comparaci�on de lo otros, pero estono se puede apreciar en los resultados de la tabla.
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Inicialmente se consideraron instancias de 30 variables de decisi�on para las trece funcio-nes de prueba, como se propone en [92]. Dado que los problemas de prueba son insu�cientespara poder establecer la existencia de una diferencia de comportamiento entre los tres mo-delos, se prosigui�o a incrementar el n�umero de variables de decisi�on de cada problema.
En la tabla 7.4 se muestra el comportamiento promedio (aptitud media de Bootstrap) detodos los pares modelo-funci�on en instancias de problemas de 200 variables de decisi�on,manteniendo los mismos par�ametros incluyendo el n�umero de evaluaciones. De la tabla seaprecia una diferencia signi�cativa en la di�cultad de las funciones de prueba; por ejemplo,en la funci�on f03 los tres algoritmos mostraron un comportamiento muy pobre empleando�unicamente 120; 000 evaluaciones; algo similar sucede con f04 y f05. Por otro lado, en lafunci�on f07 los tres algoritmos obtuvieron resultados relativamente cercanos al �optimo con-siderando que se emplearon los mismos par�ametros en instancias de 200 variables de decisi�on.


Prob. rand/1/bin best/1/bin newdef01 294.336 5090.504� 0.000005f02 20.960925� 11.055� 0.001455f04 39.823 47.562 65.93f06 291.0251� 35.398� 0.0f07 0.2185 6.0280� 0.0f08 -64952.92 -65170.59 -70925.08f09 302.012� 294.7123� 3.4447f03 199250.930� 57584.865 45283.67f10 5.8206� 3.4085� 0.000486f05 87531.83� 809.006 667.57f11 3.4710� 0.0102 0.000632f12 2.5833� 5.9987� 0.0f13 11833.31� 92.94� 0.000001
Tabla 7.4: Comportamiento promedio para cada parmodelo-funci�on empleando instanciasde 200 variables de decisi�on


Lo realmente importante de la tabla no es si los algoritmos encuentran la soluci�on demanera consistente en cada funci�on, puesto que lo hacen si se incrementa el n�umero deevaluaciones, sino la relaci�on que guardan las aptitudes medias en cada funci�on para cadamodelo. Por ejemplo, en el caso de f01, el modelo newde obtuvo un comportamiento pro-medio cercano al �optimo (0:00005), mientras que los modelos rand/1/bin y best/1/binobtuvieron una aptitud promedio 5:8 � 107 y 1:0 � 109 veces m�as que el modelo newde,respectivamente. Es decir, las diferencias en la aptitud promedio es de varios �ordenes de
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magnitud. Se observa adem�as, que estas diferencias en �ordenes de magnitud entre aptitudespromedio ocurren en otras funciones adem�as de f01, por ejemplo: f02, f06, f07, f09, f10,f12, f13 (v�ease las �las sombreadas. Para valores de 0.0 se asegura que al menos se obtuvouna precisi�on de 1� 10�7 con respecto al �optimo).


As�� mismo, en todos los casos, a excepci�on de f04, el modelo newde obtiene claramen-te mejores aptitudes promedio que los otros dos modelos. Adem�as, cabe mencionar que ladiferencia entre los modelos para la funci�on f04 no es de �ordenes de magnitud. En todaslas funciones de prueba, a excepci�on de f08, el valor �optimo no cambia al incrementarse lasvariables de decisi�on. De la tabla 7.4 se observa que las aptitudes promedio de los modelospara f08 son negativas ya que no se sabe cu�al es el valor �optimo global para esta instanciadel problema.
Con el �n de caracterizar el comportamiento de la aptitud promedio para cada parmodelo-funci�on conforme se incrementa el n�umero de variables de decisi�on del problema,se efectu�o un conjunto de 100 ejecuciones independientes por cada modelo en instancias de100, 200, 300 y 400 variables de decisi�on para cada funci�on de prueba. En este estudio nose incluy�o a f08 dado que no se sabe su valor �optimo para tales instancias.
En las tablas 7.5 y 7.6 se muestran las gr�a�cas del comportamiento de la aptitud prome-dio conforme se incrementa el n�umero de variables de decisi�on del problema manteniendoconstante todos los par�ametros para cada uno de los modelos. Las gr�a�cas se muestranen escala logar��tmica dada la diferencia de magnitud entre las aptitudes promedio. Parael modelo newde algunas de las gr�a�cas no est�an de�nidas en todas las instancias de lasfunciones, esto porque el logaritmo de cero no est�a de�nido.
Se observa que la aptitud promedio del modelo newde en la funci�on f04 es la peor paratodas las instancias del problema pero �este es el �unico caso donde ocurre tal comportamien-to. En todas las dem�as gr�a�cas se aprecia que en todas las instancias de las funciones elmodelo newde muestra un mejor comportamiento promedio. En los casos: f01, f02, f05,f06, f07, f09, f10, f12 y f13 la diferencia es de varios �ordenes de magnitud. Por otrolado, el modelo best/1/bin muestra un comportamiento ligeramente mejor que el modelotradicional rand/1/bin.
Con la �nalidad de caracterizar el comportamiento promedio del algoritmo en todas lafunciones de prueba, se normaliz�o cada una de las gr�a�cas de las tablas 7.5 y 7.6 en elintervalo [0; 1], esto debido a que los rangos de la aptitud promedio son dependientes delproblema. Al normalizar las gr�a�cas se mantiene la relaci�on que guardan los tres modelospara cada funci�on. Es decir, se busca escalar las proporciones que guardan los modelos entres�� para que sean comparables a lo largo de todas las funciones de prueba.
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Tabla 7.5: Gr�a�cas de la Aptitud Media vs. N�umero de Variables de Decisi�on, para las funciones:f01; f02; f03; f04; f05; f06. La Aptitud Media es calculada empleando un procedimiento de boots-trap con 1000 remuestreos para un conjunto de resultados de 100 ejecuciones independientes porcada uno de los modelos: rand/1/bin, best/1/bin, newde.
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Tabla 7.6: Gr�a�cas de la Aptitud Media vs. N�umero de Variables de Decisi�on, para las funcionesf07; f09; f10; f11; f12; f13. La Aptitud Media es calculada empleando un procedimiento de boots-trap con 1000 remuestreos para un conjunto de resultados de 100 ejecuciones independientes porcada uno de los modelos: rand/1/bin, best/1/bin, newde.
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Figura 7.8: Comportamiento promedio global de los tres modelos
En la gr�a�ca 7.8 se muestra el resultado promedio de todas las gr�a�cas normalizadas. Lagr�a�ca promedio por cada modelo se obtuvo empleando un procedimiento de Bootstap. Enesta gr�a�ca quedan muy claras las diferencias de comportamiento entre los tres modelos. Seobserva que conforme se incrementa el n�umero de variables de decisi�on, las diferencias entrelas aptitudes promedio del modelo rand/1/bin con respecto a los otros modelos crecen en�ordenes de magnitud. Lo mismo sucede al compararse best/1/bin y newde. De la gr�a�case concluye que el modelo newde mejora de manera signi�cativa el comportamiento del al-goritmo de Evoluci�on Diferencial a comparaci�on del modelo tradicional y m�as ampliamenteusado rand/1/bin as�� como al modelo best/1/bin que mostr�o el mejor comportamientode entre otros modelos propuestos al algoritmo de Evoluci�on Diferencial.
Hasta ahora los par�ametros empleados han sido los mismos en todos los casos. En par-ticular, el n�umero de evaluaciones de la funci�on objetivo se ha mantenido constante. En lagr�a�ca 7.9 se muestra el n�umero de evaluaciones necesarias para resolver el problema delelipsoide con una precisi�on de 1:0� 10�6 para los modelos rand/1/bin y newde, en estecaso se cambi�o el criterio de terminaci�on del algoritmo a un valor de tolerancia � = 1:0�10�6con respecto al valor �optimo; los dem�as par�ametros se mantuvieron constantes (tama~no depoblaci�on �, coe�cientes de recombinaci�on CR, y n�umero de descendientes �). �Unicamente
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se comparan estos modelos, ya que el modelo best/1/bin no pudo resolver el problemapara instancias mayores a 200 variables con la precisi�on deseada. Era necesario un cambioen el tama~no de la poblaci�on ya que sufr��a de estancamiento (esto a consecuencia de emplearsiempre como inicio de trayectoria a la mejor soluci�on en la poblaci�on).


Figura 7.9: Rand vs Newde
En la gr�a�ca 7.9 se aprecia una clara diferencia en la cantidad de evaluaciones necesariaspara resolver el problema del elipsoide, algo muy similar al comportamiento de la aptitudpromedio mostrado en la �gura 7.8. De hecho, se observa una diferencia de orden en elcrecimiento del n�umero de evaluaciones conforme se incrementa el n�umero de variables delproblema.
Para el caso del modelo newde se consider�o una funci�on de crecimiento lineal de laforma m � x+ b. Empleando el m�etodo de m��nimos cuadrados se ajust�o la curva a los datosde la gr�a�ca 7.9. Despu�es, se extrapol�o esta curva con el �n de predecir el n�umero de evalua-ciones necesarias para instancias mayores a 400 variables de decisi�on. Con el �n de validaresta aproximaci�on, se calcul�o (usando 100 ejecuciones independientes) el n�umero promediode evaluaciones de la funci�on objetivo para una instancia del problema de 2000 variables dedecisi�on. La diferencia encontrada entre el valor promedio real y el esperado por el modelolineal fue �unicamente de 6%. Considerando que se extrapol�o a una instancia del problema
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500% mayor que los datos calculados, se acepta como buena aproximaci�on el modelo lineal.Estos resultados se muestran en la �gura 7.10.
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Figura 7.10: Aproximaci�on del comportamiento del modelo newde
Por otro lado, para el modelo rand/1/bin se consider�o una funci�on de crecimientocuadr�atico de la forma a2 � x2 + a1 � x + a0. Empleando el m�etodo de m��nimos cuadradosse ajust�o la curva a los datos calculados. Con la �nalidad de validar esta aproximaci�on, secalcul�o (usando 100 ejecuciones independientes) el n�umero promedio de evaluaciones de lafunci�on objetivo para la instancia del problema de 600 variables. Esto di�ere del caso ante-rior, principalmente por la cantidad tan grande de evaluaciones necesarias para instanciasmayores as�� como la insu�ciencia de la representaci�on de punto otante empleada. La dife-rencia encontrada entre el valor promedio real y el esperado por el modelo cuadr�atico fue�unicamente del 2%, con lo cual se acepta como buena aproximaci�on el modelo cuadr�atico.Estos resultados se muestran en la gr�a�ca 7.11.
Finalmente, en la gr�a�ca 7.12 se muestra una comparativa de los modelos de crecimientolineal y cuadr�atico determinados para los modelos newde y rand/1/bin respectivamente.La gr�a�ca se presenta en escala logar��tmica debido a la diferencia de magnitudes entre lasaproximaciones. Para 600 variables de decisi�on existe una diferencia de 11 veces el n�umero
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Figura 7.11: Aproximaci�on del comportamiento del modelo rand/1/bin
de evaluaciones requeridas, mientras que para 2000 variables, la diferencia es de 38 veces.Esta diferencia aumenta conforme se incrementa el n�umero de variables de decisi�on.


Por �ultimo, se concluye que existe una diferencia de orden de crecimiento en el n�umerode evaluaciones necesarias para resolver el problema del elipsoide. Esta diferencia de com-portamiento no es exclusiva para el problema f01. De los resultados mostrados en las tablas7.5, 7.6 se espera un comportamiento similar en varias de las funciones empleadas algunasde las cuales cuentan con caracter��sticas de multimodalidad y no separabilidad, siendo �estaslas funciones m�as dif��ciles de resolver.
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7.2. Propuesta para Optimizaci�on RestringidaCon la �nalidad de evaluar el desempe~no de la propuesta de Evoluci�on Diferencial paraoptimizaci�on num�erica con restricciones se emple�o un conjunto de trece problemas de prue-ba est�andares en la literatura de optimizaci�on restringida empleando algoritmos evolutivos;estos problemas se listan en el Ap�endice B al �nal de este documento.


Para estimar la di�cultad de generar una soluci�on factible para cada uno de estos pro-blemas se emplea la m�etrica � propuesta por Michalewicz y Schoenauer [64]. Esta m�etricapretende estimar la porci�on de la zona factible con respecto a todo el espacio de b�usqueda,as�� � = jF jjSj donde jF j y jSj son aproximaciones al tama~no de la zona factible F y al tama~nodel espacio de b�usqueda S. Para calcular jF j y jSj se generan jSj = 1; 000; 000 de solucionesuniformemente distribuidas en todo el espacio de b�usqueda y se determina el n�umero desoluciones factibles jF j. En la tabla 7.2 se listan algunas de las caracter��sticas de los pro-blemas de prueba incluyendo los valores de �, el n�umero de variables de decisi�on n y el tipode funci�on objetivo. De la tabla se puede apreciar que los problemas poseen una ampliavariedad de caracter��sticas.
problema n f(~x) �g01 13 cuadr�atica 0.0003%g02 20 no lineal 99.9973%g03 10 no lineal 0.0026%g04 5 cuadr�atica 27.0079%g05 4 no lineal 0.0000%g06 2 no lineal 0.0057%g07 10 cuadr�atica 0.0000%g08 2 no lineal 0.8581%g09 7 no lineal 0.5199%g10 8 lineal 0.0020%g11 2 cuadr�atica 0.0973%g12 3 cuadr�atica 4.7697%g13 5 no lineal 0.0000%


Adem�as, la nueva propuesta (newde) se compar�o contra los siguientes algoritmos: CDEConstrained Di�erential Evolution propuesto por Lampinen [55], el cual representa a lamejor propuesta para optimizaci�on restringida empleando Evoluci�on Diferencial, SMESSimple Multimember Evolution Strategy propuesto por Mezura [60], la cual emplea un me-canismo similar de manejo de restricciones e ISRES Improved Stochastic Ranking EvolutionStrategy propuesto por Runnarson y Yao [81], �esta es la mejor propuesta en la literatura decomputaci�on evolutiva para optimizaci�on num�erica restringida.
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Se emplearon las versiones en l��nea disponibles por los autores de los algoritmos SMESe ISRES; este �ultimo fue implementado en el lenguaje de c�omputo cient���co Matlab r, porlo que se convirti�o al lenguaje C para evitar diferencias de comportamiento a consecuenciade la generaci�on de n�umeros aleatorios o de la representaci�on de punto otante empleada.La versi�on de ISRES en lenguaje C mostr�o los mismos resultados que los reportados en sufuente original [81]. Por otro lado, los autores de CDE no presentan una versi�on disponibleen l��nea de su algoritmo, por lo que se tuvo que implementar siguiendo la descripci�on mos-trada en [55]. Los resultados obtenidos con la implementaci�on en lenguaje C concuerdancon los reportados en su fuente original [55].


7.2.1. Par�ametros de Control EmpleadosPara cada algoritmo se emplearon los par�ametros mostrados en sus fuentes originales.Tanto para ISRES y SMES los resultados reportados emplean 240; 000 evaluaciones dela funci�on objetivo; por otro lado, para CDE en su fuente original se emplea un n�umerovariable de evaluaciones de la funci�on objetivo para cada problema as�� como diferentes ta-ma~nos de poblaci�on. Por tal motivo se emple�o como tama~no �unico de poblaci�on al tama~nom�aximo reportado en [55]. Adem�as se ajusto el n�umero de generaciones para que el n�umerode evaluaciones fuera 240; 000.
� � Gmax cfISRES 60 400 600 no aplicaSMES 100 300 800 no aplicaCDE 120 no aplica 2000 0.9newde 30 150 (5) 1600 0.9


Tabla 7.7: Par�ametros empleados en las pruebas experimentales. Donde � es el tama~no dela poblaci�on, � es el n�umero de descendientes, Gmax es el n�umero de generaciones y cf esel coe�ciente empleado �unicamente por la ED
En el caso de la propuesta newde el n�umero de descendientes � = 150 implica que segeneran cinco descendientes por cada soluci�on dentro de la poblaci�on, adem�as los valoresde F� y F� son los mismos que para el caso sin restricciones. Para todos los algoritmos eln�umero de evaluaciones de la funci�on objetivo es de 240; 000.


7.2.2. Valores de Aptitud Media e Intervalos de Con�anzaCon la �nalidad de determinar el comportamiento promedio de los cuatro algoritmos, se
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realiz�o un conjunto de cien ejecuciones independientes por cada par algoritmo-problema.En la �gura 7.13 se muestra un histograma de frecuencias del algoritmo newde para elproblema g02 donde se observa que los resultados no se ajustan a una distribuci�on normal.


En el Ap�endice C.1 se mues-


Figura 7.13: Histogramas de Frecuencias de las solucionesdel algoritmo propuesto newde para el problema g02. Seobserva que la muestra no se ajusta a una forma normal


tran los histogramas de frecuen-cias de las soluciones para cadauno de los problemas de pruebapara el algoritmo newde, de loscuales se observa que en ningunode los casos los datos se ajustana una forma normal. Adem�as, es-te comportamiento no es propio dela propuesta newde sino que tam-bi�en est�a presente en los dem�as al-goritmos. Por tal motivo, al igualque en el caso de optimizaci�on sinrestricciones, se emple�o un proce-dimiento de Bootstrap con 1000remuestreos para estimar el valorde la media de la poblaci�on a lacual pertenecen las cien ejecucio-nes independientes.
En la tabla 7.8 se muestran los valores de la aptitud promedio (Bootstrap) para cada unode los algoritmos en todos los problemas de prueba. Un valor en negritas indica el mejorresultado obtenido, mientras que los valores marcados con � indican que el valor medio noconcuerda con el valor �optimo.
De la tabla 7.8 se observa que el algoritmo propuesto newde obtiene los mejores resul-tados para los trece problemas de prueba. �Unicamente en las funciones g02, g03, g07, g11 yg13 la media de aptitud no concuerda con el valor �optimo, pero cabe observar que en todosestos casos la media de aptitud est�a muy cercana al �optimo. En todos los dem�as problemasel valor �optimo se obtiene de manera consistente.
Por otro lado, el algoritmo ISRES muestra resultados competitivos en comparaci�oncon la propuesta newde; en diez de los trece problemas obtiene los mismos resultados quenewde. Con respecto al algoritmo CDE, �este logra resolver seis de los trece problemas deprueba de manera consistente pero, en la mayor��a de los problemas con un valor peque~node � el algoritmo muestra muy pobres resultados; tal es el caso de los problemas g03, g05,
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g07, g10 y g13. Por �ultimo, el algoritmo SMES �unicamente logra resolver consistentementea tres de los trece problemas de prueba; sin embargo, muestra un comportamiento m�as es-table que CDE, es decir, proporciona buenas aproximaciones al valor �optimo en la mayor��ade los casos. De la tabla 7.8 se aprecia que los algoritmos ISRES y newde son los m�ascompetitivos, resolviendo de manera consistente la mayor��a de los problemas.


�optimo cde smes isres newdeg01 (min) -15 -13.93461 -14.98877 -14.97545 -15.00000g02 (max) 0.803619 0.41368 0.78447 0.76330 0.80309�g03 (max) 1 0.24616 1.00082 1.00050 1.00050�g04 (min) -30665.539 -30665.53867 -30665.53867 -30665.53867 -30665.53867g05 (min) 5126.4981 5315.59999 5198.13409 5126.49671 5126.49671g06 (min) -6961.81388 -6961.81388 -6954.62568 -6961.81388 -6961.81388g07 (min) 24.3062091 24.78596 24.49414 24.30645 24.30638�g08 (min) 0.095825 0.09583 0.09583 0.09583 0.09583g09 (min) 680.6300573 680.63006 680.64977 680.63006 680.63006g10 (min) 7049.3307 7090.50762 7255.29878 7049.24842 7049.27286g11 (min) 0.75 0.74990 0.74734 0.74990 0.74990�g12 (max) 1 1.0 1.0 1.0 1.0g13 (min) 0.0539498 0.80852 0.16613 0.08139 0.05784�
Tabla 7.8: Aptitud Media calculada empleando un procedimiento de Bootstrap con 1000remuestreos


En las tablas 7.9 y 7.10 se presentan los intervalos de con�anza para la media de ap-titud de cada par algoritmo-problema. Estos resultados concuerda con los de la tabla7.8, donde el algoritmo newde muestra los mejores resultados. De la tabla 7.10, se observaque en todos lo problemas a excepci�on de g02 y g13, los intervalos de con�anza de newdecontienen al valor �optimo, y en caso contrario est�an muy pr�oximos a �el. Adem�as, se apreciatambi�en que CDE obtiene muy malos resultados en siete de trece funciones de prueba.Por ejemplo, para el problema g05 no s�olo el intervalo de con�anza es muy amplio sinoque adem�as est�a muy lejos del valor �optimo. Finalmente, el algoritmo SMES �unicamenteobtiene intervalos que contienen al valor �optimo en cuatro de los trece problemas de prueba.
De las tablas 7.8, 7.9 y 7.10 se observa que la propuesta newde muestra los mejoresresultados pero, emplear un �unico valor de evaluaciones (en este caso 240; 000) en todos losproblemas de prueba evita observar otras posibles diferencias entre los algoritmos, adem�asde que cada problema requiere una cantidad diferente de evaluaciones para ser resuelto.A diferencia de los problemas de prueba sin restricciones, los problemas de prueba paraoptimizaci�on con restricciones no son escalables en el n�umero de variables de decisi�on. Portal motivo, se redujo el n�umero de evaluaciones de la funci�on objetivo con la �nalidad de
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�optimo cde smesg01 (min) -15 (-13.961,-13.906) (-15.000,-14.953)g02 (max) 0.803619 (0.408,0.419) (0.780,0.788)g03 (max) 1 (0.223,0.271) (1.000,1.001)g04 (min) -30665.539 (-30665.539,-30665.539) (-30665.539,-30665.539)g05 (min) 5126.4981 (5276.757,5356.311) (5180.455,5218.104)g06 (min) -6961.81388 (-6961.814,-6961.814) (-6961.763,-6942.908)g07 (min) 24.3062091 (24.765,24.812) (24.465,24.526)g08 (min) 0.095825 (0.096,0.096) (0.096,0.096)g09 (min) 680.6300573 (680.630,680.630) (680.644,680.659)g10 (min) 7049.3307 (7088.781,7092.395) (7229.808,7282.667)g11 (min) 0.75 (0.750,0.750) (0.743,0.749)g12 (max) 1 (1.0,1.0) (1.0,1.0)g13 (min) 0.0539498 (0.738,0.887) (0.134,0.206)
Tabla 7.9: Intervalos de Con�anza de los trece problemas de prueba para los algoritmosCDE y SMES


�optimo isres newdeg01 (min) -15 (-15.000,-14.924) (-15.000,-15.000)g02 (max) 0.803619 (0.757,0.769) (0.803,0.803)�g03 (max) 1 (1.001,1.001) (1.000,1.000)g04 (min) -30665.539 (-30665.539,-30665.539) (-30665.539,-30665.539)g05 (min) 5126.4981 (5126.497,5126.497) (5126.497,5126.497)g06 (min) -6961.81388 (-6961.814,-6961.814) (-6961.814,-6961.814)g07 (min) 24.3062091 (24.306,24.307) (24.306,24.306)g08 (min) 0.095825 (0.096,0.096) (0.096,0.096)g09 (min) 680.6300573 (680.630,680.630) (680.630,680.630)g10 (min) 7049.3307 (7049.248,7049.249) (7049.267,7049.279)g11 (min) 0.75 (0.750,0.750) (0.750,0.750)g12 (max) 1 (1.000,1.000) (1.000,1.000)g13 (min) 0.0539498 (0.065,0.100) (0.054,0.065)�
Tabla 7.10: Intervalos de Con�anza de los trece problemas de prueba para los algoritmosISRES y newde
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observar el comportamiento de los algoritmos durante el proceso de b�usqueda.


En la tabla 7.11 se muestran los valores de aptitud promedio de cada conjunto de 100ejecuciones independientes para cada par algoritmo-problema empleando 24; 000 evalua-ciones de la funci�on objetivo (10% de las evaluaciones empleadas en [60, 81]). Los valoresen negritas indican el mejor valor encontrado para los cuatro algoritmos y los valoresmarcados con � indican que no se obtuvo el valor �optimo consistentemente. De la tablano s�olo se observa que el algoritmo newde obtiene los mejores resultados en once de lostrece problemas de prueba, sino que adem�as, en las funciones g04, g05, g06, g08, g09 yg12 encuentra el valor �optimo consistentemente. Tambi�en se observa que existe una notablediferencia entre los resultados de newde y los dem�as algoritmos incluyendo a ISRES. Porejemplo, obs�ervese los resultados para los problemas g01, g05, g07 y g10.
�optimo cde smes isres newdeg01 (min) -15 -4.92985 -14.42362 -7.75971 -14.84763�g02 (max) 0.803619 0.29223 0.70887 0.65611 0.75751�g03 (max) 1 0.06494 0.95560� 0.82655 0.81203g04 (min) -30665.539 -30641.42061 -30661.27170 -30660.77686 -30665.53867g05 (min) 5126.4981 5176.21101 5198.11211 5147.74175 5126.49671g06 (min) -6961.81388 -6961.81293 -6905.81826 -6910.98997 -6961.81388g07 (min) 24.3062091 1128.83538 26.50418 29.47595 24.36134�g08 (min) 0.095825 0.09583 0.09583 0.09583 0.09583g09 (min) 680.6300573 687.90481 681.23900 681.77135 680.63006g10 (min) 7049.3307 19688.97638 8316.38788 8064.13421 7124.78133�g11 (min) 0.75 0.89610 0.75270 0.74990 0.74990g12 (max) 1 1.0 1.0 1.0 1.0g13 (min) 0.0539498 0.67603 0.06360� 0.08375 0.36538


Tabla 7.11: Aptitud Media calculada a trav�es de un procedimiento de Bootstrap con 1000remuestreos. En cada ejecuci�on se emplearon 24; 000 evaluaciones
7.2.3. Gr�a�cas de Crecimiento de la Aptitud MediaCon la �nalidad de apreciar el comportamiento de los algoritmos durante el proce-so de b�usqueda se gener�o un conjunto de 100 ejecuciones independientes por cada paralgoritmo-problema para diferente n�umero de evaluaciones. Es decir, se ajust�o el n�umerode generaciones en cada algoritmo para un n�umero dado de evaluaciones mientras los dem�aspar�ametros se mantuvieron constantes. En el experimento se emplearon diez diferentes ni-veles de evaluaciones, correspondiendo cada uno al 10%; 20%; : : : ; 100% de las 240; 000evaluaciones empleadas en [60, 81].
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Figura 7.14: Comportamiento de la Aptitud Media conforme se incrementa el n�umero de evalua-ciones de la funci�on objetivo para el problema g01
En la gr�a�ca 7.14 se muestra el comportamiento de la aptitud media de cada uno de losalgoritmos conforme se incrementa el n�umero de evaluaciones de la funci�on objetivo, estopara el problema g01. Se observa de la �gura que para los algoritmos CDE y SMES semejora la aptitud promedio conforme se incrementa el n�umero de evaluaciones; mientrasque para el modelo ISRES el algoritmo llega muy cerca del valor �optimo despu�es de 50; 000evaluaciones. Por otro lado, el algoritmo newde encuentra la zona del valor �optimo inme-diatamente a�un con �unicamente 24; 000 evaluaciones.
En las �guras 7.15 y 7.16 se muestran las gr�a�cas de comportamiento de la aptitudmedia. Para los doce problemas de prueba restantes. De las gr�a�cas se observa que para losproblemas g02, g03, g05 y g13 el algoritmo CDE muestra un muy mal desempe~no, para losdem�as problemas se aprecia que es este algoritmo el que requiere mayor n�umero de evalua-ciones para encontrar la zona donde se localiza el valor �optimo. Esto se debe principalmentea su esquema de selecci�on que �unicamente se basa en la factibilidad de las soluciones y noestablece ning�un balance entre soluciones factibles e infactibles. Por otro lado, en las gr�a�-cas a�un no se puede apreciar una clara diferencia entre los algoritmos ISRES y newde,esto debido principalmente a las grandes diferencias de aptitud entre el algoritmo CDE ylas dem�as propuestas.
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Un aspecto importante que se aprecia en la gr�a�cas es que en todos los problemas deprueba a excepci�on de g03 y g13 el algoritmo newde se aproxima al valor �optimo de ma-nera casi inmediata a�un con s�olo el 10% de las 240; 000 evaluaciones. Esto debido al nuevomodelo que incorpora informaci�on de la trayectoria de cada soluci�on as�� como informaci�onde la mejor soluci�on en la poblaci�on.


7.2.4. Distribuci�on Muestral de la Distancia PromedioDe las gr�a�cas 7.15 y 7.16 se puede observar una diferencia signi�cativa entre el al-goritmo CDE y las dem�as propuestas. Sin embargo, a�un no se puede observar un clarocomportamiento diferente entre los algoritmos SMES, ISRES y newde.
Adem�as de no ser escalables (excepto por g02), los problemas de prueba empleados enoptimizaci�on con restricciones di�eren tanto en su valor �optimo, como en la localizaci�on delmismo; en el caso de las funciones de prueba sin restricciones todas tienen un valor �optimode cero lo que facilita la comparaci�on de resultados. Por lo que no es posible obtener uncomportamiento promedio para todos los problemas de prueba tal como se mostr�o en losresultados del nuevo modelo de ED (secci�on 7.1).
Una de las ventajas de emplear un procedimiento de Bootstrap es que es posible deter-minar distribuciones de probabilidad muestrales para diferentes estad��sticas adem�as de lamedia. Por tal motivo, se propone emplear una estad��stica que mida la proximidad de lassoluciones al valor �optimo. As��, para una muestra M = fx1; x2; : : : ; xng de tama~no n, ladistancia promedio al �optimo d̂p para el problema p est�a determinada por la ecuaci�on (7.1).Donde x�p representa el valor �optimo de la funci�on objetivo para el problema p.


d̂p(M) = qPni=1(xi � x�p)2n (7.1)
Con el procedimiento de Bootstrap mostrado en el algoritmo 14 se calcula la distri-buci�on muestral de la distancia promedio al valor �optimo para cada poblaci�on desoluciones. d̂p permite medir la precisi�on del algoritmo, esto es, la proximidad de las solucio-nes al valor �optimo, adem�as de que da un estimado de la dispersi�on de las mismas. Si el valorde d̂p(M) es peque~no implica que la mayor��a de las soluciones est�an cercanas al valor �optimo.







116 Cap��tulo 7. Resultados Experimentales


(a) g02 (b) g03


(c) g04 (d) g05


(e) g06 (f) g07
Figura 7.15: Comportamiento de la Aptitud Media conforme se incrementa el n�umero deevaluaciones de la funci�on objetivo para los problemas g02, g03, g04, g05, g06, g07
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(a) g08 (b) g09


(c) g10 (d) g11


(e) g12 (f) g13
Figura 7.16: Comportamiento de la Aptitud Media conforme se incrementa el n�umero deevaluaciones de la funci�on objetivo para los problemas g08, g09, g10, g11, g12, g13
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for i f1; : : : ;Kg do1 Generar un re-muestra con reemplazo M�i = fy1; y2; : : : ; yng de la muestra2 original M = x1; x2; : : : ; xn, donde la probabilidad de cada elemento xi es 1n .Calcular el valor d̂p(M�i ) de la estad��stica d̂p para la re-muestra M�i en el3 problema p.Los valores d̂p(M�1 ); : : : ; d̂p(M�K) componen a la distribuci�on muestral de la4 distancia promedio al valor �optimo.Algoritmo 14: Procedimiento de Bootstrap para calcular la distribuci�on de pro-babilidades muestral para la estad��stica d̂p


A partir de la distribuci�on muestral obtenida por el procedimiento de Bootstrap (algorit-mo 14) se calcula el valor �̂95% tal que PrfX � �̂95%g = 0:95; esto es, con una probabilidaddel 95% el intervalo x�p � �̂95% contiene a las soluciones resultado de ejecuciones sucesivasindependientes del algoritmo en cuesti�on.


�̂95%


Figura 7.17: Distribuci�on Muestral de Probabilidades para el algoritmo newde, problemag07
En la �gura 7.17 se muestra la distribuci�on muestral de la distancia promedio al �optimopara el algoritmo newde en el problema g07. Se ilustra tambi�en el c�alculo del valor �̂95%.
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En el Ap�endice C.2 se muestran las distribuciones muestrales para el algoritmo newde entodos los problemas; en la mayor��a de estas gr�a�cas se observa un distribuci�on que se ajustaa una forma normal. En los problemas g05, g06, g11 y g12 se no se observa una distribuci�ondado que el algoritmo gener�o una �unica soluci�on: el valor �optimo.


Empleando el procedimiento anterior se calcularon los valores de �̂95% para cada paralgoritmo-problema utilizando 240; 000 evaluaciones de la funci�on objetivo. Los resulta-dos se muestran en la tabla 7.12, donde los valores marcados en negritas� representan losmejores valores para cada problema. De la tabla se puede observar que el algoritmo newdeexhibe los mejores resultados en todos los problemas a excepci�on de g01. En este �ultimocaso el valor de �̂95% es muy peque~no. Se observa adem�as que el algoritmo CDE muestraresultados muy pobres en los problemas g01, g05, g10 y g13.
problema cde smes isres newdeg01 1:09 0:00� 9:05� 10�12 1:82� 10�12g02 3:96� 10�1 3:02� 10�2 5:48� 10�2 2:78� 10�3�g03 7:86� 10�1 2:49� 10�3 5:00� 10�4� 5:00� 10�4�g04 3:28� 10�4� 3:28� 10�4� 3:28� 10�4� 3:28� 10�4�g05 2:83� 10+2 1:13� 10+2 1:39� 10�3� 1:39� 10�3�g06 4:42� 10�6� 2:72� 10+1 4:42� 10�6� 4:42� 10�6�g07 5:06� 10�1 2:52� 10�1 5:67� 10�4 4:01� 10�4�g08 4:14� 10�8� 9:38� 10�7 4:14� 10�8� 4:14� 10�8�g09 1:42� 10�7 2:95� 10�2 7:50� 10�8 7:49� 10�8�g10 4:33� 10+1 2:53� 10+2 8:26� 10�2 6:92� 10�2�g11 1:00� 10�4� 2:04� 10�2 1:00� 10�4� 1:00� 10�4�g12 0:00� 0:00� 0:00� 0:00�g13 8:63� 10�1 2:34� 10�1 1:12� 10�1 8:29� 10�6�


Tabla 7.12: Valores de �̂95% para cada par problema-modelo. Los mejores valores paracada problema est�an marcados en negritas�
7.2.5. Gr�a�cas de Crecimiento de �̂95%Con la �nalidad de apreciar el comportamiento del valor de �̂95% para cada uno de losalgoritmos a lo largo del proceso de b�usqueda, se gener�o un conjunto de 100 ejecucionesindependientes por cada par algoritmo-problema para diferente n�umero de evaluacionestal como se mostr�o en la secci�on 7.2.3.


En la gr�a�ca 7.18 se muestra el comportamiento de �̂95% conforme se incrementa eln�umero de evaluaciones de la funci�on objetivo para los problemas g02 y g04. En estas gr�a�-
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cas se aprecia nuevamente que el algoritmo newde obtiene los mejores resultados a lo largode las diferentes cantidades de evaluaciones de la funci�on objetivo. El algoritmo es capaz deencontrar el vecindario del valor �optimo en muy pocas evaluaciones. Se observa adem�as quede los cuatro algoritmos, CDE muestra el peor rendimiento. Este mismo comportamientose aprecia en la mayor��a de las gr�a�cas de �̂95% para los dem�as problemas de prueba; estasgr�a�cas se muestran en el Ap�endice C.3. N�otese que estas gr�a�cas est�an en escala logar��tmi-ca.


(a) Problema g02 (b) Problema g04
Figura 7.18: Comportamientos del valor �̂95% para los problemas g02 y g04


Conforme los algoritmos generan consistentemente soluciones cercanas al �optimo, elvalor �̂95% disminuye no importando si el problema es de minimizaci�on o maximizaci�on;de hecho, �̂95% es un valor absoluto. Al normalizar las gr�a�cas de �̂95% mostradas en elAp�endice C.3 se pierde la informaci�on acerca de la precisi�on de cada algoritmo en cadaproblema pero, se hacen comparables los resultados entre problemas dado que se mantienenlas proporciones relativas que guardan los algoritmo entre s��. En la gr�a�ca 7.19 se muestrael comportamiento promedio de �̂95% a lo largo de todos los problemas de prueba.
Se observa de la gr�a�ca 7.19 una clara diferencia de comportamiento para cada unode los algoritmos; n�otese que la escala de �̂95% es logar��tmica. La nueva propuesta newdemuestra de manera consistente el mejor rendimiento; �esta obtiene valores de �̂95% menoresque los dem�as algoritmos a lo largo de todo el proceso de b�usqueda. De hecho, en promedio,los algoritmos CDE y SMES no logran igualar los resultados de newde a�un empleando
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Figura 7.19: Comportamiento promedio de �̂95% a lo largo de todos los problemas de prueba
diez veces m�as evaluaciones. Por otro lado, se observa una clara diferencia de comporta-miento entre los algoritmos ISRES y newde. A�un cuando los algoritmos muestran uncomportamiento asint�otico, la diferencia entre ellos es considerable, recu�erdese que la es-cala es logar��tmica. De la gr�a�ca se concluye que el algoritmo newde muestra una mayorvelocidad de convergencia que los dem�as algoritmos.
7.2.6. Distribuci�on Muestral de Diferencia de MediasEn las pruebas anteriores se comparan los resultados de los algoritmo de manera indi-recta, es decir se hace una estimaci�on de alg�un par�ametro de la poblaci�on y se comparanlos valores de las estimaciones.


Gracias a la gran exibilidad de los procedimientos de Bootstrap, es posible obtenerdistribuciones muestrales de par�ametros que incluyen a dos o m�as muestras a la vez. Esdecir, se puede obtener la distribuci�on muestral de estad��sticas binarias, por ejemplo: lacovarianza entre dos muestras, o la diferencia de las medias muestrales.
Se propone la siguiente forma de comparaci�on binaria entre las poblaciones de solucionesde dos algoritmos A y B. En el algoritmo 15 se muestra el procedimiento de Bootstrap parael c�alculo de la distribuci�on muestral de la diferencia de medias de poblaci�on de las muestras
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MA = fa1; : : : ; ang y MB = fb1; : : : ; bmg. A partir de esta distribuci�on es posible calcularla probabilidad de que el comportamiento promedio (media de poblaci�on) del algoritmo Asea mejor que el del algoritmo B, esto es, Prf�A < �Bg o Prf�A > �Bg seg�un sea el casode minimizaci�on o maximizaci�on respectivamente.


for i f1; : : : ;Kg do1 Generar un re-muestra con reemplazo M�Ai = fy1; : : : ; yng de la muestra2 MA = fa1; : : : ; ang con igual probabilidad y calcular la media muestral MAi .Generar un re-muestra con reemplazo M�Bi = fx1; : : : ; xmg de la muestra3 MB = fb1; : : : ; bmg con igual probabilidad y calcular la media muestral MBiCalcular el valor ��diffi =MAi �MBi4 Los valores f��diff1 ; : : : ; ��diffKg componen a la distribuci�on muestral de la5 diferencia de medias de poblaci�on.Algoritmo 15: Procedimiento de Bootstrap para calcular la distribuci�on muestralde la diferencia de medias de dos algoritmos
En general Prf�A � �Bg + Prf�B � �Ag 6= 1, puesto que es posible que Prf�A =�Bg 6= 0 ya que la distribuci�on de probabilidades es discreta; estrictamente hablando se tie-ne que Prfj�A��Bj � �g > 0 para un valor de � dependiente del n�umero de remuestreos enel procedimiento de Bootstrap. En este caso (�) representa a (<) en caso de minimizaci�on o(>) para maximizaci�on. En la tabla 7.13 se muestra la comparaci�on de los algoritmos new-de y ISRES en todas las funciones de prueba empleando 48; 000 evaluaciones de la funci�onobjetivo. De la tabla se observa que el promedio de la probabilidad Prf�newde � �isresg esmucho mayor que Prf�isres � �newdeg.


algo g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 prom.Prf�newde � �isresg 1 1 0 1 1 1 1 0 1 1 1 0 0.712 0.747Prf�isres � �newdeg 0 0 1 0 0 0 0 0 0 0 0 0 0.278 0.0983Tabla 7.13: Probabilidades Prf�newde � �isresg y Prf�isres � �newdeg para cada uno delos poblemas de prueba, empleando 48; 000 evaluaciones
Procediendo de la misma manera que en las secciones 7.2.3 y 7.2.5 se calcula el compor-tamiento promedio de Prf�newde � �Bg y Prf�B � �newdeg donde B = fcde; smes; isresgpara diferentes cantidades de evaluaciones de la funci�on objetivo. En la gr�a�ca 7.20 semuestran las gr�a�cas de comportamiento. Existe una diferencia notable entre newde y losalgoritmos CDE y SMES, tal diferencia se mantiene casi constante para todos los valo-res de evaluaciones empleados. Por otro lado, comparando newde y ISRES se observa
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un decrecimiento de Prf�newde � �isresg conforme aumenta el n�umero de evaluaciones.Sin embargo, esto se debe a que Prf�newde = �isresg aumenta ya que los dos algoritmosencuentran consistentemente el valor �optimo de varios problemas y no corresponde a uncrecimiento de Prf�isres � �newdeg. En todo momento Prf�newde < �isresg es mayor quePrf�isres � �newdeg.


En base a los resultados de las diferentes pruebas se concluye que el algoritmo newdepresenta el mejor rendimiento. A continuaci�on se listan los algoritmos de acuerdo a su ren-dimiento obtenido.
1. Nuevo modelo de Evoluci�on Diferencial para espacios restringidos (newde)2. Versi�on mejorada de las Jerarqu��as Estoc�asticas (ISRES) [81]3. Estrategia Evolutiva Multimiembro Simple (SMES) [60]4. Evoluci�on Diferencial Restringida (CDE) [55]
7.3. Resumen del Cap��tuloEn este cap��tulo se presentaron los resultados experimentales del algoritmo propuesto deEvoluci�on Diferencial. Se concluy�o que el nuevo modelo newde mejora de manera signi�ca-tiva el rendimiento del algoritmo original (modelo rand/1/bin) as�� como a otras propuestaspresentadas en la literatura. Combinar informaci�on global (mejor soluci�on en la poblaci�on)con informaci�on local (mejor soluci�on en la trayectoria de un individuo) prob�o mejorarsustancialmente la velocidad de convergencia del algoritmo, sin sacri�car su capacidad deexploraci�on.


Por otro lado, el mecanismo de manejo de restricciones empleado proporciona elementosque hacen al algoritmo propuesto una t�ecnica competitiva para optimizaci�on n�umerica conrestricciones. A lo largo de diferentes pruebas, la propuesta demostr�o un mejor rendimientotanto en calidad de soluciones como en consistencia de las mismas al ser comparada contraalgoritmos representativos del �area de computaci�on evolutiva para optimizaci�on con restric-ciones.







124 Cap��tulo 7. Resultados Experimentales


(a) �newde vs �cde (b) �newde vs �smes


(c) �newde vs �isres
Figura 7.20: Gr�a�cas de comportamiento promedio de Prf�newde � �Bg y Prf�B ��newdeg conforme aumenta el n�umero de evaluaciones de la funci�on objetivo, para B =fcde; smes; isresg







Cap��tulo 8
Conclusiones y Trabajo Futuro


La Computaci�on Evolutiva empleada en optimizaci�on num�erica con restricciones es un�area activa de investigaci�on hoy en d��a. A pesar de que se han desarrollado diversos algo-ritmos competitivos a�un se siguen explorando nuevas posibilidades. De entre estos nuevosdesarrollos, en esta tesis se exploran las posibilidades del Algoritmo de Evoluci�on Diferencialcomo optimizador de espacios restringidos.
El algoritmo original de Evoluci�on Diferencial ha mostrado ser un m�etodo robusto deb�usqueda en una amplia gama de problemas [75]. Por lo tanto, resulta atractivo emplear-lo en la optimizaci�on de espacios restringidos. En la literatura de la Evoluci�on Diferencial[75, 54] se han utilizado muy ampliamente las funciones de penalizaci�on como t�ecnica demanejo de restricciones. Sin embargo, �estas presentan una serie de desventajas siendo quiz�asla m�as importante la del ajuste que requieren los coe�cientes de penalizaci�on, ya que �estosson dependientes del problema [6].
De tal manera, en esta tesis se presenta un mecanismo de manejo de restricciones basadoen funciones de penalizaci�on pero, a diferencia de las otras propuestas, no se requiere ajustarning�un coe�ciente de penalizaci�on. Esta propuesta di�ere de otros intentos por ajustar estoscoe�cientes din�amicamente o auto-adapt�andolos, ya que evita la sobre- y sub- penalizaci�onmanteniendo un balance entre comparaciones basadas en la funci�on objetivo y el grado depenalizaci�on de las restricciones.
Adem�as, se propone un nuevo modelo de Evoluci�on Diferencial que incorpora informa-ci�on global (la mejor soluci�on de la poblaci�on) junto con informaci�on hist�orica (la mejorsoluci�on en la trayectoria de cada individuo en la poblaci�on). Aunado a esto, se incorporaun buscador local que mejora la capacidad de explotaci�on del algoritmo. Esta propuesta secompar�o con otros modelos encontrados en la literatura de ED. Espec���camente contra los
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modelos: rand/1/bin siendo �este el modelo original, m�as ampliamente usado y con buenrendimiento, best/1/bin siendo �este el modelo que present�o el mejor rendimiento en unestudio comparativo empleando trece funciones de prueba est�andares en la optimizaci�on sinrestricciones con algoritmos evolutivos.


De los resultados experimentales se concluye que la propuesta obtiene claramente mejo-res resultados conforme el tama~no del espacio de b�usqueda crece, logrando incluso diferenciasde �ordenes de magnitud en los resultados.
La propuesta de ED en espacios restringidos se compone del nuevo mecanismo de mane-jo de restricciones junto al nuevo modelo de evoluci�on diferencial. �Esta se compara contraalgoritmos representativos del estado del arte, incluyendo a la mejor t�ecnica de optimizaci�onrestringida conocida a la fecha (denominada Jerarqu��as Estoc�asticas).
Se efectuaron una serie de experimentos con la �nalidad de validar el rendimiento dela propuesta, a pesar de tratarse de un algoritmo estoc�astico. �Estos se validan usando pro-cedimientos estad��sticos de c�omputo intensivo que nos permiten obtener aproximaciones adistribuciones muestrales de diferentes estad��sticas adem�as de la media sin suponer nor-malidad en las muestras. Se propone adem�as, emplear al valor �̂95% como estimador dedispersi�on de las soluciones con respecto al valor �optimo global. As�� tambi�en se proponeun mecanismo de comparaci�on binaria entre algoritmos para determinar la probabilidad deque un algoritmo obtenga un comportamiento promedio mejor que otro.
En todas las pruebas se mostr�o consistentemente que esta propuesta obtiene mejoresresultados, inclusive superando a los de la versi�on mejorada de la Jerarqu��as Estoc�asticas,requiriendo adem�as menor n�umero de evaluaciones de la funci�on objetivo. Es importantemencionar que el algoritmo propuesto de ED no s�olo se presenta como un algoritmo com-petitivo en la optimizaci�on con restricciones sino que adem�as se presenta un nuevo modeloque puede ser empleado en la optimizaci�on de funciones sin restricciones.
Por otro lado, resulta interesante notar que tanto la Estrategia Evolutiva MultimiembroSimple (SMES) as�� como la versi�on mejorada de las Jerarqu��as Estoc�asticas (ISMES) em-plean un operador de recombinaci�on compuesto de una diferenciaci�on junto con una cruzadiscreta. Tal recombinaci�on caracteriza a la ED. Es interesante notar que los autores de IS-RES [81] y SMES [80] mencionan que la calidad de los resultados se incrementa al empleardiferenciaciones. De hecho, la propuesta de esta tesis, la Estrategia Evolutiva MultimiembroSimple y la versi�on mejorada de las Jerarqu��as Estoc�asticas (ISMES) comparten elemen-tos en com�un: el mismo tipo de representaci�on, la generaci�on de m�ultiples descendientes,emplean una recombinaci�on estilo Evoluci�on Diferencial y los mecanismos de manejo derestricciones buscan un balance entre individuos factibles e infactibles.
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A pesar de que cada uno de ellos propone estos elementos de manera independiente ycon diferentes justi�caciones, se abre la posibilidad de una probable uni�caci�on de estos con-ceptos en un nuevo algoritmo que no forzosamente puede encajar en la descripci�on de unaEstrategia Evolutiva o de la Evoluci�on Diferencial. Esta es una l��nea abierta de investigaci�on.
Por otro lado, a�un no se han explorado las posibilidades de auto-adaptaci�on de lospar�ametros de control de la Evoluci�on Diferencial. Resulta particularmente atractiva laauto-adaptaci�on del par�ametro CR que controla la cruza discreta y que repercute directa-mente en el rendimiento del algoritmo. Esto abre la posibilidad de una ED con par�ametrosm��nimos.
Finalmente, el modelo propuesto de ED muestra cierta similitud con la funci�on de vue-lo empleada en la optimizaci�on con c�umulos de part��culas [48] y han habido intentos porcombinar ambas propuestas, pero hasta ahora con resultados marginales. �Esta tambi�en esun �area abierta a la investigaci�on.
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Ap�endice A
Funciones de prueba sin
restricciones


f01 - Modelo de esfera
f1(x) = 30X


i=1 x2i�100 � xi � 100min(f1) = f1(0; :::; 0) = 0
f02 - Problema de Schwefel 2.22


f2(x) = 30X
i=1 jxij+


30Y
i=1 jxij�10 � xi � 10min(f2) = f2(0; :::; 0) = 0


f03 - Problema de Schwefel 1.2
f3(x) = 30X


i=1
0@ iX
j=1 xj


1A2
�100 � xi � 100min(f3) = f3(0; :::; 0) = 0
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f04 - Problema de Schwefel 2.21


f4(x) = maxifjxij; 1 � i � 30g
�100 � xi � 100min(f4) = f4(0; :::; 0) = 0


f05 - Funci�on generalizada de Rosenbrock
f5(x) = 29X


i=1 j100(xi+1 � x2i )2 + (xi � 1)2j
�30 � xi � 30min(f5) = f5(1; :::; 1) = 0


f06 - Funci�on de paso
f6(x) = 30X


i=1(bxi + 0:5c)2
�100 � xi � 100min(f6) = f6(0; :::; 0) = 0


f07 - Funci�on cuadr�atica con ruido
f7(x) = 30X


i=1 ix4i + random[0; 1)
�1:28 � xi � 1:28min(f7) = f7(0; :::; 0) = 0


f08 - Problema generalizado de Schwefel 2.26
f8(x) = 30X


i=1
�xisin(pjxij)�


�500 � xi � 500min(f8) = f8(420:9687; :::; 420:9687) = �12569:5
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f09 - Funci�on generalizada de Rastrigin


f9(x) = 30X
i=1 [x2i � 10cos(2�xi) + 10]
�5:12 � xi � 5:12min(f9) = f9(0; :::; 0) = 0


f10 - Funci�on de Ackley
f10(x) = �20exp0@�0:2vuut 130 30X


i=1 x2i )
1A� exp 130 30X


i=1 cos(2�xi)
!+ 20 + e


�32 � xi � 32min(f10) = f10(0; :::; 0) = 0
f11 - Funci�on generalizada de Griewank


f11(x) = 14000 30X
i=1 x2i �


30Y
i=1 cos


� xipi
�+ 1


�600 � xi � 600min(f11) = f11(0; :::; 0) = 0
f12; f13 - Funciones generalizadas y penalizadas


f12(x) = �30
(10sin2(�y1) + 29X


i=1(yi � 1)2[1 + 10sin2(�yi+1)] + (yn � 1)2)+
30X
i=1 u(xi; 10; 100; 4)�50 � xi � 50min(f12) = f12(1; :::; 1) = 0


f13(x) = 0:1(sin2(�3x1) + 29X
i=1(xi � 1)2[1 + sin2(3�xi+1)] + (xn � 1)2[1 + sin2(2�x30)])+
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30X
i=1 u(xi; 5; 100; 4)�50 � xi � 50min(f13) = f13(1; :::; 1) = 0


donde:
u(xi; a; k;m) = 8<: k(xi � a)m; xi > a0; �a � xi � ak(�xi � a)m; xi < �a


yi = 1 + 14(xi + 1)







Ap�endice B
Funciones de prueba con
restricciones
g01Minimizar:


f(x) = 5 4X
i=1 xi � 5 4X


i=1 x2i �
13X
i=5 xisujeto a:


g(x)1 = 2x1 + 2x2 + x10 + x11 � 10 � 0g(x)2 = 2x1 + 2x3 + x10 + x12 � 10 � 0g(x)3 = 2x2 + 2x3 + x11 + x12 � 10 � 0g(x)4 = �8x1 + x10 � 0g(x)5 = �8x2 + x11 � 0g(x)6 = �8x3 + x12 � 0g(x)7 = �2x4 � x5 + x10 � 0g(x)8 = �2x6 � x7 + x11 � 0g(x)9 = �2x8 � x9 + x12 � 0
0 � xi � 1(i = 1; :::; 9), 0 � xi � 100(i = 10; 11; 12) y 0 � x13 � 1
min(f) = f(1; 1; 1; 1; 1; 1; 1; 1; 1; 3; 3; 3; 1) = �15
g02Maximizar:
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f(x) = jPni=1 cos4(xi)� 2Qni=1 cos2(xi)qPni=1 ix2i j


sujeto a:
g(x)1 = 0:75�Qni=1 xi � 0g(x)1 =Pni=1 xi � 7:5n � 0


n = 20, 0 � xi � 10(i = 1; :::; n)
El �optimo es deconocido. La mejor aproximaci�on encontrada es:
max(f) = f(x�) = �0:803619
g03Maximizar:


f(x) = (pn)n nY
i=1 xisujeto a:


h(x)1 =Pni=1 x2i � 1 = 0
n = 0, 0 � xi � 1
x� = 1pn(i = 1; :::; n), max(f) = f(x�) = 1
g04Minimizar:


f(x) = 5:3578547x23 + 0:8356891x1x5 + 37:293239x1 � 40792:141sujeto a:
g(x)1 = 85:334407 + 0:0056858x2x5 + 0:0006262x1x4 � 0:0022053x3x5 � 92:0 � 0g(x)2 = �85:334407� 0:0056858x2x5 � 0:0006262x1x4 + 0:0022053x3x5 � 0g(x)3 = 80:51249 + 0:0071317x2x5 + 0:0029955x1x2 + 0:0021813x23 � 110:0 � 0
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g(x)4 = 80:51249� 0:0071317x2x5 � 0:0029955x1x2 � 0:0021813x23 + 90:0 � 0g(x)5 = 9:300961 + 0:0047026x3x5 + 0:0012547x1x3 + 0:0019085x3x4 � 25:0 � 0g(x)6 = 9:300961� 0:0047026x3x5 � 0:0012547x1x3 � 0:0019085x3x4 + 20:0 � 078 � x1 � 122, 33 � x2 � 45 y 27 � xi � 45(i = 3; 4; 5)


min(f) = f(78; 33; 29:995256025682; 45; 36:775812905788) = �30665:539
g05Minimizar:


f(x) = 3x1 + 0:000001x3i + 2x2 + (0:000002=3)x32sujeto a:
g(x)1 = �x4 + x3 � 0:55 � 0g(x)2 = �x3 + x4 � 0:55 � 0h(x)3 = 1000sin(�x3 � 0:25) + 1000sin(�x4 � 0:25) + 894:8� x1 = 0h(x)4 = 1000sin(x3 � 0:25) + 1000sin(x3 � x4 � 0:25) + 894:8� x2 = 0h(x)5 = 1000sin(x4 � 0:25) + 1000sin(x4 � x3 + 0:25) + 1294:8 = 00 � xi � 1200(i = 1; 2) y �0:55 � xi � 0:55(i = 3; 4)


min(f) = f(679:9453; 1026:067; 0:1188764;�0:3962336) = 5126:4981
g06Minimizar:


f(x) = (x1 � 10)3 + (x2 � 20)3sujeto a:
g(x)1 = �(x1 � 5)2 � (x2 � 5)2 + 100 � 0g(x)2 = (x1 � 6)2 + (x2 � 5)2 � 86:81 � 013 � x1 � 100 , 0 � x2 � 100


min(f) = f(14:095; 0:84296) = �6961:81388
g07
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Minimizar:


f(x) = x21+x22+x1x2�14x1�16x2+(x3�10)2+4(x4�5)2+(x5�3)2+2(x6�1)2+5x27+7(x8�11)2+2(x9 � 10)2 + (x10 � 7)2 + 45sujeto a:
g(x)1 = �105 + 4x1 + 5x2 � 3x7 + 9x8 � 0g(x)2 = 10x1 � 8x2 � 17x7 + 2x8 � 0g(x)3 = �8x1 + 2x2 + 5x9 � 2x10 � 12 � 0g(x)4 = 3(x1 � 2)2 + 4(x2 � 3)2 + 2x23 � 7x4 � 120 � 0g(x)5 = 5x21 + 8x2 + (x3 � 6)2 � 2x4 � 40 � 0g(x)6 = x21 + 2(x2 � 2)2 � 2x1x2 + 14x5 � 6x6 � 0g(x)7 = 0:5(x1 � 8)2 + 2(x2 � 4)2 + 3x25 � x6 � 30 � 0g(x)8 = �3x1 + 6x2 + 12(x9 � 8)2 � 7x10 � 0


�10 � xi � 10(i = 1; :::; 10)
min(f) = f(2:171996; 2:363683; 8:773926; 5:095984; 0:9906548,1:430574; 1:321644, 9:828726; 8:280092; 8:375927) = 24:3062091
g08Minimizar:


f(x) = sin3(2�x1)sin(2�x2)x31(x1 + x2)sujeto a:
g(x)1 = x21 � x2 + 1 � 0g(x)2 = 1� x1 + (x2 � 4)2 � 0


0 � xi � 10(i = 1; 2)
min(f) = f(1:2279713; 4:2453733) = 0:095825
g09Minimizar:
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f(x) = (x1 � 10)2 + 5(x2 � 12)2 + x23 + 3(x4 � 11)2 + 10x65 + 7x26 + x47 � 4x4x7 � 10x6 � 8x7sujeto a:


g(x)1 = �127 + 2x21 + 3x42 + x3 + 4x24 + 5x5 � 0g(x)2 = �282 + 7x1 + 3x2 + 10x23 + x4x5 � 0g(x)3 = �196 + 23x1 + x22 + 6x26 � 8x7 � 0g(x)4 = 4x21 + x22 � 3x1x2 + 2x23 + 5x6 � 11x7 � 0�10 � xi � 10(i = 1; :::; 7)
min(f) = f(2:330499; 1:951372;�0:4775414; 4:365726;�0:6244870; 1:038131; 1:594227)= 680:6300573
g10Minimizar:


f(x) = x1 + x2 + x3sujeto a:
g(x)1 = �1 + 0:0025(x4 + x6) � 0g(x)2 = �1 + 0:0025(x5 + x7 � x4) � 0g(x)3 = �1 + 0:01(x8 � x5) � 0g(x)4 = �x1x6 + 833:33252x4 + 100x1 � 83333:33 � 0g(x)5 = �x2x7 + 1250x5 + x2x4 � 1250x4 � 0g(x)6 = �x3x8 + 1250000 + x3x5 � 2500x5 � 0100 � x1 � 10000, 1000 � xi � 10000(i = 2; 3) y 10 � xi � 1000(i = 4; :::; 8)


min(f) = f(579:3167; 1359:943; 5110:071; 182:0174; 295:5985; 217:9799; 286:4162; 395:5979) =7049:3307
g11Minimizar:


f(x) = x21 + (x2 � 1)2sujeto a:
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h(x)1 = x2 � x21 = 0


�1 � x1 � 1(i = 1; 2)
min(f) = f(� 1p2 ; 12) = 0:75
g12Minimizar:


f(x) = 100� (x1 � 5)2 � (x2 � 5)2 � (x3 � 5)2100sujeto a:
g(x) = (x1 � p)2+ = (x2 � q)2+ = (x3 � r)2 � 0:0625 � 0


0 � xi � 10(i = 1; 2; 3) y p; q; r = 1; 2; :::; 9
min(f) = f(5; 5; 5) = 1
g13Minimizar:


f(x) = ex1x2x3x4x5sujeto a:
h1(x) = x21 + x22 + x23 + x24 + x25 � 10 = 0h2(x) = x2x2 � 5x4x5 = 0h3(x) = x31 + x32 + 1 = 0


�2:3 � xi � 2:3(i = 1; 2) y �3:2 � xi � 3:2(i = 3; 4; 5)
min(f) = f(�1:717143; 1:595709; 1:827247;�0:7636413;�0:763645) = 0:0539498







Ap�endice C


Gr�a�cas de Resultados


C.1. Histogramas de Frecuencia de Soluciones


(a) g01 (b) g02
Figura C.1: Histogramas de Frecuencias de las soluciones del algoritmo propuesto newde paralos problemas de prueba g01, g02. Se observa de los histogramas que las muestras de 100ejecuciones independientes no se ajustan a una forma normal.
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(a) g03 (b) g04


(c) g05 (d) g06


(e) g07 (f) g08
Figura C.2: Histogramas de Frecuencias de las soluciones del algoritmo propuesto newde paralos problemas de prueba g03, g04, g05, g06, g07, g08. Se observa de los histogramas que lasmuestras de 100 ejecuciones independientes no se ajustan a una forma normal.
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(a) g09 (b) g10


(c) g11 (d) g12


(e) g13
Figura C.3: Histogramas de Frecuencias de las soluciones del algoritmo propuesto newde paralos problemas de prueba g09, g10, g11, g12, g13. Se observa de los histogramas que las muestrasde 100 ejecuciones independientes no se ajustan a una forma normal.
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C.2. Distribuciones de la Distancia Promedio al Valor �Opti-mo


(a) g01 (b) g02


(c) g03 (d) g04


(e) g05 (f) g06Figura C.4: Distribuciones de la distancia promedio al valor �optimo para el algoritmo newde
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(a) g07 (b) g08


(c) g09 (d) g11


(e) g12 (f) g13Figura C.5: Distribuciones de la distancia promedio al valor �optimo para el algoritmo newde
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C.3. Gr�a�cas de la Distancia al Valor �Optimo


(a) g01 (b) g02


(c) g03 (d) g04


(e) g05 (f) g06Figura C.6: Gr�a�cas de la distancia promedio al valor �optimo conforme se incrementa el n�umerode evaluaciones de la funci�on objetivo para los problemas g01, g02, g03 ,g04, g05, g06
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(a) g07 (b) g08


(c) g09 (d) g11


(e) g12 (f) g13Figura C.7: Gr�a�cas de la distancia promedio al valor �optimo conforme se incrementa el n�umerode evaluaciones de la funci�on objetivo para los problemas g07, g08, g09 ,g11, g12, g13
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