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Resumen


En esta tesis se establece la teoŕıa para el estudio de Estrategias Evolutivas
en el contexto de la optimización multi-objetivo. Se analiza el trabajo previo
en convergencia hacia el Frente de Pareto de Algoritmos Evolutivos realizado por
Günter Rudolph, Alexandru Agapie, David Van Veldhuizen y Thomas Hänne, para
crear pruebas de convergencia asintótica propias de las Estrategias multiobjetivo
(1 + 1), (µ + λ) y (µ, λ).


Se hace un análisis de los operadores principales de las Estrategias Evolutivas,
para comprender mejor el funcionamiento de algunas de sus variantes en relación
a la convergencia de los algoritmos.


Se propone, por último, un mecanismo de auto-adaptación para la Estrategia
Evolutiva multimiembro y se estudia su velocidad de convergencia, aśı como varios
aspectos teóricos propios de la implementación y comportamiento del algoritmo.


Abstract


In this thesis we establish the theory for the study of Evolution Strategies in the
context of the multi-objective optimization. We analyze the previous work on the
convergence toward the Pareto Front performed by Günter Rudolph, Alexandru
Agapie, David Van Veldhuizen and Thomas Hänne, to make the specific asynthotic
proofs for the convergence of Evolution Strategies (1 + 1), (µ + λ) and (µ, λ).


We show an study of the main operators of Evolution Strategies to better
understand the behavior of the variants of these algorithms mainly in terms of
convergence.


Finally, we propose a self-adaptation mechanism for the multi-member Evo-
lution Strategy and we study its velocity of convergence and several theoretical
aspects of its implementation and performance.
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pañarme durante todo el viaje. A Margarita, Nareli, Goyo, Lalo y Efrén, por
darme su amistad.


A mis asesores Dr. Alin Carsteanu y Dr. Carlos Coello por hacer posible esta
tesis.


A todos quienes como Gerardo de la Fraga, Guillermo Morales y Oscar Olmedo
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Se agradece la beca terminal de maestŕıa recibida a través del proyecto CO-
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MOP Problema de Optimización Multiobjetivo.







Introducción


Existen áreas del conocimiento y el quehacer humano dentro de las cuales es común
el surgimiento de problemas que consisten en la mejora de ciertas soluciones, pro-
cedimientos o proporciones de las que se obtiene algún beneficio ya sea particular
o común. La disciplina que se enfoca a estudiar este tipo de problemas y sus
respectivas alternativas es conocida como optimización.


La computación evolutiva es la aplicación, mediante la implementación en una
computadora, de algoritmos inspirados en el principio, que rige en la naturaleza,
de la sobrevivencia del individuo más apto. Los algoritmos evolutivos tienen como
objetivo principal “evolucionar” individuos, los cuales normalmente representan
soluciones a un cierto problema de optimización; los individuos se irán renovando
generación tras generación bajo el principio del más apto, por lo que cada nueva
generación debe poseer caracteŕısticas mejores que las anteriores, acercándonos con
cada iteración a la solución óptima del problema.


Originalmente las técnicas evolutivas no fueron concebidas como técnicas de op-
timización sino de aproximación, esto debido principalmente al vaćıo teórico que,
al igual que otras heuŕısticas, tuvieron en sus inicios. Sin embargo, con el paso
del tiempo y las mejoras, han mostrado dar buenos resultados aproximándose a
muy buenas soluciones en tiempos razonables, logrando resolver los problemas en
cuestión de manera satisfactoria. Actualmente ya se cuenta con pruebas de con-
vergencia para algunos algoritmos evolutivos y también se han ido fundamentando
y estandarizando los conceptos básicos de estas técnicas motivando cada vez más
incursiones en materia teórica.


El primer objetivo de este trabajo es describir en una versión multi-objetivo
los algoritmos correspondientes a las “estrategias evolutivas”. Los principales es-
fuerzos son para desarrollar una teoŕıa de convergencia de la estrategia evolutiva
multi-objetivo en términos generales, es decir, con respecto a su comportamiento
al ĺımite. En segundo término, se presenta un estudio más detallado sobre su com-
portamiento, para un problema multi-objetivo en particular, resaltando algunos
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aspectos teóricos referentes a los espacios de búsqueda, velocidad de convergencia
y auto-adaptación.


Basados en las técnicas presentadas en [52], [48], y [60] para algoritmos evoluti-
vos multi-objetivo y los estudios de [8] referentes al comportamiento asintótico de
las estrategias evolutivas mono-objetivo, se escriben la teoŕıa y resultados corres-
pondientes al estudio de la convergencia para estrategias evolutivas multi-objetivo.
Con esto se resumen los resultados de varios art́ıculos y las herramientas matemá-
ticas necesarias para la comprensión y desarrollo del estudio de la convergencia en
técnicas evolutivas y su análisis visto como un sistema dinámico en el tiempo.


El primer caṕıtulo se divide en dos secciones: la primera introduce conceptos
de optimización y heuŕısticas, resaltando las complicaciones que motivan al uso
técnicas evolutivas en vez de técnicas clásicas de optimización; la segunda sección
se dedica a optimización multi-objetivo.


En el Caṕıtulo 2 se decriben las principales técnicas evolutivas, motivando su
uso en problemas multi-objetivo, a manera de introducción para el Caṕıtulo 4
donde se particulariza en el paradigma de la Estrategia Evolutiva.


El Caṕıtulo 3 presenta conceptos y resultados básicos de teoŕıa de la probabi-
lidad y procesos estocásticos necesarios para explicar los detalles de las técnicas
matemáticas aqúı utilizadas. El lector familiarizado con estas áreas puede omitirlo.


Dentro del Caṕıtulo 5 se proponen algoritmos para las estrategias evolutivas
(1+1)−EE multi-objetivo, (µ+λ)−EE multi-objetivo y (µ, λ)−EE multi-objetivo,
presentando sus respectivas pruebas de convergencia hacia el frente de Pareto.


Finalmente, en el Caṕıtulo 6, se estudian varios aspectos de la estrategia evolu-
tiva multi-objetivo sobre un caso de estudio particular para el cual se determina su
velocidad de convergencia al frente de Pareto. También se propone un mecanismo
de auto-adaptación en el operador de mutación y se comprueba experimentalmente
que dicho mecanismo mejora la velocidad de convergencia del algoritmo.







Caṕıtulo 1


Optimización y problemas
multi-objetivo


1.1 Técnicas clásicas de optimización


El término optimización es usado comúnmente para describir el proceso de hallar la
“mejor” solución de entre un conjunto de opciones llamadas “espacio de búsqueda”.
La mejor solución es dicha en el sentido de óptimo global (el cual será definido a
continuación) referente a una cierta función objetivo f del espacio de búsqueda.


Definición 1.1.1 Dado un problema de minimización de la función


f : A ⊆ S = Rn → R, A 6= ∅
El valor −∞ < f ∗ := f(~x∗) es llamado el óptimo global (o mı́nimo) si y sólo si
para todos los valores


~x ∈ A se cumple que f(~x∗) ≤ f(x).


A la función f se le conoce como función objetivo.


1.1.1 Optimización lineal


Definición 1.1.2 Se llama una igualdad (ecuación) lineal no homogénea en las
indeterminadas x1, x2, . . . , xn a una expresión de la forma:


a1x1 + a2x2 + a3x3 + · · ·+ anxn = b


con los escalares ai, b ∈ Q donde Q puede ser R,Q o Z.
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Definición 1.1.3 Al conjunto de m ecuaciones lineales en n indeterminadas se le
llama sistema de ecuaciones lineales de tamaño m× n.


a11x1 + a12x2 + · · · + a1nxn = b1


a21x1 + a22x2 + · · · + a2nxn = b2
...


...
...


...
...


...
...


am1x1 + am2x2 + · · · + amnxn = bm


Definición 1.1.4 Una desigualdad lineal o inecuación lineal es una expresión que
puede tomar una de las siguientes cuatro formas:


a1x1 + a2x2 + a3x3 + · · ·+ anxn < b


a1x1 + a2x2 + a3x3 + · · ·+ anxn ≤ b


a1x1 + a2x2 + a3x3 + · · ·+ anxn > b


a1x1 + a2x2 + a3x3 + · · ·+ anxn ≥ b.


Análogamente a la definición 1.1.3 puede definirse un sistema de desigualdades
lineales.


Definición 1.1.5 El conjunto de valores ordenados lexicográficamente


x1 = c1, x2 = c2, · · · , xn = cn


con
ci ∈ Q donde Q puede ser R,Q o Z


se dice ser una solución a un sistema S si y sólo si la sustitución de los valores
x1, x2, · · · , xn en S mantiene la consistencia en el sistema. Por ejemplo para un
sistema de igualdades lineales tener


ai1c1 + ai2c2 + · · ·+ aincn = bi


para todo i = 1, 2, . . . , m.


La solución a un sistema de ecuaciones (o desigualdades) lineales puede verse
como la solución a la ecuación matricial:


Ax = b (Ax ≤ b)







1.1 Técnicas clásicas de optimización 5


donde


A =






a11 a12 · · · a1n


a21 a22 · · · a2n
...


...
...


...
am1 am2 · · · amn






y


x =






x1


x2
...


xn






representan coeficientes e incógnitas, y cuyos términos independientes están dados
por:


b =






b1


b2
...


bm






La producción industrial, el flujo de recursos en la economı́a y el manejo de
finanzas entre otros ejemplos, requieren de la coordinación de actividades las cuales
están interrelacionadas. Si estos sistemas pueden modelarse (o aproximarse de
manera razonable) a través de desigualdades y/o igualdades lineales, su estudio
puede entonces catalogarse dentro del área de la programación lineal. No basta
con hallar las proporciones para que un sistema de los anteriores pueda funcionar,
sino que hay que hallar la distribución correcta entre śı para que den un rendimiento
mayor, es decir hallar la solución óptima.


La programación lineal se basa en el estudio de la convexidad de las regiones
factibles (también llamadas espacio solución). Debido a que las restricciones en
un programa lineal son hiper-planos contenidos en algún espacio de Rn se prueba
que la intersección de estas restricciones es una región convexa; aplicando entonces
algunos resultados de convexidad podemos demostrar que los óptimos de funciones
lineales sobre este tipo de regiones se hallan en los vértices (también conocidos como
puntos extremos) de éstas.


De esta forma se han desarrollado métodos matriciales y algebraicos como el
simplex que de manera algoŕıtmica, para un problema lineal, nos lleva al óptimo.
En [14] y [23] se da una extensa metodoloǵıa para la resolución de problemas
lineales.
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H4 H2


H3H1


−2x + x  = 0


x /2 − x  = 0


1 2


1 2


P


Figura 1.1: La región factible P de un sistema de desigualdades lineales, cada
desigualdad lineal es un hiper-plano H y la intersección de éstas definen la región
factible del sistema.
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1.1.2 Complejidad computacional


Un problema usualmente está determinado por un conjunto de hipótesis y pará-
metros que lo especifican y un conjunto más de condiciones insolutas que al ser
descritas nos dan la solución del problema. Muchos problemas requieren para su
solución una serie de pasos, los cuales al agruparse, forman lo que se conoce como
algoritmo. Los algoritmos se describen de manera conceptual y posteriormente
se pueden llevar a su implementación en una computadora; normalmente los al-
goritmos se estudian para mejorar su eficiencia, pero ¿qué es la eficiencia en un
algoritmo? Existen varias formas para describir la eficiencia de un algoritmo. Al-
gunos estudios se enfocan a que el algoritmo sea más rápido para decir que es más
eficiente; otros buscan que el algoritmo ahorre memoria de manera considerable.
Una manera de estandarizar el análisis de la eficiencia de un algoritmo es com-
parando el número de ciclos de ejecución que éste representa; aśı los resultados
dependerán del algoritmo de manera conceptual y no de la computadora en la que
se implemente.


Un algoritmo de tiempo polinomial es aquél cuya complejidad temporal es
O(p(n)), donde p(n) es un polinomio. Este tipo de algoritmos describen proble-
mas a los cuales se conoce como problemas tratables. Un algoritmo de tiempo
exponencial es aquel que no puede ser acotado por una función polinomial. Es-
te tipo de algoritmos describen problemas a los cuales se conoce como problemas
intratables.


Otra clasificación de problemas, dada por Alan Turing en la primera mitad del
siglo XX radica en que un problema pueda o no ser resuelto por una computadora
(como conocemos a la computadora actual, es decir una máquina determinista).
A aquellos para los cuales la afirmación es cierta se les conoce como problemas
decidibles; a los que no pueden ser resueltos por una computadora se les llama
problemas indecidibles.


A la clase que engloba a todos los problemas que son solubles en un tiempo
polinomial le llamaremos clase P.


Un algoritmo no determinista es aquel en el que cada estado puede transitar
a varios estados diferentes de manera simultánea y que no se puede predecir en
un principio. Llamaremos NP a la clase que engloba a los problemas tales que se
resuelven a través de un algoritmo no determinista en un tiempo polinomial.


Un problema se dice polinomialmente transformable en otro si existe una fun-
ción f tal que en tiempo polinomial transforma los casos de un problema en el
otro incluyendo las soluciones. Un problema se dice ser NP−completo si perte-
nece a la clase NP y todos los problemas de la clase NP son polinomialmente
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P


NP


NP−Dificil


Indecidible


Exponencial


NP−completo


Figura 1.2: Jerarqúıa de la complejidad


transformables a él. Un problema se dice que es NP−dif́ıcil si cumple con que
todos los problemas de la clase NP son polinomialmente transformables a él pero
él no necesariamente pertenece a la clase NP.


1.1.3 Heuŕısticas


Una heuŕıstica es una técnica para aproximar la solución a un problema de op-
timización para el cual no existen métodos eficientes conocidos, ya sea porque el
espacio de búsqueda es muy grande y la búsqueda exhaustiva es imposible, o por-
que el modelo del problema no se adapta a ninguna de las técnicas existentes (para
las cuales śı se tienen algoritmos que nos llevan a la solución precisa). Es decir,
las heuŕısticas se usan para lidiar con problemas cuya complejidad es tal, que el
uso de algoritmos deterministas tiene un costo computacional prohibitivo. Una
heuŕıstica busca aproximarse de manera intuitiva pero ordenada a la mejor solu-
ción, aunque no garantiza llegar al óptimo; para cada problema se puede construir
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una heuŕıstica especial que dé mejores resultados que otras, ya sea en tiempo o en
proximidad al óptimo. Se ha comprobado emṕıricamente que para cierto tipo de
problemas existen heuŕısticas que funcionan muy bien. Sin embargo no existe la
heuŕıstica que para cualquier problema sea más eficiente que todas las demás [63].


Para problemas de gráficas (por ejemplo hallar el corte máximo de una gráfica),
el espacio de búsqueda es precisamente el conjunto de cortes posibles, el cual
coincide con el conjunto potencia del conjunto de los vértices de la gráfica. En este
caso hacer una búsqueda exhaustiva de la solución es imposible para gráficas con
muchos nodos ya que crece de manera exponencial1. En estos casos se justifica el
uso de una heuŕıstica de búsqueda local o del recocido simulado [32] en la cual el
tiempo de cálculo es muy aceptable y la solución aproximada es buena.


Las heuŕısticas no son adecuadas para todo tipo de problemas y son particular-
mente inadecuadas para problemas cuyo modelo se ajusta a técnicas ya muy es-
tudiadas que nos arrojan soluciones suficientemente simples, como es el caso de
los Programas Lineales; en éstos, el Método Simplex llega al óptimo de manera
eficiente usando un método algoŕıtmico de tiempo polinomial. Este tipo de técnica
nos garantiza además, de manera determinista, que el óptimo (de existir) será al-
canzado. Si es muy importante asegurar que efectivamente se alcanza el óptimo,
las heuŕısticas no son recomendables.


1.1.4 Principales complicaciones


Como hemos mencionado existen muchos métodos y estudios dentro de la optimi-
zación lineal, la Investigación de Operaciones y la investigación en heuŕısticas que
nos dan herramientas espećıficas para hallar las mejores soluciones con respecto
a diferentes categoŕıas de problemas. Sin embargo existen problemas que poseen
caracteŕısticas especiales que los hacen dif́ıciles de tratar con los métodos clásicos.


La primera complicación que puede tener un problema de optimización es el
hecho de que las funciones a optimizar no posean continuidad, dado que si bus-
camos el máximo o mı́nimo de una función continua, existen ya métodos precisos
que encuentran los valores óptimos.


Otra caracteŕıstica que dificulta el uso de métodos clásicos es cuando la región
factible es no convexa. Por ejemplo, puede demostrarse mediante un poco de topo-
loǵıa de conjuntos que en regiones factibles convexas las imágenes bajo funciones
lineales deben tener sus valores máximos y mı́nimos en la frontera; sin embargo la


1La cardinalidad del conjunto potencia de un conjunto con n elementos (nodos de la gráfica)
es 2n.
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a) b)


Figura 1.3: Ejemplo de a) una función continua, b) una función no continua


ausencia de convexidad nos limita y excluye de una gran cantidad de técnicas para
optimizar basadas en este hecho.


x


y


x


y


a) b)


Figura 1.4: Ejemplo de a) conjunto convexo, b) conjunto no convexo


Algunas técnicas clásicas se basan en el estudio de la concavidad de las imágenes
bajo funciones objetivo, en otras es necesario que las funciones a optimizar sean
diferenciables; en el caso de funciones no diferenciables el repositorio de técnicas
factibles a utilizar se reduce una vez más. Más aún, gran cantidad de problemas
presentan poca o nula información acerca de su región factible. A veces las regiones
no sólo son no convexas sino no conexas, lo cual deja el problema fuera del alcance
de muchas de las heuŕısticas de búsqueda local, debido a que no podŕıan salir de
óptimos locales si cayesen en uno.


El Conjunto de Cantor (Figura 1.6) es un ejemplo de regiones no continuas,
cuya gráfica representa una función no diferenciable y es dif́ıcil de caracterizar
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Figura 1.5: Dos regiones factibles no conexas; la región de la derecha cuenta además
con componentes no convexas.


matemáticamente; se define como la intersección al infinito de todas sus etapas
parciales.


Junto con las caracteŕısticas descritas anteriormente puede citarse que algunos
problemas cuentan con funciones objetivo dif́ıciles de evaluar por un humano, por
lo que el uso de una computadora es requerido. Ésta y las anteriores complicacio-
nes hacen de los problemas que las poseen buenos candidatos para la aplicación de
algoritmos evolutivos, puesto que para estas técnicas nada de lo anterior acarrea
dificultad. Es por eso que cuando ningún método conocido aproxima razonable-
mente el óptimo o funciona en ciertos tipos de problemas, vale la pena intentar
usar una técnica evolutiva.


En particular si utilizamos técnicas evolutivas en problemas con un alto costo
computacional para la evaluación de las funciones de aptitud, debemos tener en
cuenta que a cada generación es indispensable evaluar a cada uno de los individuos
de la población. Es precisamente en estos casos en que elegir una versión paralela
del algoritmo evolutivo es una buena opción (ejemplos de ésto se muestran en [9]).
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Intervalo inicial del Conjunto de Cantor


Primera etapa del Conjunto de Cantor


Segunda etapa del Conjunto de Cantor


Tercera etapa del Conjunto de Cantor


Cuarta etapa del Conjunto de Cantor


Figura 1.6: Algunas etapas del conjunto de Cantor


1.2 Problemas multi-objetivo


Para muchos campos dentro de las ciencias, tanto sociales como naturales, resol-
ver un problema o tomar una decisión significa hallar la mejor solución común a
un conjunto de relaciones (tal es el caso de la economı́a, el diseño en ingenieŕıa,
situaciones de la vida cotidiana, etc.). Un ejemplo sencillo de esto se presenta al
tratar de determinar las proporciones de ciertos componentes en un medicamento
tomando en cuenta los menores costos de producción cuando a la vez se busca
que éste no reduzca su eficacia y sea atractivo para una mayor cantidad de con-
sumidores; otro problema se presenta también si se requiere tomar la decisión de
usar o no algún tipo de edulcorante en este medicamento, dado que esto afectaŕıa
en diferente factor a los aspectos anteriores. Muchos ejemplos de lo anterior se
encuentran en el diseño y construcción de máquinas o piezas en la industria, en
donde se deben tomar en cuenta diferentes caracteŕısticas referentes a un mismo
producto. Si cada una de estas relaciones puede expresarse como una función ma-
temática, al referirnos a la mejora en conjunto, decimos que se debe optimizar a
todas las funciones de manera simultánea, definiéndose entonces un problema del
tipo descrito a continuación:


Definición 1.2.1 Un problema multi-objetivo (MOP) puede definirse en el caso
de minimización (y análogamente para el caso de maximización) como:
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Minimizar: f(x)


dado que f : F ⊆ Rn −→ Rq, q ≥ 2.


y se evalúa en


A = {a ∈ F : gi(a) ≤ 0, i ∈ {1, . . . , m}} 6= ∅
El conjunto A es llamado la región factible del problema y se dice que el pro-


blema se encuentra sujeto a las restricciones gi, donde


gi : Rn −→ R


son funciones cualesquiera.


Algunas veces las funciones objetivo del problema deben escalarse o cambiar
de signo, para presentar el problema de la forma anterior, ya que originalmente
los problemas multi-objetivo vienen dados de tres formas: en el que todas las
funciones se maximizan, en donde todas las funciones se minimizan y en donde
algunas funciones se maximizan mientras que otras se minimizan.


A partir de la definición 1.2.1 el sentido común nos lleva a pensar en la opti-
mización multi-objetivo como la búsqueda de un vector que representa el conjunto
de variables de decisión y el cual optimiza (maximiza o minimiza) en conjunto a
las funciones objetivo. Sin embargo en este caso es de principal importancia notar
que dichas funciones pueden estar en conflicto unas con otras. Por ejemplo, (ver
figura 1.7) en el caso de tener que optimizar las funciones f1(x) = x+2, f2(x) = x2


y f3(x) = 4− x con 0 < x < 100, mientras que f1(x) = x + 2 y f2(x) = x2 crecen
se tiene que f3(x) = 4 − x decrece, por lo que, la mejor solución será aquella que
nos lleve a un mejor compromiso entre las tres funciones.


Además de la posibilidad de estar en conflicto unas con otras, las funciones en
un problema multi-objetivo pueden representar cantidades que no son equivalentes
entre śı. Por ejemplo, si el problema consiste en optimizar


f = (f1, f2, . . . , fn)


que son las ganancias totales de una empresa, pero f1 representa una ganancia
actual en pesos, f2 representa una ganancia en recursos humanos, f3 representa un
ahorro de enerǵıa, etc.


Debido a las situaciones anteriores, en optimización multi-objetivo no se utiliza
el término óptimo para referirse a la mejor solución del problema, sino el término
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f3


f1


f2


Figura 1.7: Funciones en conflicto, f3 decrece mientras f1 y f2 crecen.


“conjunto de soluciones eficientes”; no necesariamente se debe encontrar una única
solución mejoradora de todas las demás. Puesto que se está buscando un vector
compromiso, la solución de un problema multi-objetivo consiste en dar un conjunto
de vectores eficientes con los cuales se pueda tomar una decisión.


Una manera de definir este compromiso entre las diferentes funciones a optimi-
zar es mediante el concepto de óptimo de Pareto (introducido en la Sección 2.4.2)
el cual hace uso de los conceptos de la siguiente sección.


1.2.1 Conjuntos parcialmente ordenados


Pensar en el conjunto de vectores no dominados nos lleva de manera natural al
concepto de conjunto parcialmente ordenado, el cual es estudiado por las ma-
temáticas dentro de las áreas de Álgebra y Combinatoria. Para comprender mejor
este concepto recordemos lo que es una relación y sus propiedades principales.


Definición 1.2.2 Sea A un conjunto. Al subconjunto R ⊆ A × A le llamaremos
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R
n


Funciones ObjetivoVariables de decision


q
R


f


A
f (A)


Figura 1.8: Problema multi-objetivo


relación binaria. A los elementos (x, y) ∈ R les denotaremos como xRy y decimos
que x está relacionado con y.


La relación R se llamará:


a) reflexiva si ocurre que xRx para toda x ∈ A.


c) simétrica si xRy entonces yRx para todos x, y ∈ A.


d) antisimétrica si xRy & yRx entonces x = y con x, y ∈ A.


e) asimétrica si xRy entonces y 6 Rx para todos x, y ∈ A.


f) transitiva si xRy & yRz entonces xRz para todos x, y, z ∈ A.


Definición 1.2.3 Una relación binaria que cumple con ser reflexiva, antisimétrica
y transitiva es llamada una relación de orden parcial y se representa comúnmente
mediante el śımbolo ¹ .
A partir de un orden parcial puede definirse la relación de dominación (≺) de la
manera siguiente:


x ≺ y ⇐⇒ x ¹ y ∧ x 6= y.


Cuando ocurre que x 6¹ y ∧ y 6¹ x decimos que son no comparables, lo cual es
denotado por x || y.


Ejemplo En Rn puede definirse el orden parcial ≤ de manera natural como


x ≤ y x, y ∈ Rn ⇐⇒ xi ≤ yi con i = 1, 2, . . . n
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Es claro que existen vectores en Rn los cuales no pueden compararse bajo el orden
parcial ≤, como por ejemplo los vectores:


(3.5, 7.8, 4, 6) y (4, 7, 4, 7).


El ejemplo anterior ilustra que no cualquier conjunto cumple con la propiedad
de que todos sus elementos puedan compararse, como es el caso de Rn. Esta carac-
teŕıstica es básica para el concepto que introducimos en la siguiente definición y
con el cual más adelante modelaremos la jerarquización de Pareto.


Definición 1.2.4 Dados A un conjunto y (¹) una relación de orden parcial sobre
él, llamamos a la pareja (A,¹) un conjunto parcialmente ordenado también
referido como Poset.


Definición 1.2.5 Dado (A,¹) un Poset, el subconjunto X ⊆ A se dice ser un
orden total o cadena con respecto a (≺) si y sólo si se cumple que x ≺ y ó
y ≺ x para todos x, y ∈ X. En este caso decimos que (X,¹) es un conjunto
totalmente ordenado.


Si se tiene que x 6¹ y para todos x, y ∈ X entonces decimos que X es una
anticadena.


Las cadenas pueden ser finitas o infinitas y también pueden estacionarse en uno
de sus extremos como:


x0 ≺ x1 ≺ x2 ≺ . . . ≺ xi−1 ≺ xi ≺ xi+1 ≺ . . .


ó
. . . ≺ xi+1 ≺ xi ≺ xi−1 ≺ . . . ≺ x2 ≺ x1 ≺ x0


Definición 1.2.6 Un elemento x∗ ∈ A es llamado un elemento minimal del
Poset (A,¹) si no existe un elemento x ∈ A tal que x ≺ x∗. El conjunto de todos
los elementos minimales de (A,¹) se denota como M(A,¹).


De esta definición se sigue claramente que el óptimo de Pareto (tratado en la
definición 2.4.3) para un problema multi-objetivo dado es, visto de manera formal,
un conjunto parcialmente ordenado. En la sección 5.1.1 trataremos algunos resul-
tados en donde se plantea el principio de los algoritmos evolutivos para problemas
multi-objetivo como la búsqueda de los elementos minimales del espacio solución
Rn visto como un Poset con la relación ≤ definida de manera natural. En los re-
sultados mencionados usaremos fuertemente el concepto de Poset completo, dado
a continuación.
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f1


f2


Figura 1.9: Un problema de minimización con dos funciones objetivo. Se indica el
frente de Pareto con una ĺınea continua.


Definición 1.2.7 El conjunto M(A,¹) de todos los elementos minimales de
(A,¹) se dice completo si para cada x ∈ A existe al menos un elemento x∗ ∈
M(A,¹) tal que x∗ ¹ x.


Lema 1.2.8 Dado un Poset (A,¹) tal que A es finito, se cumple que su conjunto
de elementos minimales M(A,¹) es completo.


Demostración: Sea x0 ∈ A, si x0 ∈ M(A,¹) el lema es cierto por la propiedad
de reflexividad de ¹ . Supongamos entonces que x0 6∈ M(A,¹), esto implica que
existe un elemento x1 ∈ A tal que x1 ¹ x. Dado que A es finito, existe un elemento
xn para alguna cadena xn ¹ · · · ¹ x1 ¹ x0 con n ≤ |A| en el cual la cadena
transitiva se detiene, esto quiere decir que ningún elemento en A domina a xn y
por lo tanto se sigue directamente que xn ∈M(A,¹).


Lema 1.2.9 Sea M(A,¹) 6= ∅ el conjunto de elementos minimales de algún con-
junto parcialmente ordenado (A,¹). Sea también para x ∈ A el conjunto


G(x) := {y ∈ A : y ¹ x};


entonces se cumplen las siguientes implicaciones:


a) x ∈M(A,¹) ⇐⇒ G(x) \ {x} = ∅.







18 Optimización y problemas multi-objetivo


b) Si M(A,¹) es completo y x 6∈ M(A,¹) entonces (G(x)\{x})∩M(A,¹) 6= ∅


Demostración: (a) Por definición,


x ∈M(A,¹) ⇔ (6 ∃y ∈ A : y ≺ x) ⇔ (6 ∃y ∈ A : y ¹ x y y 6= x)


son implicaciones ciertas. La ultima expresión puede reescribirse como 6 ∃y ∈ G(x) :
y 6= x. Esto entonces equivale a decir que G(x) \ {x} = ∅.


(b) Sea x ∈ A tal que x 6∈ M(A,¹). Considerando la parte (a), es un hecho
que G(x) \ {x} = ∅. Dado que M(A,¹) es completo podemos decir que existe un
elemento x∗ ∈ M(A,¹) tal que x∗ 6= x y x∗ ≺ x. Entonces empleando la definición
de G(·) concluimos que necesariamente x∗ ∈ G(x) \ {x}, por lo tanto


(G(x) \ {x}) ∩M(A,¹) 6= ∅


1.3 Sumario


Hemos presentado, a lo largo de este caṕıtulo, conceptos básicos de optimización
y heuŕısticas, resaltando las complicaciones que motivan el uso técnicas evolutivas
en lugar de técnicas clásicas de optimización.


Hablamos también del problema de optimización multi-objetivo puntualizando
algunas de sus complicaciones e introduciendo el concepto de conjunto parcialmente
ordenado, el cual será básico para las discuciones acerca de la convergencia de los
algoritmos que se tratarán en este trabajo.


A continuación expondremos algunos aspectos introductorios de la computación
evolutiva, sus paradigmas y usos principales.







Caṕıtulo 2


Computación evolutiva


Las técnicas que conforman la computación evolutiva son procedimientos inspira-
dos en el principio natural de la evolución de las especies, que modelan la evolución
como un proceso particular de optimización. Describiremos a continuación de
manera muy general sus caracteŕısticas principales:


i) Para dichas técnicas, existen entidades (individuos) las cuales tienen la habili-
dad de reproducirse, con una cierta probabilidad; cada una de estas entidades
representa una solución al problema que se desea resolver. Al reproducirse
éstas, se ejecuta un proceso de “explotación” del espacio de búsqueda para
mejorar cada vez más la solución y con esto acercarnos al óptimo.


ii) A cada una de estas entidades se le asocia una habilidad (aptitud) mediante la
cual se evalúa su propia supervivencia y la de sus “genes” a cada generación.
Esto se relaciona con el valor de la función objetivo para la correspondiente
interpretación de la entidad en términos de soluciones del problema.


iii) Existe una población que contiene a dichas entidades, la cual se renueva
generación tras generación bajo el principio de “selección del más apto” lo
que en computación evolutiva se interpreta como una mejora en la solución
a nuestro problema.


iv) La población cuenta con diversidad entre sus entidades. Esto se interpreta
en computación evolutiva como un muestreo representativo del espacio de
búsqueda, es decir, el algoritmo cuenta con un mecanismo de “exploración.”


Basados en lo anterior han sido desarrolladas técnicas, con múltiples variacio-
nes, para resolver problemas cuyo objetivo es dar una aproximación a la solución
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óptima del problema en cuestión. Existen varias ventajas al utilizar las técnicas
evolutivas. Podemos comenzar mencionando que son una manera de incorporar el
poder de cómputo actual para la resolución de un problema y al igual que la mayo-
ŕıa de las heuŕısticas son útiles cuando se tienen espacios de búsqueda demasiado
grandes. Para el empleo de cualquiera de estas técnicas no es necesario que dicho
problema cumpla condiciones de continuidad y/o derivabilidad en sus funciones
objetivo o restricciones ni que éstas sean sencillas de evaluar para un humano.


Entre los problemas apropiados para resolver con estas técnicas se encuentran
aquellos en los que la región factible no se puede caracterizar de manera sencilla, no
cumple condiciones de convexidad o conexidad, o no se cuenta con un conocimiento
previo de ella.


Una descripción acerca del surgimiento, operadores, métodos, vertientes y
demás aspectos de las principales técnicas evolutivas puede consultarse en [13].


2.1 Antecedentes y usos


Las técnicas evolutivas basan sus desarrollos y mejoras en la imitación directa
de la naturaleza a través de la representación de soluciones. El Neo-Darwinismo
(Caṕıtulo 2 de [20]) basa la evolución de la vida en nuestro planeta en los procesos
de reproducción, mutación y competencia para la selección de los individuos en
generaciones futuras. A su vez, las técnicas evolutivas toman estos principios del
Neo-Darwinismo y tratan de reproducirlos estad́ısticamente a través de un algo-
ritmo que asemejándose a la evolución nos lleve de manera natural a una buena
solución.


Componentes del ciclo evolutivo:


• Población: es el conjunto de individuos que representan las soluciones al
problema. En términos de implementación la población es un arreglo de
datos en el cual se guardan de manera ordenada la cadenas de información
genética de todos y cada uno de los individuos (soluciones potenciales del
problema).


• Operadores genéticos: son aquellos procedimientos que manipulan la infor-
mación genética de la población para con esto producir nuevos individuos
vistos como variaciones de la población original. Los operadores genéticos
más comunes en los algoritmos evolutivos (AE’s) son:
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– Mutación: puede verse como la perturbación (variación) sobre uno o
más alelos de la cadena genética del individuo. Al hacerse de mane-
ra aleatoria nos transporta hacia una región del espacio de búsqueda
diferente a la del individuo original; esto nos ayuda a salir en el caso
de que la búsqueda se estanque en algún óptimo local; por esto se dice
que la mutación es el procedimiento del algoritmo que se dedica a la
exploración del espacio de búsqueda.


– Recombinación: es el procedimiento mediante el cual se “mezclan” los
genes de los padres para formar las cadenas cromosómicas de los des-
cendientes, preservando presumiblemente los “buenos” genes que nos
han llevado a obtener mejores soluciones al problema; la recombinación
es el procedimiento del algoritmo que se dedica a la explotación de las
zonas más prometedoras en el espacio de búsqueda.


• Proceso de selección: es aquel mediante el cual se designa qué individuos pa-
sarán a formar parte de la siguiente generación. Cada uno de los individuos
cuenta con un valor que determina su aptitud de supervivencia ante el en-
torno. Dicho valor de aptitud determina qué tan bueno es el individuo como
solución al problema que se trata de resolver. A la determinación de dichos
valores se le conoce como evaluación de la función de aptitud y dado que el
proceso de selección toma en cuenta esta función, se imita en el algoritmo el
principio de supervivencia del más apto.


Notaremos aqúı que la función de aptitud debe estar relacionada con la fun-
ción objetivo a optimizar, es decir que mientras mejor cumpla el individuo con
la función objetivo, mayor será su aptitud de supervivencia ante el entorno. La
diferencia entre estos dos conceptos, función objetivo y función de aptitud, es más
bien conceptual para diferenciar que las funciones objetivo son una caracteŕıstica
intŕınseca del problema a optimizar, mientras la función de aptitud es propia del
algoritmo evolutivo. Nótese sin embargo que muchas veces en la práctica (para
el caso de optimización mono-objetivo) estas dos funciones coinciden y en otras
tantas ocasiones la función de aptitud es el resultado de escalar proporcionalmente
la función objetivo. Cuando tratamos con optimización multi-objetivo la función
de aptitud representa precisamente el compromiso buscado (ver sección 1.2) entre
todas las funciones objetivo del problema.


Las técnicas evolutivas han tenido diversas implementaciones conforme su uso
se ha extendido. Se han aplicado para mejorar programas de computadora [28, 58,
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Figura 2.1: La base del ciclo evolutivo


34], diseño de circuitos y reconocimiento de patrones [33], aprendizaje de máquina
[21], resolución de problemas combinatorios [38, 39], etc.


Cabe mencionar que la optimización no es el único uso que se le ha dado a los
algoritmos evolutivos; Beyer, por ejemplo, desarrolla en [6] un algoritmo evolutivo
que simula de manera evolutiva estados estacionarios en ciertos sistemas dinámicos.


2.2 Paradigmas principales


Existen tres paradigmas principales dentro de la computación evolutiva. Cada uno
de éstos se desarrolló de manera independiente y con motivaciones distintas. A
continuación se da una breve explicación de los principios de cada uno de ellos;
un estudio detallado entre sus propiedades, diferencias y aplicaciones se encuentra
en el libro de Thomas Bäck [3]. A lo largo de este trabajo nos referiremos a las
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estrategias evolutivas (EE), espećıficamente sus propiedades de convergencia.


2.2.1 Estrategias evolutivas


El caṕıtulo 4 de este trabajo se dedica para una descripción más amplia acerca de
este paradigma; aqúı presentamos un breve resumen de sus aspectos principales
con el objeto de poderlo diferenciar de los otros dos paradigmas de CE descritos
enseguida.


Las estrategias evolutivas (EE) se inspiran en la evolución que puede sufrir un
individuo determinado afectado por la mutación y la recombinación de los genes de
sus antepasados. Fueron concebidas en 1964 en la Universidad Técnica de Berĺın,
en Alemania, por un grupo de estudiantes de ingenieŕıa: Ingo Rechenberg, Hans-
Paul Schwefel y Paul Bienert. Dichos estudiantes necesitaban optimizar ciertas
funciones para un diseño hidrodinámico el cual representaba un problema de alto
grado de complejidad, y que además, no pod́ıa resolverse con técnicas de optimi-
zación tradicionales.


La versión original de la EE de dos miembros, denotada por (1 + 1)−EE, usa
un solo padre y produce a cada iteración un solo hijo. El mejor de entre los dos
pasará a formar la siguiente generación en un ejemplo de cómo opera la selección
extintiva1. En la (1 + 1)−EE, un individuo nuevo es producido usando:


~xt+1 = ~xt + N(0, ~σ)


donde N(0, ~σ) es un vector de números Gausianos independientes. Es decir, la
mutación opera simplemente como una perturbación entre los individuos. Los
números Gausianos tienen media cero asemejándose a la naturaleza; es decir, en
la naturaleza no se espera que ocurran mutaciones fuertes. La desviación estándar
σ sirve para controlar el proceso denominado “autoadaptación” que consiste en
variar σ dependiendo de si el número de éxitos obtenidos a través de la mutación
es grande o no con respecto a un número fijo de generaciones de prueba.


Posteriormente Ingo Rechenberg propuso una variante de la estrategia evolutiva
denominada (µ+1) en la que cada generación consist́ıa de µ padres que generaban
un solo hijo, el cual pod́ıa reemplazar al peor de los µ padres de la población. El
uso de múltiples hijos fue introducido por Schwefel en las estrategias denominadas
(µ + λ) y (µ, λ) en las cuales cada población consta de µ padres los cuales generan
λ hijos, Mediante la selección se eligen a los µ padres de la siguiente generación de
entre los λ hijos en la estrategia (µ, λ) y de entre la unión de los µ padres y los λ


1En la selección extintiva los individuos menos aptos tienen cero probabilidades de sobrevivir.
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hijos en la (µ + λ).


La estrategia evolutiva multimiembro (µ+λ) puede resumirse en los pasos siguien-
tes:


I Se comienza con una población de µ individuos.


II Se aplica algún operador de recombinación para generar λ hijos.


III Se aplica el operador de mutación a los hijos.


IV Sobreviven bajo el operador de selección los µ mejores individuos de la unión
entre padres e hijos.


Dado que las estrategias evolutivas se basan en la mejora a nivel de los indi-
viduos, se permite la recombinación. En las estrategias evolutivas podemos men-
cionar, como un primer acercamiento a este operador, dos tipos de recombinación:
Sexual y Panmı́tica. En la recombinación sexual intervienen dos individuos selec-
cionados para generar un descendiente; en la recombinación panmı́tica intervienen
más de dos padres. En el caso de la recombinación panmı́tica el proceso es el
siguiente:


1. Se tiene la población P1, P2, . . . , Pµ en la generación t con µ individuos.


2. Se eligen n de manera aleatoria Pj1 , . . . , Pjn .


3. El cromosoma de cada padre Pjk
está dado por (x1


jk
, x2


jk
, . . . , xn


jk
) ∈ Rn


4. El hijo obtenido por recombinación Hi tendrá por cromosoma:


(x1
j1


, x2
j2


, . . . , xn
jn


) ∈ Rn


5. La recombinación se repite hasta tener un total de λ hijos


H1, H2, . . . , Hλ


6. Posteriormente se aplica la selección para obtener µ individuos de entre


{P1, P2, . . . , Pµ, H1, H2, . . . , Hλ}


que formarán la población en la generación t + 1.







2.2 Paradigmas principales 25


2.2.2 Programación evolutiva


La programación evolutiva es una técnica inspirada en el principio de la evolución
al nivel de las especies. Utiliza selección probabiĺıstica y no requiere la cruza ni
ningún tipo de recombinación puesto que una especie no puede mezclarse con otra.
Propuesta en 1960, por Lawrence J. Fogel, la programación evolutiva ha sido uti-
lizada para diferentes problemas de entre los que destacan: predicción, juegos y
reconocimiento de patrones entre otras [20].


El algoritmo consiste en lo siguiente:


I Generar una población inicial de manera aleatoria.


II Aplicar el operador de mutación (existen muchos tipos diferentes).


III Calcular la aptitud de cada descendiente y aplicar selección mediante torneo
para retener a las mejores soluciones.


2.2.3 Algoritmos genéticos


Los algoritmos genéticos han sido ampliamente usados para la resolución de pro-
blemas diversos. Con ellos se introducen los conceptos, existentes en la naturaleza,
de genotipo y fenotipo. El genotipo de un individuo representa la información
genética que por śı mismo tiene, que ha heredado de sus antepasados y que a su
vez transmitirá a sus descendientes. El fenotipo son las caracteŕısticas visibles de
cada individuo. Dentro del ámbito de la computación, llamaremos fenotipo a la
representación natural de la solución del problema y genotipo a la cadena binaria
que codifica dicha solución.


Desarrollado por John H. Holland [29, 30] , el algoritmo genético opera entonces
a nivel de genotipo de las soluciones mediante la siguiente secuencia:


I Comenzar con una población inicial, la cual puede ser generada de manera
aleatoria.


II Calcular la aptitud de cada individuo.


III Aplicar el operador de selección con base en la aptitud de la población.


IV Aplicar los operadores genéticos de cruza y mutación a la población actual
para con éstos generar a la población de la siguiente generación.
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V Ir al paso II hasta que la condición de paro se satisfaga.


En el algoritmo genético el operador principal es la cruza, utiliza los conceptos
de esquema2 y bloque constructor3 y con ellos sostiene la llamada hipótesis de los
bloques constructores:


“La cruza dentro de un algoritmo genético tiene la capacidad de recombinar las
instancias de esquemas favorables, para formar otros igualmente buenos o


mejores.”


Al igual que en muchas otras heuŕısticas, el comportamiento del algoritmo
genético es altamente dependiente de los parámetros iniciales (tamaño de la po-
blación, porcentaje de cruza, porcentaje de mutación, número de generaciones,
etc.).


2.3 Abordaje de problemas multi-objetivo con


técnicas evolutivas


Las técnicas evolutivas son particularmente atractivas para el tratamiento de pro-
blemas multi-objetivo por varias razones; aqúı comentaremos algunas de ellas.


La solución de un problema multi-objetivo no se resume a un único resulta-
do óptimo, sino que consiste de una colección de valores maximales a la vez; las
técnicas evolutivas se acoplan bien en este aspecto ya que en ellas se procesa de
manera simultánea una población de individuos, los mismos que representan solu-
ciones a mejorar en cada iteración. Al final de la ejecución del algoritmo evolutivo
se obtiene una muy buena aproximación tanto al frente de Pareto como al conjunto
de óptimos de Pareto (ver sección 2.4.2), caracterizando con esto perfectamente a
las soluciones para ser usadas directamente por el tomador de decisiones.


En la vida real no es sencillo trabajar con problemas que no pueden caracteri-
zarse (o cuya definición es muy compleja) algebraica o anaĺıticamente, que tienen
una región factible geométricamente inusual, o cuyo espacio de búsqueda es de-
masiado grande. Este tipo de complicaciones se extienden con creces al caso de
problemas multi-objetivo resultando en complejidades múltiples. Sin embargo, es-
tas caracteŕısticas que hacen a los problemas “dif́ıciles” de manejar con técnicas


2Un esquema es un patrón de valores de los genes en un cromosoma.
3Un bloque constructor es un grupo pequeño y compacto de genes que han co-evolucionado de


tal forma que su introducción en cualquier cromosoma tiene una alta probabilidad de incrementar
la aptitud de dicho cromosoma.
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clásicas son precisamente la inspiración para el desarrollo de las técnicas evolutivas,
y en efecto, éstas han demostrado salvar dichas dificultades durante la búsqueda.
Como una referencia acerca de las técnicas evolutivas con enfoque multi-objetivo
puede consultarse [12].


2.3.1 La importancia del trabajo en convergencia


Dentro del área de Computación Evolutiva aumentan cada vez más las técnicas
para implementar algoritmos nuevos y mejorar la eficiencia de los existentes. Ha-
blando en términos de la optimización multi-objetivo, los investigadores avanzan
para adaptar a esta rama las ventajas de las técnicas evolutivas. Sin embargo,
paralelamente a estos esfuerzos debe trabajarse en la justificación teórica del fun-
cionamiento de estas técnicas dentro del área. Esto no sólo es necesario para darle
un carácter “formal” a los trabajos, sino también para poder comprender mejor las
mismas técnicas que se han diseñado y generar ideas para implementar mejoras, a
la par de desarrollar nuevas propuestas.


Dentro del desarrollo de cualquier teoŕıa que justifique un método computacio-
nal es de suma importancia establecer las bases de lo que significa la convergencia
de la técnica (algoritmo, procedimiento etc.). En el área de optimización siempre
se han estudiado las condiciones para que un problema tenga solución y para que
ésta sea hallada por un algoritmo determinado.


Por éstas y otras razones, estudiar la convergencia para las técnicas evolutivas
se vuelve fundamental, pues sostiene la validez de las conclusiones del trabajo
realizado en el área y puede dar ideas acerca de nuevos caminos a seguir; además,
sin una teoŕıa de convergencia de las técnicas evolutivas espećıfica para problemas
multi-objetivo, no se puede aplicar al máximo la maquinaria lógica existente para
la formalización de sus resultados, aunado a que los conceptos desarrollados en
otros aspectos teóricos, como pueden ser el manejos de preferencias o el estudio de
métricas, no podŕıan explotarse al máximo.


Contribuir al estudio de los fundamentos teóricos en el área de la computación
ayuda a entender mejor hacia dónde nos llevan los procedimientos que implemen-
tamos, y nos da ideas para desarrollar mejoras y/o buscar nuevas alternativas.
Dentro de la optimización evolutiva multi-objetivo se requiere de un mayor es-
fuerzo en cuanto al desarrollo teórico por ser un área relativamente nueva y en la
cual su origen (la computación evolutiva) se sustenta en principios eminentemente
emṕıricos.
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2.3.2 Estudios actuales sobre convergencia de AE’s en pro-
blemas multi-objetivo


Por ahora los esfuerzos para el desarrollo de la teoŕıa de convergencia de algoritmos
evolutivos en problemas multi-objetivo se han enfocado al estudio, desde el punto
de vista de los procesos estocásticos, del comportamiento en el ĺımite asintótico
t 7→ ∞ de algoritmos evolutivos genéricos, es decir, sin especificar el efecto que
los operadores de cruza, recombinación y mutación tienen en la convergencia. De
esta manera, se han podido modelar los algoritmos evolutivos a través de la teoŕıa
de probabilidad para aplicar posteriormente los teoremas de convergencia en el
tiempo, con los que estas teoŕıas matemáticas cuentan desde hace varias décadas.


Dos enfoques principales han surgido, uno analizando espacios de búsqueda
discretos bajo el cual se encuentran principalmente trabajos de los investigadores
Günter Rudolph [48, 52] y David Van Veldhuizen [60]. El otro enfoque se da para
los espacios de búsqueda continuos y existen trabajos también de Günter Rudolph
[49] y Thomas Hanne [25].


2.4 Jerarquización de Pareto


Dentro de un algoritmo evolutivo (AE) se ejecuta un proceso de selección de indi-
viduos antes de la aplicación del operador de cruza. La mayor parte del tiempo se
trata de seleccionar a los más aptos. La aptitud de cada individuo está estrecha-
mente relacionada con la manera en que el individuo cumple la función objetivo;
basados en dicha aptitud, se puede establecer un orden entre la población que
indique qué individuo se prefiere sobre otro por representar una mejor solución al
problema. En el ámbito de la optimización multi-objetivo y con el fin de aplicar la
selección de individuos se tiene que decidir un cierto esquema de mejoŕıa de una
solución sobre otra, es decir cuáles se elegirán para la cruza por ser más aptas; a
esta relación de mejoŕıa de un individuo sobre otro es a lo que llamaremos Esquema
de Dominación.


La definición de un Esquema de Dominación se basa principalmente en que
la solución de un problema multi-objetivo no es única y por lo tanto el tomador
de decisiones debe elegir de entre una gama de posibles soluciones que no se pue-
den mejorar entre śı, es decir que no se dominan, la que mejor convenga a sus
necesidades. Si el algoritmo evolutivo basa su mecanismo de selección en dicho
esquema de dominación entonces dará como resultado un conjunto de soluciones
razonablemente buenas para elegir de entre ellas.







2.4 Jerarquización de Pareto 29


2.4.1 Esquema de dominación


Dentro del campo de los números reales se encuentra definido el orden ≤ de manera
natural. Para Rn podemos extender el concepto mediante la siguiente definición


Definición 2.4.1 Dados x, y vectores en Rn :


x ≤ y si y sólo si xk ≤ yk para todo k ∈ {1, . . . n}.
y


x < y si y sólo si x ≤ y y x 6= y.


2.4.2 Frente de Pareto


Una opción común a usarse como relación de dominación es la conocida dominación
de Pareto definida a continuación:


Definición 2.4.2 Dado el problema multi-objetivo


Minimizar: f(x)


donde
f : F ⊆ Rn −→ Rq, q ≥ 2


con A ⊆ F la región factible. Decimos que un vector x∗ ∈ A es no dominado o
un óptimo de Pareto si no existe un vector x ∈ A tal que


f(x) < f(x∗).


Aśı, la respuesta al problema de hallar las mejores soluciones (las soluciones no
dominadas, como quiera que se defina la dominación dentro de la técnica) en un
problema multi-objetivo es a lo que llamaremos el conjunto solución del problema.


El conjunto de valores de la función objetivo con dominio restringido a los
vectores del conjunto solución (es decir, los vectores no dominados) es lo que co-
noceremos como frente de Pareto (ver [26]). El concepto de frente de Pareto fue
introducido en el siglo XIX por el economista italiano Vilfredo Pareto y se ha
utilizado en el estudio de problemas multi-objetivo con técnicas clásicas de Inves-
tigación de Operaciones. En general y sobre todo para problemas de la vida real
no es sencillo hallar el frente de Pareto de manera anaĺıtica (y en la mayoŕıa de los
casos es imposible).


Un concepto ı́ntimamente relacionado con el Frente de Pareto es el de óptimo
de Pareto. Tanto el óptimo de Pareto como el Frente de Pareto son el marco sobre
el que se trabajaŕıa dentro de la toma de decisiones multicriterio.
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Figura 2.2: a) Los ejes coordenados y la recta mostrada determinan la región
factible del problema, b) La linea punteada, en el espacio de las funciones objetivo,
representa el frente de Pareto.


Definición 2.4.3 El conjunto E(A, f) de soluciones de Pareto eficientes (también
conocido como conjunto de óptimos de Pareto) se define de la manera siguiente:


E(A, f) := {a ∈ A :6 ∃b ∈ A que cumpla con f(b) < f(a)}.


Es decir, el conjunto de todos los vectores no dominados bajo el esquema de Pareto.


En resumen, el conjunto de óptimos de Pareto es el espacio solución del pro-
blema y el Frente de Pareto es su imagen con respecto a la función


f : F ⊆ Rn −→ Rq, q ≥ 2


a optimizar.


Definición 2.4.4 Dado un problema MOP, llamaremos frente de Pareto verdadero
y denotaremos como F∗ al frente de Pareto teórico que cada problema posee en
particular.4,


Llamaremos frente de Pareto conocido y denotaremos como Ft al frente de
Pareto que se desprende5 del algoritmo evolutivo al término de la generación t.


4En la mayoŕıa de los problemas este frente de Pareto teórico no se conoce. En algunos puntos
de la literatura éste se denota como Ftrue.


5En algunos puntos de la literatura el frente de Pareto arrojado al finalizar el AE se denota
como Fknown.
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Para ilustrar el concepto de frente de Pareto damos un ejemplo a continuación.
Ejemplo
Consideremos el problema multi-objetivo


Maximizar f := (f1, f2)


donde


fi(x) 7→ x2
i para i = 1, 2


y se tiene la siguiente región factible (ver figura 2.2 ):


F := {x ∈ R2 : x1 ≥ 0; x2 ≥ 0; x1 + x2 ≤ 5}
El vector (0, 5) es un vector no dominado, al igual que el (5, 0) y otros más.


2.5 Sumario


En este caṕıtulo se presentaron, de manera introducctoria, las ideas básicas de las
técnicas de computación evolutiva dando la motivación para abordar con ellas a los
problemas multi-bjetivo. Se mencionaron varios aspectos acerca de sus aplicaciones
y paradigmas principales, también establecimos los conceptos de óptimo y frente
de Pareto.


En el caṕıtulo siguiente expondremos los conceptos y resultados básicos de
teoŕıa de la probabilidad y procesos estocásticos necesarios para explicar los detalles
de las técnicas matemáticas utilizadas para la demostración de la convergencia del
algoritmo conocido como estrategia evolutiva.
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Caṕıtulo 3


Herramientas básicas


3.1 Espacios de probabilidad


Supongamos que Ω es cualquier conjunto, no necesariamente finito.


3.1.1 Conjuntos medibles y σ−álgebras


Definición 3.1.1 Una familia no vaćıa A de subconjuntos de Ω se dice que es un
álgebra si cumple con:


i. Ac ∈ A para todo subconjunto A ∈ A.


ii. Si cualesquiera A1, A2 pertenecen a A entonces se concluye que A1∪A2 ∈ A.


Decimos que la familia A es una σ−álgebra si cumple con las anteriores propie-
dades (i y ii) y además cumple:


iii.
⋃∞


n=1 An ∈ A siempre que An ∈ A, n ≥ 1.


Utilizando las leyes de De Morgan se deduce que el śımbolo ∪ en (ii) puede
ser reemplazado fácilmente por ∩. Si la condición (ii) es satisfecha, se concluye de
manera inmediata que la familia A es cerrada bajo uniones finitas numerables, es
decir, que para cada entero positivo n se cumple que


n⋃
1


Aj ∈ A siempre que Aj ∈ A , 1 ≤ j ≤ n
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y de igual forma


n⋂
1


Aj ∈ A siempre que Aj ∈ A , 1 ≤ j ≤ n.


Si tomamos An = A2 para todo n ≥ 2 se ve que la condición (iii) implica (ii),
por lo que para que una familia de subconjuntos sea una σ−álgebra sólo son necesa-
rias (i) y (iii). Por estas propiedades se dice que una σ−álgebra es numerablemente
cerrada bajo las operaciones de complemento, unión e intersección. También pue-
de demostrarse de manera sencilla que una σ−álgebra es numerablemente cerrada
bajo la operación de diferencia de conjuntos.


El hecho de que una σ−álgebra es no vaćıa implica que ∅ ∈ A y Ω ∈ A pues:


A ∈ A ⇒ Ac ∈ A ⇒ A ∪ Ac = Ω ∈ A ⇒ Ωc = ∅ ∈ A.


Por lo tanto la mı́nima σ−álgebra que puede construirse es A = {∅, Ω}.
Definición 3.1.2 El conjunto Ω junto con una σ−álgebra F de sus subconjuntos
es a lo que llamaremos un espacio medible, y lo denotaremos por


(Ω,F).


Podemos expresar la recta real como


R = [−∞,∞] = {ω : −∞ ≤ ω ≤ ∞}.
considerando para la comparación a −∞ y ∞ como números reales.


Ahora fijemos nuestra atención en el conjunto


(−∞,∞) = {ω : −∞ < ω < ∞}
al cual llamaremos ĺınea real finita. A los elementos de ésta los referiremos como
números reales finitos.


Para x ∈ R, los conjuntos [−∞, x], (−∞, x), (−∞, x], [−∞, x), [x,∞], (x,∞),
[x,∞) y (x,∞] son intervalos infinitos.


Definición 3.1.3 Llamaremos conjuntos de Borel en R a los elementos de
la σ−álgebra B generada 1 por la colección de los intervalos finitos de la forma
[−∞, x) con x un real finito. El espacio medible (R,B) es llamado la ĺınea de
Borel, o espacio de Borel 1−dimensional.


1La σ−álgebra generada por una colección S de subconjuntos es la intersección de todas las
σ−álgebras que contienen a S, cumple con ser la σ−álgebra mı́nima que a su vez contiene a S.
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Para cualquier intervalo


J ⊂ R
la σ−álgebra generada por la familia de todos los subintervalos de J coincide con
B∩J. Es natural referir dicha σ−álgebra como la familia de subconjuntos de Borel
de J.


Las variables aleatorias juegan un papel importante en el análisis de resultados
dentro de un experimiento; en este trabajo las explotamos fuertemente al modelar
las EE’s. Para definir a las variables aleatorias es necesario introducir algunos de
los siguientes conceptos:


Definición 3.1.4 Sean (Ω1,F1) y (Ω2,F2) espacios medibles, la aplicación


X : Ω1 → Ω2


se dice ser una transformación medible o función F1medible si cumple que


X−1(F2) ⊂ F1.


Definición 3.1.5 Una función medible X del espacio (Ω,F) a la ĺınea de Borel
(R,B) es llamada función medible real en (Ω,F).


Dado que B es la σ−álgebra generada por la colección de intervalos


[−∞, x),−∞ < x < ∞, ó (x,∞],−∞ < x < ∞


se sigue del lema 1 en [10] que con valores reales X en Ω es medible si y sólo si
para cada valor finito real x se tiene


{w : X(w) < x} ∈ F ó {w : X(w) > x} ∈ F , x ∈ (−∞,∞).


En el caso especial de una transformación medible f de la ĺınea de Borel (R,B)
a śı misma, referiremos a f como una función Borel o una función Borel-
medible. Dado que cada conjunto abierto en (−∞,∞) es una unión numerable
de intervalos abiertos, y cada intervalo abierto es un conjunto de Borel, cualquier
función continua en (−∞,∞) es una función Borel. Aśı, cualquier función real
en [−∞,∞] con rango [−∞,∞] la cual es continua en (−∞,∞) es siempre una
función Borel.
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3.1.2 Funciones aditivas y espacio de probabilidad


Sea Ω un conjunto y A una familia de subconjuntos de Ω con A 6= ∅. Una función
en A es una función con valores reales definida sobre los elementos de A.


Si A ⊂ Ω y A =
⋃m


n=1 An con {An, n = 1, . . . , m} subconjuntos disjuntos a
pares de A, ésta es llamada una partición de A en A. Si A ⊂ Ω y A =


⋃∞
n=1 An


con {An, n = 1, 2, . . .} subconjuntos disjuntos a pares de A, ésta es llamada una
σ−partición de A en A.


Definición 3.1.6 La función µ se dice ser σ−aditiva o numerablemente adi-
tiva si para cualquier A ∈ A y cualquier σ−partición{An, n = 1, 2, . . .} de A en
A en la que


∑
µ(An) está definida, se cumple:


µ(A) =
∞∑


n=1


µ(An).


Definición 3.1.7 Una función σ−aditiva no negativa µ en la familia A donde
∅ ∈ A se dice una medida si


µ(∅) = 0.


En el caso de una σ−álgebra F se puede demostrar de su definición que siempre
se tiene la contención ∅ ∈ F .


Definición 3.1.8 Sea A un álgebra de subconjuntos de Ω. Una función µ =
µ(A), A ∈ A, en A que toma valores en [0,∞], es llamada una medida fini-
tamente aditiva definida sobre A si


µ(A ∪B) = µ(A) + µ(B)


para cada par de conjuntos disjuntos A,B ∈ A.
Una medida finitamente aditiva µ con µ(Ω) < ∞ se dice ser finita. Si µ(Ω) = 1


se dice que es una medida de probabilidad finitamente aditiva, o simplemente una
probabilidad finitamente aditiva.


Definición 3.1.9 Una terna (Ω,F , µ) donde µ es una medida en la σ−álgebra F
de subconjuntos de Ω es llamada un espacio de medida.


Un espacio de Probabilidad es un espacio de medida (Ω,F , P ) tal que


P (Ω) = 1.
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Se sigue de la definición de σ−aditividad que una medida µ de un álgebra A
es monótona, ésto es


µ{A1} ≤ µ{A2} siempre que A1 ⊂ A2, A1, A2 ∈ A


Dentro de un espacio de probabilidad (Ω,F , P ) los conjuntos A ∈ F son llama-
dos eventos y al valor real que toma P (A) se le llama la probabilidad del evento
A. Dado que P por ser una medida es monótona se tiene que


0 = P{∅} ≤ P{A} ≤ P{Ω} = 1


El conjunto de referencia Ω normalmente es llamado espacio muestra. Desde
el punto de vista de la probabilidad, un evento es sólo un subconjunto del espacio
muestra. Desde el punto de vista práctico, decimos que un evento “ocurre” si el
resultado de un experimento alatorio está contenido en él


Ejemplo 3.1.10 Supongamos el experimento aleatorio que consiste de lanzar un
dado. El conjunto Ω = {1, 2, 3, 4, 5, 6} es el espacio muestra donde cada número
representa que el dado muestra 1 , 2 , 3, 4, 5 ó 6 puntos respectivamente en su
cara superior. Si A = {2, 3, 5}, entonces A es el evento que representa obtener con
el dado un número primo, mientras que el evento B = {1, 3, 5} representa obtener
con el dado un número impar.


Ejemplo 3.1.11 Supongamos T el experimento aleatorio que consiste en deter-
minar el número de generación (iteración) en que el algoritmo de la EE genera a
un descendiente espećıfico h. El espacio muestral está dado por Ω = {1, 2, . . . , N}
donde N es el número máximo de generaciones que se ejecuta el algoritmo.


La ocurrencia del evento A = {1, 2, . . . , bN
10
c}, con respecto a T, representa que


h se generó en menos del 10% del tiempo total propuesto.


Los eventos que tienen probabilidad cero son llamados eventos imposibles.
A los subconjuntos que se les asocia la probabilidad uno se les llama eventos
seguros.


3.1.3 Variables aleatorias


Definición 3.1.12 Sean (Ω,F , P ) un espacio de probabilidad y (Ψ,G) un espacio
medible. Una función medible ξ = ξ(w) de (Ω,F , P ) a (Ψ,G) se referirá como
variable aleatoria.
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Supongamos (Ω,F) un espacio medible, y sea (R,B) la ĺınea de Borel.


Definición 3.1.13 Una función real X = X(w) definida en (Ω,F) se dice ser
una variable aleatoria real si y sólo si X es una función F−medible real, es decir
del espacio (Ω,F) a la ĺınea de Borel (R,B).


Ejemplo El ejemplo más simple de una variable aleatoria es el indicador IA(w)
de un conjunto arbitrario A ∈ F definida por


IA(w) =


{
1 si w ∈ A
0 en otro caso.


Vectores aleatorios


Definición 3.1.14 Un vector aleatorio de dimensión n


X = (X1, X2, . . . , Xn),


es aquel en el cual cada una de sus componentes X1, X2, . . . , Xn son variables alea-
torias sobre el mismo espacio de probabilidad (Ω,F , P ) con imagen en un mismo
espacio numérico Ω′


3.2 Funciones de distribución


Sea (Ω,F , P ) un espacio de probabilidad y X una variable aleatoria del espacio
(Ω,F , P ) a (Ω′,F ′).


Definición 3.2.1 La función FX : F → [0, 1] ⊂ R definida por


FX(A′) := P ( X−1(A′) ) para todo A′ ∈ F ′


es llamada la función de distribución de probabilidad de X.


La función FX es de hecho una medida de probabilidad para el espacio (Ω′,F ′),
por lo que a (Ω′,F ′, FX) se le llama espacio de probabilidad inducido por X.


Definición 3.2.2 Sea X = (X1, X2, . . . , Xn) un vector aleatorio. La función


fX : Rn → [0, 1] definida para v = (v1, v2, . . . , vn) como
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FX(v) := FX1,X2,...,Xn(v1, v2, . . . , vn)


:= FX1,X2,...,Xn(X1 ≤ v1, X2 ≤ v2, . . . , Xn ≤ vn)


:= P {∪n
i=1{w ∈ Ω : Xi(w) ≤ vi}}


es llamada la función de distribución de probabilidad combinada para el
vector aleatorio X.


Definición 3.2.3 Sean X1, X2, . . . , Xn variables aleatorias, todas ellas sobre un
mismo espacio de probabilidad (Ω,F , P ), se dicen ser variables aleatorias in-
dependientes si y sólo si cumplen:


FX1,X2,...,Xn(v1, v2, . . . , vn) = Πn
i=1FXi


(vi).


Los vectores aleatorios se clasifican principalmente en dos tipos:


Definición 3.2.4 (a) Un vector aleatorio X se dice ser discreto, si el conjunto
de valores S, que pueden ser alcanzados por X con probabilidad positiva es a
lo más numerable. El conjunto S es llamado en este caso el soporte de un
vector aleatorio discreto.


(b) Un vector aleatorio X se dice ser continuo si existe una función no negativa
fX (t1, . . . , tn), tal que para cualquier vector v = (v1, . . . vn) ∈ Rn es válida la
relación


FX(v) =


∫ v1


−∞
· · ·


∫ vn


−∞
fX (t1, . . . , tn) dtn · · · t1.


Entonces la función fX es llamada la función de densidad de probabilidad
de un vector aleatorio X, y el conjunto


S = {v ∈ Rn : fx(v) > 0}
es llamado el soporte de un vector aleatorio continuo.


3.3 Esperanza condicional


Definición 3.3.1 Sea g(·) una función medible evaluada en los reales, y sea X
una variable aleatoria discreta con valores en el conjunto {x1, x2, . . .}. Si


∑
i


|g(xi)|P{X = xi} < ∞
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entonces definimos la esperanza de la variable aleatoria discreta g(X) como


E [g(X)] :=
∑


i


|g(xi)|P{X = xi}.


Si X es una variable aleatoria continua con función de densidad fX y


∫ ∞


−∞
|g(xi)| fX(x)dx < ∞


entonces definimos la esperanza de la variable aleatoria g(X) como


E [g(X)] :=


∫ ∞


−∞
|g(xi)| fX(x)dx.


Si g(x) = x entonces E[X] es llamada simplemente la esperanza de X. Si g(x) =
xk entonces E[Xk] es llamada el k−ésimo momento de X.


Proposición 3.3.2 Sean X y Y dos variables aleatorias y, sean a, b constantes.
Entonces:


a) E[a] = a


b) E[aX + b] = aE[X] + b


c) E[X + Y ] = E[X] + E[Y ]


d) E[X] ≤ E[Y ] si X ≤ Y excepto a lo más en un conjunto con probabilidad
cero.


e) (Desigualdad de Markov) Si X ≥ 0 excepto a lo más en un conjunto con
probabilidad cero, entonces E[X] ≥ 0 y para cualquier ε ∈ (0,∞)


P{X > ε} ≤ e−1E[X].


f) Si X y Y son independientes, entonces E[X · Y ] = E[X] · E[Y ].


Demostración: Ver [10] y [47]
El operador esperanza puede extenderse para vectores de manera natural:
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Definición 3.3.3 El vector esperanza de un vector aleatorio


X = (X1, X2, . . . , Xn)T


está dado por
E[X] = (E[X1], E[X2], . . . , E[Xn])T .


Definición 3.3.4 Sea X una variable aleatoria F−medible tal que E[X] < ∞ y
sea G una sub−σ− álgebra de F . Entonces la variable aleatoria G−medible definida
como


Y := E[X|G]


que satisface ∫


G


Y dP =


∫


G


XdP


para todo G ∈ G es llamada la esperanza condicional de X relativa a G.


A partir de la esperanza condicional puede definirse la probabilidad condi-
cional de X relativo a G como :


P{G| G} := E[1G| G].


Si X1, . . . , Xn es una familia de variables aleatorias las cuales generan la σ−álgebra


F = σ(X1, . . . , Xn)


regularmente se escribe E[X|X1, . . . , Xn] en lugar de E[X| F ].


3.4 Modelos estocásticos


Hablando en términos de variables aleatorias y sus esperanzas existen varias pro-
piedades de convergencia que, para ser analizadas a fondo requieren el estudio de
ciertas relaciones entre las mismas variables aleatorias. El estudio de estas relacio-
nes y sus consecuencias puede ubicarse dentro del área de procesos estocásticos. Los
modelos estocásticos son usados para estudiar cómo se comportan los fenómenos
compuestos por flujos de eventos en el tiempo, especialmente aquellos que exhiben
caracteŕısticas variables, es decir variables aleatorias.


Definición 3.4.1 Un proceso estocástico X• = {Xt} con t ∈ T , con conjunto
de ı́ndices T, se define como una familia de variables aleatorias discretas de un
espacio de probabilidad (Ω,F , P ) a un espacio medible (Ω′,B).
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Si el conjunto T de ı́ndices es igual a N0 se dice que tenemos un proceso es-
tocástico discreto en el tiempo. El espacio imagen Ω′ de X• = {Xt}, con t ∈ T ,
es llamado el espacio de estados del proceso.


3.4.1 Cadenas de Markov finitas


Las cadenas de Markov, al igual que las caminatas aleatorias son un proceso dis-
creto en el tiempo


Dentro de un conjunto finito de estados (espacio de estados de un proceso
estocástico), las cadenas de Markov son una herramienta que mediante la repre-
sentación matricial nos da elementos para modelar los cambios de un estado a
otro.


Supongamos que se tiene A, un conjunto finito numerado de 1 a n. Una cadena
de Markov describe una trayectoria probabiĺıstica dentro del conjunto de estados
A. Las probabilidades de que se de una transición del estado i ∈ A al estado j ∈ A
se denotan por pij(t) para todos i, j ∈ A.


Si pij(t) = pij(s) para todos t, s ∈ T entonces la cadena de Markov relacio-
nada se dice ser una cadena de Markov homogénea. Dado que A es finito, las
probabilidades de transición pueden agruparse en la matriz de transición


P = (pij)i,j∈S.


Definición 3.4.2 Si S es un conjunto finito y


{Xt : t ∈ N0}
es una S variable aleatoria con la propiedad de que


P{Xt+1 = j|Xt = i,Xit−1 = t− 1, . . . , X0 = i0}
= P{Xt+1 = j|Xt = i} = pij


Para todo t ≥ 0 y para cualquier pareja (i, j) ∈ A× A entonces la sucesión


{Xt : t ∈ N0}
es llamada una cadena de Markov finita homogénea del espacio de estados S.


Lema 3.4.3 Una cadena de Markov homogénea con espacio de estados finito y
matriz de transición irreducible (propiedad definida en la siguiente sección) visita
cada estado una infinidad de veces con probabilidad uno de manera independiente
a la distribucion inicial.


Demostración: Ver [31] pág. 89.
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3.4.2 Análisis en mono-objetivo de algoritmos genéticos
con cadenas de Markov


Con el fin de ejemplificar el uso de procesos de Markov en el análisis de algorit-
mos evolutivos hablaremos en esta sección acerca de los algoritmos genéticos y su
modelo estócastico mono-objetivo. Este enfoque de cadenas de Markov para AG’s
ha sido estudiado ampliamente por autores como G. Rudolph [45] [47], Michael D.
vose [40] y L. Aarts [16]. Como un primer acercamiento a modelar los algoritmos
genéticos como procesos estocásticos, daremos una breve descripción de la carac-
terización de los estados del proceso y sus probabilidades de transición.


El vector π(t) con πi(t) = P{Xt = i} denota la distribución de la cadena de
Markov en el paso t ≥ 0 y P t representa el producto t veces de la matŕız P consigo
misma, entonces


π(t) = π(t− 1)P = π(0)P t


para todo t ≥ 1, por lo que una cadena de Markov finita homogénea está com-
pletamente especificada por su distribución inicial π(0) y su matriz de transición
P.


Las probabilidades de transición en el k−ésimo paso son:


pij(k) = P{Xk = j|X0 = i} = eiP
ke′j,


donde ei es el i−ésimo vector unitario tal que


πj(t) =
∑
i∈S


πi(0) · pij(t).


Debido a que las cadenas de Markov están determinadas por sus matrices de
transición, es de gran utilidad clasificarlas para simplificar los resultados.


Matrices de transición


Una matriz M : n×m se dice que es no negativa si pij ≥ 0 y positiva si pij > 0
para todos i = 1, 2, . . . , n y j = 1, 2, . . . , m.


Una matriz no negativa se dice ser estocástica si la suma de cada renglón es
exactamente 1. Esto nos lleva a que las matrices de transición son estocásticas.
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Una matriz estocástica P es irreducible si


∀i, j ∈ S : ∃k ∈ N que cumple pij(k) > 0.


Una matriz estocástica P es primitiva si


∃k ∈ N : ∀i, j ∈ S se cumple pij(k) > 0.


A las cadenas de Markov con matriz de transición irreducible (positiva, etc.) se
les llama cadenas de Markov irreducibles (positivas, etc.).


En [45], Günter Rudolph muestra cómo modelar el algoritmo genético simple
(en mono-objetivo) a través de cadenas de Markov para después aplicar teoremas de
convergencia ya establecidos en la teoŕıa de procesos estocásticos. Primeramente,
muestra que dado que los estados en el algoritmo genético simple dependen sólo
de los genes de los individuos pertenecientes a la población, el espacio de estados
se define como A := {0, 1}n·l donde, n denota el tamaño de la población, y l
la longitud del cromosoma de cada individuo. Luego, la matriz de transición de
probabilidades P que representa al algoritmo genético simple puede representarse
como el producto de tres matrices estocásticas P = C ·M ·S que representan a los
operadores de cruza, mutación y selección respectivamente.


El operador de cruza puede ser representado como una función aleatoria cuyo
dominio y rango es A; esto es, que cada estado de A se transforma de manera
probabiĺıstica en otro estado de A. Normalmente se aplica con una probabilidad
pc ∈ [0, 1] por lo que C es una matriz estocástica.


Dado que el operador de mutación se aplica de manera independiente a cada
“gen” (bit) en la población, la probabilidad de que el estado i se convierta en el
estado j después de la mutación está dado por


P{i 7→ j} := pHij
m (1− Pm)N−Hij > 0 para todos i, j ∈ A


donde Hij es la distancia de Hamming entre la representación binaria del estado
i y el estado j. De lo anterior se ve que la matriz M es una matriz positiva.


Cuando utilizamos selección proporcional, la población de la siguiente genera-
ción será determinada por n experimentos aleatorios independientes. La proba-
bilidad, en cada experimento, de que el individuo bi sea seleccionado de la tupla
(b1, b2, . . . , bn) para pertenecer a la siguiente generación está dada por:


P{bi es seleccionado} =
f(bi)∑n


j=1 f(bj)
> 0.
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En [19] David Fogel analiza las propiedades asintóticas presentando también
algunos experimentos y en [1] A. Agapie analiza condiciones mı́nimas para la con-
vergencia.


3.5 Definiciones de convergencia


La convergencia es una propiedad que se asocia tanto a sucesiones como a funcio-
nes y nos garantiza la existencia de puntos o conjuntos a los cuales nuestros entes
en estudio se aproximan después de un número infinito de términos. Cuando se
trabaja con secuencias de variables aleatorias, ya que éstas están definidas sobre
un espacio de probabilidad, debe tomarse en cuenta para la definición de conver-
gencia la propia medida de probabilidad. A continuación definiremos cuáles son
los principales tipos de convergencia estocástica que utilizaremos en este trabajo.


Definición 3.5.1 Sea X una variable aleatoria y (Xn) una sucesión de variables
aleatorias definida sobre un espacio de probabilidad (Ω,F , P ). Se dice que (Xn)
converge con probabilidad 1 (c.p.1) o de manera casi segura (c.s) a X, lo
que se denota como Xn


c.s−→ X, si


P
(


lim
n→∞


|Xn −X| = 0
)


= 1;


o de manera expĺıcita


P
({


w : lim
n→∞


Xn(w) = X(w)
})


= 1.


El sentido de la convergencia con probabilidad 1 es equivalente a decir que la
propiedad se cumple para casi todos los eventos, excepto un conjunto de ellos el
cual tiene probabilidad cero. Este concepto es análogo al del análisis clásico para
propiedades de continuidad o derivabilidad excepto en un conjunto de medida (de
Lebesgue) cero.


Otros sentidos de convergencia se definen enseguida:


Definición 3.5.2 Sea X una variable aleatoria y (Xn) una sucesión de variables
aleatorias definida sobre un espacio de probabilidad (Ω,F , P ). Se dice que (Xn) :


a) Converge en promedio a X, lo cual se denota como Xn
prom−→ X, si


lim
n→∞


E[ |Xn −X| ] = 0.
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b) Converge completamente a X, lo cual se denota como Xn
comp−→ X, si para


cualquier ε > 0


lim
n→∞


n∑
i=1


P{ |Xi −X| > ε} < ∞.


c) Converge en probabilidad a X, lo cual se denota como Xn
P−→ X, si para


cualquier ε > 0


lim
n→∞


P{ |Xn −X| < ε} = 1,


o equivalentemente que


lim
n→∞


P{ |Xn −X| ≥ ε} = 0.


Decir que tenemos convergencia completa es más general que decir que tenemos
convergencia casi segura, la cual a su vez es más general que la convergencia en
probabilidad. Por otra parte, la convergencia en promedio es también más general
que la convergencia en probabilidad.


3.5.1 Convergencia de un algoritmo evolutivo multi-objetivo


Para el caso de los algoritmos evolutivos la convergencia va a representar qué tanto,
conforme el número de iteraciones (generaciones) crece, la sucesión de soluciones
que el algoritmo arroja se aproxima al verdadero óptimo global. En el caso de
problemas multi-objetivo, queremos medir qué tanto el conjunto de elementos no
dominados que arroja el algoritmo se acerca en cada iteración al verdadero frente
de Pareto. Para poder hacer estimaciones es necesario primero definir una métrica,
que en el caso de multi-objetivo, nos represente la cercańıa entre dos conjuntos.


Definición 3.5.3 Una norma en Rl se define como una aplicación ||·|| : Rl → R+


que cumple con las tres propiedades siguientes:


||x|| = 0 si y sólo si x = 0,


||αx|| = |α| ||x||,


||x + y|| ≤ ||x|| + ||y||.


con x, y ∈ Rl y α ∈ R.
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Definición 3.5.4 Una métrica d en X se define como una función


d : X ×X → R


que cumple con las cuatro propiedades siguientes:


d(x, y) ≥ 0 para todos x, y ∈ X,


d(x, y) = 0 si y sólo si x = y para todos x, y ∈ X,


d(x, y) = d(y, x) para todos x, y ∈ X,


d(x, z) ≤ d(x, y) + d(y, z) para todos x, y ∈ X.


Claramente la aplicación ψ : Rl × Rl → R+ definida como


ψ(x, y) = ||x− y||
es una métrica en Rl.


Si A y B son subconjuntos de un conjunto X, entonces puede probarse que


d(A,B) = |A ∪B| − |A ∩B|
es una métrica del conjunto potencia de X.


La medida δB(A) = |A| − |A∩B| cuenta el número de elementos que hay en A
pero no en B.


Definición 3.5.5 (ver definición 2.4.4)


(a) Se dice que el algoritmo evolutivo converge con probabilidad 1 al conjunto
de elementos minimales si


δF∗(Ft) → 0 con probabilidad 1 cuando t →∞.


(b) Sea At la población de algún algoritmo evolutivo en la iteración t ≥ 0 y
Ft := f(At) su imagen asociada. Se dice que el algoritmo evolutivo converge
con probabilidad 1 al conjunto completo de elementos minimales si


d(Ft,F∗) → 0 con probabilidad 1 cuando t →∞


(c) Se dice que la población At de un algoritmo evolutivo converge en la iteración
t0 si


At0 ⊆ F∗.
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3.6 Sumario


En este caṕıtulo se presentaron los conceptos y resultados básicos de teoŕıa de
la probabilidad y procesos estocásticos necesarios para explicar los detalles de las
técnicas matemáticas utilizadas en los caṕitulos 5 y 6. Se establecieron también
las definiciones de convergencia adoptadas en este trabajo.


En el siguiente caṕıtulo entraremos en materia definiendo las carácteristicas y
operadores de la estrategia evolutiva multi-objetivo.







Caṕıtulo 4


Estrategias Evolutivas
Multi-objetivo


A continuación expondremos los aspectos caracteŕısticos de las Estrategias Evolu-
tivas (EE), retomando la sección 2.2.1, y esclareciendo el lenguaje que las describe
tanto en su forma original como en sus variantes multimiembro. Dentro de este
caṕıtulo analizaremos la adaptación de las Estrategias Evolutivas para el caso mul-
tiobjetivo; se tiene como segundo objetivo describir diversos aspectos referentes a
sus operadores con el objeto de modelarlos estocásticamente.


A lo largo de este caṕıtulo, al referirnos a optimización multi-objetivo, estare-
mos hablando del caso de minimización simultánea de todas las funciones objetivo
de un MOP.


4.1 La estrategia (µ +, λ) multi-objetivo


Tomemos una definición más general del problema multi-objetivo, esto es, reem-
plazando R (en la definición 1.2.1) del contra-domino por cualquier conjunto K
que posea un orden total (ver definición 1.2.5), por ejemplo K = N, K = Q ó
K = Z; y reemplazando también R del dominio por cualquier conjunto K1 sin
mayores restricciones que tener determinada una región factible A ⊆ Kn


1 .


Sea entonces la función a minimizar:
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f : A −→ Km


(x1, . . . , xn) 7→ (f1(x1), . . . , fm(xn)).


Extendamos también, a Kn, la definición de orden (parcial) dada en 2.4.1 al
igual que el concepto de no dominación de Pareto dado, para los reales, en 2.4.2.
Decimos entonces, que para x, y ∈ A con x 6= y, x tiene mejor aptitud que y o
que x es más apto que y si f(x) domina a f(y), es decir


f(x) < f(y).


La solución a este problema de minimización multi-objetivo consiste en hallar
un conjunto


X ⊆ A


tal que todos los elementos en f(X) sean no dominados dentro de Km. Equiva-
lentemente, el problema se reduce a encontrar la anticadena correspondiente al
conjunto de elementos minimales de Km con respecto a la relación ≤, dado que
ésta coincide con el frente de Pareto del problema.


Definición 4.1.1 Sea f : A −→ (Km,¹) una aplicación, entonces, para algún
subconjunto B ∈ A definimos el conjunto


Mf (B,¹) := {b ∈ B : f(b) ∈M(f(B),¹)}.


En el caso de la EE tenemos queMf (X,¹) coincide con el conjunto de óptimos
de Pareto.


Un individuo en la EE mono-objetivo consiste de una tupla ~x = (x1, . . . , xn)
y un conjunto S ⊆ Rm de parámetros “evolucionables”, llamados endógenos en
la literatura de EE mono-objetivo[8]. Cada individuo tiene asociado el valor de
la función f(x) que determinará la jerarqúıa de su aptitud al compararse con
otros individuos. El conjunto de parámetros S es utilizado para el proceso de
auto-adaptación (ver sección 6.3) caracteŕıstico de las EE’s y la Programación
Evolutiva.


En este estudio, utilizaremos como parámetro endógeno solamante a la desvia-
ción estándar en la mutación, es decir, S = σ. En la EE mono-objetivo el parámetro
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σ es fijo, aunque para la EE de dos miembros se actualiza el valor de σ cada de-
terminado número de generaciones (regularmente es a cada 20 generaciones) de
acuerdo con la regla de auto-adaptación de Schwefel (ver sección 4.4).


Para la EE multi-objetivo, proponemos una regla de auto-daptación en la sec-
ción 6.3 que actualiza los parametros endógenos a cada generación. Para aplicar
la auto-adaptación, propuesta en el caṕıtulo 6.3, se debe considerar σ como vector
en Rn


+ donde n es el número de variables en el problema multi-objetivo. Recorde-
mos que los parámetros endógenos forman parte del cromosoma de cada individuo
por lo que son operados en la recombinación, pero dado que son usados para la
auto-adaptación a cada generación, no se afectan por la mutación ni intervienen
dentro del cálculo de la aptitud de supervivencia del individuo.


Aśı, el cromosoma de un individuo a~x para la EE multi-objetivo está com-
pletamente definido por la pareja


( ~x , ~σ )


y dados los individuos


a~x = ( ~x , ~σ ) y a~y = ( ~y , ~σ )


con


a~x , a~y ∈ A = A× Rn
+,


se dice que a~x es más apto que a~y si sus cadenas de genes x , y ∈ A cumplen que
x es más apto que y. Al conjunto A = A × Rn


+ lo llamaremos espacio de estados
de los individuos de la población.


Una población en EE’s está constituida por dos conjuntos de individuos, el
conjunto de los padres con µ elementos y el conjunto de los descendientes (o hijos)
con λ elementos. Se dice en este caso que la población es de tamaño (µ +, λ).


Los parámetros µ y λ son fijos1 en la EE original, puesto que no cambian du-
rante el ciclo evolutivo; sin embargo en algunas variantes de la EE mono-objetivo,
presentadas en [44] y [27], pueden también “evolucionarse”. En el Caṕıtulo 6 ex-
plicaremos las ventajas y desventajas de mantener fijos estos parámetros como
consecuencia del proceso de selección y la auto-adaptación propuesta para la EE
multi-objetivo.


Las agrupaciones de padres e hijos en la generación t, con µ y λ individuos
respectivamente, se simbolizan por:


1Refiriéndose a esto, Beyer les llama exógenos en [8]
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P (t)
µ := {p(t)


i } = {p(t)
1 , . . . , p(t)


µ } := {a ~x1 , . . . , a ~xµ}
la población de padres en la iteración t de la EE, y


H
(t)
λ := {h(t)


i } = {h(t)
1 , . . . , h


(t)
λ } := {a ~y1 , . . . , a ~yλ


}
la población de hijos (descendientes) en la iteración t de la EE.


4.2 Operadores


El paradigma evolutivo propuesto por Charles Darwin se encuentra sustentado en
el principio de variación y selección, el cual, se representa en estrategias evolutivas
a través de los operadores de mutación y selección. A continuación presentaremos
una breve caracterización de los operadores evolutivos en EEsM. En la siguiente
sección analizaremos diversos aspectos de cómo estos operadores contribuyen a la
convergencia hacia el frente de Pareto de la EE en problemas multi-objetivo.


4.2.1 Mutación


Se puede decir que el operador de mutación es la base de la EE, debido a que
produce las variaciones genéticas en los individuos de manera directa. El proceso
de mutación utiliza parámetros que vaŕıan con el tiempo llevando al operador por
un proceso de auto-adaptación.


Durante el proceso, la información genética del individuo, es decir su cadena
cromosómica, muta usando una distribución normal. Esto representa la isotroṕıa
del espacio de búsqueda, lo que quiere decir que en principio no se tiene preferencia
alguna para moverse a un determinado lugar del espacio de búsqueda, y esto se
modela de manera natural con una distribución normal de Gauss.


Dado un padre pi se produce mediante la mutación un hijo hi por medio de la
adición de un vector aleatorio Gaussiano (ruido estocástico aditivo) z. Es decir,


hi = pi + z con z := (z1, . . . , zn)T


donde cada componente de z es estad́ısticamente independiente de los otros com-
ponentes


z := (N(0, σ2
1), . . . , N(0, σ2


n))T .


Claramente la función de densidad del vector aleatorio z está dada por:
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p(z) =
n∏


i=1


p(zi) =
1


(
√


2π)n


1∏n
i=1 σi


· e


�
− 1


2


Pn
i=1


�
zi
σi


�2
�
.


Por analoǵıa con otras estrategias de búsqueda determińıstica, llamaremos longitud
de paso correspondiente a la variable i a cada uno de los σi. Notemos, por último,
que en el caso de la EE muti-objetivo el conjunto de parámetros auto-adaptables
S estará compuesto únicamente por ~σ.


4.2.2 Selección


El operador de selección, dentro del paradigma de la estrategia evolutiva, tiene
como objetivo determinar a cada generación t cuáles individuos sobrevivirán y for-
marán parte del conjunto de padres en la generación t+1. En el caso de estrategias
evolutivas mono-objetivo el proceso de selección es muy simple, ya que se elige de
manera inmediata el conjunto de los µ individuos con los mejores valores de apti-
tud. Cuando se trata con un problema mono-objetivo, el espacio fenot́ıpico es un
conjunto totalmente ordenado, por lo que el proceso de elegir los µ mejores valores
es determinista.


La diferencia entre selección ( µ + λ ) y selección ( µ , λ ) radica en el conjunto
de individuos sobre el cual opera la selección. En el primer caso se puede elegir de
entre la unión P


(t)
µ ∪H


(t)
λ de padres e hijos, y en el segundo caso sólo se elige de entre


la población H
(t)
λ de hijos dando a los padres cero probabilidad de reproducirse por


segunda vez.
En el caso de problemas multi-objetivo el proceso de selección difiere del pro-


puesto originalmente para la estrategia evolutiva, ya que el espacio fenot́ıpico no
cuenta con un orden total y por tanto el proceso no puede llevarse a cabo de
manera directa. En problemas multi-objetivo, la función de aptitud no acomoda
a los individuos como una cadena, sino que solamente puede comparar si éstos se
dominan o no entre śı.


A continuacion describiremos tres posibles procedimientos para implementar el
operador de selección en estrategias evolutivas, para problemas multi-objetivo, en
ambos casos ( µ + λ ) y ( µ , λ ).


Selección elitista de Peschel & Riedel


Este esquema de selección se desprende del algoritmo propuesto por Peschel &
Riedel [41] en 1977, en el cual la población de padres se conforma, a cada genera-
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ción, con todos y cada uno de los elementos minimales del conjunto formado por
la población de padres en la generación anterior y los descendientes de éstos. Aśı,
la nueva generación de padres P


(t+1)
µ será:


P (t+1)
µ = MF( P (t)


µ ∪ H
(t)
λ ,¹ ),


donde MF(·, ·) está definido en 4.1.1.
Claramente al utilizar este esquema de selección se modifica la estrategia evo-


lutiva, de manera que el número de padres en cada generación vaŕıa conforme al
número de elementos minimales de la población, resultante de la unión de padres
e hijos, en esa generación. Lo anterior es una dificultad obvia en términos de la
implementación del algoritmo, pues en teoŕıa el conjunto de elementos minimales
puede ser tan grande como la representación del espacio de búsqueda.


Dominación por torneo binario


A continuación proponemos un método para llevar el proceso de selección de los µ
padres de la EE en MOP ′s. Está basado en la técnica de selección mediante torneo
propuesta por Wetzel en [62] para AG’s en problemas de optimización combinatoria
mono-objetivo. La referiremos como técnica de dominación por torneo binario y
consiste en lo siguiente:


1. Determinar la población C de candidatos de acuerdo al tipo de selección que
se utilizará:


( µ , λ ) −→ C= {c1, . . . cλ} = H
(t)
λ


( µ + λ ) −→ C= {c1, . . . cµ+λ} = P
(t)
µ ∪H


(t)
λ


Cuidar que |C| resulte


un número par.


2. Crear un nuevo conjunto C ′ formado por µ parejas de individuos de C selec-
cionados aleatoriamente.


3. Comparar a los individuos de cada pareja con respecto a la relación de domi-
nación de Pareto. Si los individuos son comparables el individuo que domina
formará parte de la nueva generación de padres P


(t+1)
µ . Si no son compara-


bles, se elige aleatoriamente entre los dos a uno para formar parte de P
(t+1)
µ .


Después de esto se habrán seleccionado los µ nuevos padres de la generación
t + 1.


La técnica propuesta por Wetzel no puede aplicarse aqúı en su versión original
porque supone que se deben seleccionar tantos nuevos padres como candidatos a ser
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seleccionados hay previamente, mientras que aqúı queremos seleccionar a µ padres
de entre |C| candidatos. Originalmente esta técnica tiene dos enfoques, uno deter-
minista y el otro probabiĺıstico. El enfoque determinista no puede trasladarse a
este caso debido a que no necesariamente se compararán todos los individuos de C,
además de que aunque aśı ocurriese, en el paso 3 no necesariamente los individuos
de la pareja son comparables uno con el otro y debe introducirse una probabilidad
para elegir uno o el otro; la única parte que puede verse como “determinista” en
el proceso se da cuando los individuos de una pareja pueden compararse ya que
siempre se rechaza el que es dominado.


La mayoŕıa de los estudios teóricos se han concentrado en las estrategias evo-
lutivas del tipo (1+1)-EE en [43] y [7], (1+λ)-EE y (1, λ)-EE en [55], [7]. Esto es
debido a las complicaciones matemáticas, las cuales presentaremos más adelante,
que surgen en la determinación de las distribuciones poblacionales para hacerlas
consistentes.


4.2.3 Recombinación


En la estrategia evolutiva original se considera únicamente el uso de los operadores
de mutación y selección. Al introducir el operador de recombinación para una
EE se añade un parámetro ρ al conjunto S de parámetros fijos; el parámetro ρ
representa el número de padres que intervienen en el proceso de recombinación
de genes para producir un mismo descendiente. Las EE con este parámetro se
denotan por (µ/ρ +, λ) − EE. El śımbolo +, está relacionado con el operador de
selección usado.


Adicionando el operador de recombinación al principio de variación y selección
se completan los operadores genéticos del ciclo evolutivo (figura 2.1 de la página
22). Aún no se tiene una justificación contundente del porque el operador de re-
combinación es benéfico en el proceso de búsqueda. Existen trabajos que muestran
que la recombinación no incrementa sustancialmente el desarrollo de la técnica [18],
está también la hipótesis de los bloques constructores en AG [24], y para EE se tie-
ne la hipótesis del reparo genético, de la cual se hablará más adelante y se darán
sus fundamentos para multi-objetivo.


Para las EE con valores en los reales (R) o en un subconjunto de ellos (Z,N,Q)
existen dos tipos de recombinación, la recombinación intermedia y la recombinación
dominante/discreta.


Para describir cómo opera la recombinación, supongamos que el operador tra-
bajará sobre una ρ−tupla de vectores (p1, . . . pρ).
Para el caso en que ρ > 2 decimos que se trabaja con una multirecombinación.
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Figura 4.1: En la recombinación intermedia el cromosoma del descendiente es el
centro de gravedad de las coordenadas del conjunto de cromosomas de sus padres.


• Recombinación Intermedia.- El descendiente resultante de la recombinación
es generado vectorialmente como el centro de gravedad de los ρ individuos
padre previamente seleccionados de manera aleatoria


h := < p >ρ :=
1


ρ


ρ∑
i=1


pi.


• ρ−Recombinación Dominante.- Cada una de las componentes i−ésimas del
descendiente de la recombinación h es obtenida seleccionando de manera
aleatoria de entre los ρ individuos padre


h :=
n∑


i=1


(eT
i pmi


)ei con mi := random{1, . . . , ρ}.


El śımbolo ei representa el vector unitario en la i−ésima dirección. El caso
más común de la recombinación dominante es cuando ρ = 2, el cual es
llamado cruza uniforme y utilizado en AG’s.
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Figura 4.2: Cadenas cromosómicas del descendiente y de sus padres en la recom-
binación dominante.


4.3 Kernel de variación


El concepto de Kernel positivo de variación nos ayuda a estudiar el proceso evo-
lutivo y principalmente a garantizar la creación de ciertos elementos espećıficos,
como se verá en la sección 5.1, por medio de los operadores evolutivos.


Definición 4.3.1 Sea ρ, con 1 ≤ ρ ≤ µ, el número de padres que intervienen
para producir un descendiente espećıfico (y, σ) ∈ A×Rm, donde A es el espacio de
búsqueda y {σ1, . . . , σρ} ⊆ R el conjunto de los parámetros para la autoadaptación.
Una función de probabilidad de transición


Py : (A× R)ρ × (A× R) −→ [0, 1]


con la propiedad de que


Py ((x1, σ1), (x2, σ2), . . . , (xρ, σρ); (y, σ)) ≥ δ > 0


se conocerá como kernel de variación positivo.


Para demostrar algunos de los teoremas en el caṕıtulo siguiente será de gran
utilidad la siguiente propiedad:
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Lema 4.3.2 Sea T la variable aleatoria que representa el número de generacio-
nes necesarias para producir, con un kernel de variación positiva, un descendien-
te espećıfico y a partir de una colección arbitraria de padres {x1, x2, . . . xρ} con
y, x1, . . . , xρ ∈ A× R. Entonces:


P [ {T < ∞} ] = 1


Demostración: Retomemos el ejemplo 3.1.11 suponiendo ahora un espacio mues-
tra infinito Ω = {1, . . . ,∞}. Interpretamos P [ {t} | {1, . . . , t− 1}c ] como la proba-
bilidad de que T tome el valor de t dado que no ha tomado ninguno de los valores
entre {1, . . . , t− 1}. Dado que el kernel de variación es positivo se tiene que:


P [ {t} | {1, . . . , t− 1}c] = P [ {t} | {t, . . . ,∞}] ≥ δ > 0. (4.1)


Primero, probaremos por inducción matemática que


P [ {T > t} ] ≤ (1− δ)t. (4.2)


Caso base:
P [ {1} ] = P [ {1} |Ω ] ≥ δ


por la hipótesis 4.1; entonces


P [ {T > 1} ] = P [ T ∈ {2, 3, . . .} ] (4.3)


= P [ {1}c ] (4.4)


≤ 1− δ. (4.5)


Paso inductivo:


P [ {1, . . . , t− 1}c ] = P [ {1, . . . , t}c] − P [ {t + 1} ]


= P [ {1, . . . , t}c] − P [ {t + 1} ∩ {{1, . . . , t} ∪ {1, . . . , t}c}]
= P [{1, . . . , t}c] − P [ ∅ ∪ {{t + 1} ∩ {1, . . . , t}c}]
= P [{1, . . . , t}c] − P [ {t + 1} ∩ {1, . . . , t}c]


= P [{1, . . . , t}c] − P [ {t + 1} | {1, . . . , t}c] P [ {1, . . . , t}c]


= P [{1, . . . , t}c] [1− P [ {t + 1} | {1, . . . , t}c] ] .


Por hipótesis de inducción se tiene que


P [{1, . . . , t}c] ≤ (1− δ)t
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y por la hipótesis 4.1 tenemos


P [ {t + 1} | {1, . . . , t}c] ≤ 1− δ,


aśı que de lo anterior se sigue


P [ {1, . . . , t− 1}c ] ≤ (1− δ)t+1 (4.6)


concluyendo entonces la prueba por inducción de 4.2.
Como una consecuencia inmediata se observa que


P [ {T < ∞} ] = 1− lim
t→∞


P [ {T > t} ]


≥ 1− lim
t→∞


(1− δ)t


= 1.


y en vista de la definición de medida de probabilidad concluimos que


P [ {T < ∞} ] = 1.


Corolario 4.3.3 Sea T la variable aleatoria que representa el número de genera-
ciones necesarias para producir, con un kernel de variación positiva, un descen-
diente espećıfico y a partir de un padre x con x, y ∈ A× R. Entonces:


P [ {T < ∞} ] = 1


Demostración: Inmediata del lema anterior.


4.4 Auto-adaptación de EEs mono-objetivo.


Teóricamente se le llama auto-adaptación al hecho de operar los parámetros endógenos
durante el proceso evolutivo, es decir, que éstos como parte que son del cromoso-
ma intervienen dentro del proceso de recombinación, y mutación de la Estrategia
Evolutiva.


Sin embargo, durante el proceso de “evolucionar” estos parámetros puede ajus-
tarse la longitud de paso (desviación estándar de la mutación) para aśı garantizar
la convergencia del algoritmo.







60 Estrategias Evolutivas Multi-objetivo


En [42], Ingo Rechenberg establece la regla de éxito conocida como regla 1
5


para
la (1 + 1)−EE mono-objetivo y demuestra, para dos problemas en particular, la
convergencia de la técnica hacia el óptimo global.


Los problemas que Rechenberg estudia son conocidos como modelo de esfera
(f1) y modelo de corredor (f2) dados por las funciones:


f1(~x) = c0 + c1 ·
n∑


i=1


(x1 − x∗i )
2 = c0 + c1 · r2,


donde ~x∗ = (x∗1, . . . , x
∗
n) es el mínimo global y r es la distancia euclideana entre ~x


y ~x∗,


f2(~x) = c0 + c1 · x1 con i ∈ {2, . . . , n} :
−b


2
≤ xi ≤ b


2
.


Rechemberg define el factor de convergencia de la técnica como


ϕ =


∫
p(k) · kdk,


donde p(k) representa la probabilidad para una mutación de cubrir cierta distancia
k con respecto al óptimo (para un análisis detallado de esto pueden consultarse
[56, 54]). Los ĺımites de integración dependen de la función objetivo en particular.


Optimizando ϕ para ambos modelos, la esfera y el corredor, se deriva la siguien-
te regla: Para un cierto número de generaciones dentro de la búsqueda del óptimo
se calcula la frecuencia de éxitos, es decir, el cociente del número de mutaciones
exitosas entre el número total de mutaciones dentro del periodo fijo de generaciones;
si este cociente es mayor que 1


5
, aumentar la varianza, en caso contrario disminuirla.


Esto se puede ver dentro del algoritmo como que a cada n generaciones se
modifica σ de acuerdo a:


σ(t) =







σ(t− n) · 1
c
, si ps > 1


5


σ(t− n) · c, si ps < 1
5


σ(t− n), si ps = 1
5


donde ps es la frecuencia relativa de mutaciones existosas y 0.817 ≤ c ≤ 1. Este
valor para c fue derivado de manera teórica, posteriormente, por Schwefel [54].
La regla 1


5
aplica para estrategias evolutivas mono-objetivo sin recombinación ni


mutación del parámetro σ.
Para ambos modelos, esfera y corredor, Schwefel derivó una aproximación de


esta teoŕia para el caso de las estrategias (µ+λ) y (µ, λ) ([54] pág. 142-145). La idea
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básica que Schwefel utiliza es estudiar el promedio de los µ mejores individuos que
forman la siguiente generación, donde cada descendiente cubre una cierta distancia
k; siendo pν(k) la probabilidad de que los ν−ésimos mejores descendientes cubran
la distancia k, la probabilidad correspondiente al promedio de los µ mejores es


p(k) =
1


µ


µ∑
ν=1


pν(k).


4.5 Sumario


En este caṕıtulo se definieron los operadores y caracteŕısticas espećıficos de la es-
trategia evolutiva como paradigma de la computación evolutiva multi-objetivo. Se
estableció el concepto de “kernel de variación”, el cual nos ayudará a continua-
ción a probar la convergencia del algoritmo, al igual que las ideas del algoritmo de
autoadaptación para mono-objetivo, tema que se extenderá a multi-objetivo en el
Caṕıtulo 6.


En el caṕıtulo siguiente se propondrán algoritmos para las estrategias evolutivas
multiobjetivo (1+1), (µ, λ) y (µ+λ) estudiando el comportamiento ĺımite de dichos
algoritmos.
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Caṕıtulo 5


Convergencia


Supongamos un problema que consta de una función multi-objetivo a optimizar
(maximizar o minimizar) f definida sobre un conjunto S (no necesariamente finito),
el cual representa el espacio de búsqueda, también llamado espacio solución.


Si logramos modelar los elementos de S de manera que podamos representar
una buena parte de ellos en una computadora aproximando con esto al conjunto
S, entonces puede utilizarse una técnica evolutiva para hallar valores cercanos al
óptimo de Pareto y obtener aśı una buena solución al problema Multi-objetivo
original.


A partir de esto surgen dos interrogantes:


¿Cómo podemos garantizar que las técnicas evolutivas nos aproximarán a la
solución del problema?


¿Qué tan rápido nos acercan las técnicas evolutivas al óptimo de Pareto del
problema en cuestión?


Para comenzar a responder estas preguntas analizaremos en este caṕıtulo con-
vergencia asintótica de la EE multi-objetivo, posteriormente hablaremos de la ve-
locidad de convergencia en el Caṕıtulo 6.


5.1 Aspectos globales para la convergencia de


EEsM


Para demostrar la convergencia de la EE, primeramente debemos definir una ma-
nera de medir la distancia entre dos conjuntos: la imagen de nuestro conjunto
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solución arrojado por la técnica en cuestión, y el verdadero frente de Pareto F∗


teórico del problema. Comenzamos entonces esta sección con la definición de dicha
métrica.


Definición 5.1.1 Cualquier conjunto no vaćıo F puede ser dotado con la métrica
discreta definida para a, b ∈ F como


d(a, b) :=


{
0 si a = b
1 si a 6= b.


Usando la métrica discreta, la distancia


d(a,A) := min {d(a, b) : b ∈ A}


de un punto a ∈ F cualquiera a un subconjunto A ⊆ F está bien definida, ya que
es cero si a ∈ A y uno si a 6∈ A.


El primer aspecto que debe atacarse en el estudio de la convergencia de una EE
es, en el sentido global, si el algoritmo tiene la capacidad de llegar al estado solución
óptimo; es decir, como es un algoritmo probabiĺıstico debemos poder garantizar
que se tendrá al menos una solución aceptable al final de su ejecución.


En los teoremas posteriores 5.1.5 y 5.1.7, se muestra que para un tiempo ar-
bitrariamente grande (cuando t →∞) las estrategias evolutivas (1 + 1) y (µ + λ)
garantizan al menos una solución en el conjunto óptimo de Pareto.


Esto es:


lim
t→∞


P [ f(xt) ∈ M(f(S),¹) ] = 1


5.1.1 Convergencia de la (1 + 1)−EE multiobjetivo


A continuación analizaremos cómo en teoŕıa una estrategia evolutiva (1+1) alcanza
el óptimo de Pareto en alguna generación y sin importar cuántas generaciones más
se ejecute, la solución no se perderá.


Suponemos que el espacio de búsqueda S 6= ∅ es finito; lo anterior se justifica
puesto que la estrategia evolutiva se implementa en una computadora; sin importar
cuál sea su precisión con los números reales, una solución puede tomar sólo un
número finito de valores.


Supongamos también una aplicación f : S −→ f(S) resultando que (f(S),¹)
es un Poset. Dado que la imagen de un conjunto finito es un conjunto finito,
podemos garantizar, que M(f(S),¹) es completo.







5.1 Aspectos globales para la convergencia de EEsM 65


Algoritmo 5.1.2 El algoritmo en general de la estrategia evolutiva (1+1) se pue-
de describir de la siguiente forma:


I) Generar de manera aleatoria un individuo x0 ∈ S, inicializar el


contador de generaciones t = 0.


II) Aplicar algún operador de variación (mutación) para perturbar


el valor de xt y obtener ası́ un descendiente yt ∈ S.


III) Evaluar, si f(yt) ¹ f(xt) entonces xt+1 = yt, de lo contrario


xt+1 = xt (mecanismo de selección).


IV) Incrementar t y a menos que se cumpla alguna condición de


terminación volver al paso (II).


Con este algoritmo generamos una sucesión (xt : t ≥ 0). Hablando en términos
de la convergencia del algoritmo, el objetivo es mostrar que a partir de un cierto
valor t0 la sucesión de las imágenes (f(xt) : t ≥ t0) pertenece a M(f(S),¹). Para
esto, supondremos que el operador de variación referido en el paso (II) tiene
asociada una función de probabilidad de transición Pv para pasar de un estado
(un padre) x ∈ S del espacio de búsqueda a otro estado y ∈ S (un descendiente);
supongamos también que Pv cumple con la propiedad:


Pv(x, y) ≥ δ > 0 para todos x, y ∈ S.


A lo largo de este trabajo, a la función de probabilidad de transición le llamamos
también (ver definición 4.3.1) kernel de variación.


Dado que el kernel de variación está acotado por cero de manera estricta, la
probabilidad de generar un descendiente espećıfico y ∈ S a través de una variación
relativa a un padre arbitrario x ∈ S, tal que


f(y) ∈M(f(S),¹),


es estrictamente positiva; es decir, al menos δ > 0. Lo anterior se interpreta de
manera práctica como que todo elemento minimal de f(S) puede ser producido a
partir de cualquier estado de S.


Suponiendo que ha ocurrido lo anterior, es decir, se dio una transición de x ∈ S
a y ∈ S con y ∈ M(f(S),¹), esto no garantiza que el paso (III) del algoritmo
acepte a y como el individuo de la nueva población. Lo anterior es debido a que en
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Soluciones
posibles


Poset = f (S)


= S
(f(S),<)


(S,<)


M


M


 f 


 f 


Elementos
minimales


Optimo de 
Pareto


Figura 5.1: El frente de Pareto coincide con el conjunto de los elementos minimales de
un conjunto parcialmente ordenado, por definición. En el caso de dominación de Pareto
el Poset coincide con Rn bajo la relación usual (<).


un orden parcial no necesariamente cada pareja de elementos debe ser comparable.
Esto nos lleva a que el elemento y puede ser rechazado a pesar de ser un elemento
minimal. Para superar esta inconveniencia notemos el siguiente lema:


Lema 5.1.3 Dadas las hipótesis tales que S 6= ∅ es un conjunto finito y


f : S −→ f(S)


una aplicación para la cual (f(S),¹) resulta ser un Poset, (ver página 17 para
notación) es cierto que:


a) T (f(x)) := G (f(x)) ∩M(f(S),¹) 6= ∅ para cualquier x ∈ S.


b) I (f(x)) := {y ∈ S : f(y) ∈ T (f(x))} 6= ∅ para cualquier x ∈ S.


Demostración: Dado que M(f(S),¹) es completo, el lema 1.2.9(b) nos asegura
que para cada x ∈ S se tiene que T (f(x)) 6= ∅. A consecuencia de esto el conjunto
I (f(x)), el cual es imagen inversa de T (f(x)), debe también ser no vaćıo.


Teorema 5.1.4 (teorema 1 de EEsM) Dado S un espacio de búsqueda finito,
la población de la estrategia evolutiva mutiobjetivo (1 + 1) sobre S, descrita en el
algoritmo 5.1.2 converge (ver def 3.5.5) en un número finito de generaciones.
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Demostración: En vista del lema anterior 5.1.3(a) podemos asegurar la existen-
cia de elementos minimales contenidos también en el conjunto G(f(x)) para cada
x ∈ S, y el conjunto T (f(x)) es de hecho donde se encuentran dichos elementos.
Dado que I (f(x)) 6= ∅, claramente contiene a todos los descendientes que cumplen
con ser minimales y que serán aceptados por el algoritmo para reemplazar a la
población actual; la probabilidad con la que el algoritmo (1+1)−EE genera y a la
vez acepta un descendiente del conjunto de elementos minimales en una iteración
puede ser acotado por:


p(x, I (f(x)) ≥ δ · |I (f(x))| ≥ δ > 0 para cada x ∈ S. (5.1)


Ahora veamos qué ocurre después de que un elemento de la sucesión


(f(xt) : t ≥ 0)


forma ya parte del conjunto M(f(S),¹) de elementos minimales:
Tomemos t0 ∈ N el primero tal que se cumple


f(xt0) ∈M(f(S),¹).


El conjunto de elementos que podŕıan ser aceptados en una iteración a partir de
que la población consiste del individuo xt0 es G(f(xt0)) = {f(xt0)}. Por esto y en
vista del lema 1.2.9(a) podemos garantizar que


f(xt) ∈ M (f(S),¹) para todo t ≥ t0.


Notemos que a consecuencia de lo anterior, la probabilidad de que la población
“salga” del conjunto de elementos minimales durante la aplicación del algoritmo
es cero.


Lo anterior, puede retomarse cuando se trata de generalizar este resultado a
espacios métricos arbitrarios, siguiendo el trabajo en 5.1. De la ecuación 5.1 y el
Lema 1 en [46]1 se sigue que para t ≥ 1


P{f(xt) ∈M (f(S),¹)} ≥ 1− (1− δ)t. (5.2)


1El Lema 1 en [46] afirma que dado el conjunto de estados óptimos A, si el kernel de variación
K(x,A), es decir la probabilidad de transición del estado x al conjunto A está estrictamente
acotado por cero


K(x,A) ≥ δ > 0


para todo x ∈ E \A y K(x,A) = 1 para x ∈ A entonces la probabilidad de transición del estado
x al conjunto A en el tiempo t está estrictamente acotada por


K(t)(x,A) ≥ 1− (1− δ)t


para t ≥ 1.
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Teorema 5.1.5 (Rudolph [48]) sea S 6= ∅ un conjunto finito y


f : S −→ F = {f(x) : x ∈ S}


una función, donde (F ,¹) es un conjunto parcialmente ordenado dotado con la
métrica discreta d(·, ·). Sea (xt : t ≥ 0) con xt ∈ S la sucesión aleatoria generada
por la estrategia evolutiva (1 + 1) cuyo kernel de variación invariante en el tiempo
tiene la propiedad de acotarse como:


Pv(x, y) ≥ δ > 0 para todos x, y ∈ S.


Entonces la sucesión
d ( f(xt) , M(f(S),¹) )


de distancias aleatorias entre f(xt) y el conjunto de elementos minimales


M ( f(S) , ¹ )


converge completamente y en promedio a cero cuando t →∞.


Demostración:
Utilizando el concepto de distancia derivado de la métrica discreta (definición


5.1.1) podemos definir la variable aleatoria Dt como


Dt = d ( f(xt) , M(f(S),¹) )


aśı la expresión 5.2 puede reescribirse en términos de Dt para ε > 0 de la forma
siguiente:


P {Dt ≤ ε } ≥ 1− (1− δ)t. (5.3)


Dado que la variable aleatoria en la ecuación 5.2 converge a uno cuando t → ∞
puede mostrarse que la sucesión (Dt : t ≥ 0) converge en probabilidad (ver defini-
ción 3.5.2 de la página 45) a cero. Dado que la convergencia es geométricamente
mas rápida en 5.3 que en 5.2 se sigue que (Dt : t ≥ 0) converge completamente a
cero, por lo cual se implica la convergencia con probabilidad 1. La convergencia
en promedio se asegura a través de los márgenes que acotan a Dt aunado a la
convergencia en probabilidad.


Si tomamos una población con más de un individuo por generación y lo dotamos
con una estrategia de preservación elitista, el teorema anterior nos garantiza que la
imagen de al menos un elemento de la población alcanza el conjunto de elementos
minimales después del ciclo evolutivo.
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Definición 5.1.6 estrategia de preservación elitista: Sea


P = (p
(t)
1 , p


(t)
2 , . . . p(t)


µ )


la población de padres y


H = (h
(t)
1 , h


(t)
2 , . . . h


(t)
λ )


la colección de descendientes en la generación t > 0. Sin pérdida de generalidad
llamaremos padre elitista a xt = p


(t)
1 .


Si


Bt = {h ∈ Hk : f(h) ∈ G(f(xt)) \ {f(xt)}}
es vaćıo, entonces asignamos el valor de el padre elitista en la generación t + 1
como xt+1 = xt. De otro modo, elegimos un individuo h∗t ∈ Bt arbitrario cuya
imagen sea mı́nima2 en el Poset (f(Bt),¹) y determinamos xt+1 = h∗t .


Usando esta definición surge el siguiente teorema:


Teorema 5.1.7 (Rudolph [48]) Sea S 6= ∅ un conjunto finito y


f : S −→ F = {f(x) : x ∈ S}


una función, donde (F ,¹) es un conjunto parcialmente ordenado dotado con la
métrica discreta d(·, ·). Sea un algoritmo evolutivo con µ < ∞ padres y λ < ∞
hijos en S que toma f(·) como función multi-objetivo a optimizar, y está provisto
con una estrategia de preservación elitista. Entonces podemos garantizar, con dicho
algoritmo evolutivo, la generación de al menos una secuencia xt aleatoria de padres
tales que la sucesión de distancias


d ( f(xt) , M(f(S),¹) )


converge completamente y en promedio a cero cuando t → ∞, bajo la suposición
de que el kernel de variación invariante en el tiempo es estrictamente positivo en
Sµ × Sλ, esto es,


Pv(x, y) ≥ δ > 0 para todos x ∈ Sµ , y ∈ Sλ.


2Siempre puede elegirse un elemento cuya imagen es mı́nima porque B es finito.
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Demostración: Claramente la sucesión {xt} resultante de la estrategia de pre-
servación de élite aplicada cumple con las condiciones del teorema 5.1.5, por lo que
el resultado es inmediato.


En el caso de la (1 + 1)−EE multiobjetivo, el teorema 1 de EEsM prueba la
convergencia por completo ya que la población a cada generación consiste de un
solo elemento, el mismo para el cual se ha probado la convergencia al conjunto de
óptimos de Pareto. Para demostrar la convergencia de la población completa en
las estrategias evolutivas (µ + λ) y (µ, λ) multiobjetivo, se requiere de un estudio
especial y aplican algunas restricciones; para mostrar esto, dedicamos las secciones
siguientes.


5.2 Convergencia de la (µ+λ)−EE multi-objetivo


En la (µ+λ)−EE mono-objetivo existe un elitismo de manera impĺıcita dentro del
operador de selección, esto es porque una vez que el óptimo global se encuentra
dentro de la población de padres podemos asegurar, por la construcción del algo-
ritmo, que el óptimo global se seleccionará como padre en todas las generaciones
posteriores.


Si logramos trasladar esta propiedad al caso de multi-objetivo podŕıamos ga-
rantizar la convergencia de toda la población de individuos hacia el frente de Pareto
en un número finito de generaciones.


Aplicando a la EE multi-objetivo el esquema de selección propuesto por Peschel
& Riedel (sección 4.2.2), se obtiene el siguiente algoritmo:


Algoritmo 5.2.1 Denotamos por P
(t)
µ a la población de padres3, H


(t)
λ es el con-


junto de descendientes4 y Mf (·, ·) está definido en 4.1.1.


I) Se inicializa P
(0)
µ0 de manera aleatoria.


II) t ← 0


III) H
(t)
λ ← recombinación(P


(t)
µt )


IV) H
(t)
λ ← mutación(H


(t)
λ )


V) P
(t+1)
µt+1 = Mf ( P


(t)
µt ∪ H


(t)
λ ,¹ )


3de tamaño µ en la iteración (generación) t.
4de tamaño λ en la iteración (generación) t.
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VI) t ← t + 1


VII) Si el criterio de terminación no se satisface, ir al paso III.


A continuación haremos unas observaciones, en forma de lemas, en torno al
funcionamiento del algoritmo anterior


Lema 5.2.2 Si en la población P
(t)
µt ha entrado un elemento óptimo de Pareto,


entonces éste pertenecerá a cada población de padres subsecuente. Lo anterior
quiere decir que dado x ∈ S : f(x) ∈ Mf (S,¹), para todo t ≥ 0 se cumple


x ∈ P (t)
µt


=⇒ x ∈ P (t+1)
µt+1


.


Demostración: Se sigue inmediatamente, pues por ser x minimal, no existe
elemento alguno en S que lo domine bajo el orden ¹ . En particular, para t ≥ 0
no existe elemento alguno de P


(t)
µt ∪ H


(t)
λ ⊆ S que lo domine, aśı que en el paso V


del algoritmo se garantiza que x ∈ P
(t+1)
µt+1 .


Lema 5.2.3 Si el elemento y ∈ P
(t)
µt no es un óptimo de Pareto, entonces existe


un elemento x ∈ S tal que x ¹ y.


Demostración: Esto se sigue de que la representación de S es un conjunto finito,
y por el lema 1.2.8 se tiene que M( f(S),¹ ), es completo.


El elitismo impĺıcito de este algoritmo puede verse como una generalización de
la estrategia de preservación elitista (Definición 5.1.6) mencionada en el teorema
5.1.7; es precisamente este elitismo impĺıcito lo que nos ayuda a probar, en el
siguiente teorema, la convergencia del algoritmo hacia el frente de Pareto.


Teorema 5.2.4 (teorema 2 de EEsM) Si el Kernel de variación de la EE


multi-objetivo descrita en el algoritmo 5.2.1 es positivo, entonces la población P
(t)
µ


converge (ver def. 3.5.5) en un número finito de generaciones.


Demostración: Supongamos que en el paso t ≥ 0 ningún miembro de la pobla-
ción P


(t)
µ es un óptimo de Pareto. El lema 5.2.3 nos asegura que podemos encontrar


un elemento x ∈ S tal que domina a alguno de los padres en P
(t)
µ . Como el kernel


de variación es positivo, se puede aplicar el lema 4.3.2 y con él probar que dicho
elemento x ∈ M( f(S),¹ ) se generará en un número finito de generaciones con


probabilidad uno, de forma que para algún t0 < ∞ se tendrá que x ∈ H
(t0)
λ .


Claramente
x ∈ H


(t0)
λ =⇒ x ∈ P (t0+1)


µt0+1
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y por el lema 5.2.2, este individuo permanecerá en la población de padres para
todas las generaciones posteriores. Repitiendo este argumento para cada elemento
de la población actual que no sea un óptimo de Pareto, llegaremos, después de un
número finito de generaciones, a la conclusión de que todos los elementos de la
población son óptimos de Pareto.


A pesar de que se ha demostrado la convergencia de la población, no podemos
decir que este algoritmo adapta la (µ + λ)−EE al caso de multiobjetivo, puesto
que el parámetro µ cambia de generación en generación. Mas aún, ésta es la mayor
desventaja en cuanto al uso de este algoritmo, ya que si el tamaño de la población
de padres vaŕıa con respecto al tiempo, ésta puede llegar a ser demasiado grande,
tanto como el mismo frente de Pareto teórico F∗ del problema.


Debido a lo anterior presentamos, como alternativa para definir la (µ+λ)−EE
multiobjetivo, una adaptación del algoritmo propuesto por Rudolph en [51]; Aqúı
se utiliza un esquema de selección muy parecido al elitismo impĺıcito de Peschel
& Riedel, pero a la vez se acota el tamaño de la población a un número fijo de µ
padres como máximo.


5.2.1 Restringiendo el tamaño de la población de padres


Algoritmo 5.2.5 Denotamos por P
(t)
µ a la población de padres, H


(t)
λ es el con-


junto de descendientes, Mf (·, ·) está definido en 4.1.1, P
(t)
µt , H


∗(t)
λt


y AUX(t) son
conjuntos tales que:


λt := |H∗(t)
λt
| ≤ λ, µt := |P (t)


µt
| ≤ µ y |AUX(t)| ≤ |H∗(t)


λt
| ≤ λ.


La función draw( k,A ) elige de manera estocástica k individuos del conjunto A.


I) Se inicializa P
(0)
µ de manera aleatoria.


II) P
(0)
µ0 ← Mf (P


(0)
µ ).


III) t ← 0


IV) H
(t)
λ ← recombinación(P


(t)
µt )


V) H
(t)
λ ← mutación(H


(t)
λ )


VI) H
∗(t)
λt


= Mf ( H
(t)
λ ,¹ )


VII) AUX(t) ← ∅
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VIII) para cada h ∈ H
∗(t)
λt


ejecutar:


a) Dh = {p ∈ P
(t)
µt : f(h) ≺ f(p)}


b) si Dh 6= ∅ entonces P
(t)
µt ← (P


(t)
µt \Dh) ∪ {h}


c) de lo contrario, si f(h) || f(p) para cualquier p ∈ P
(t)
µt


entonces AUX(t) ← AUX(t)∪{h}
IX) k = min{µ− µt , |AUX(t)| }


X) P
(t+1)
µt+1 = P


(t)
µt ∪ draw( k , AUX(t) )


XI) t ← t + 1


XII) Si el criterio de terminación no se satisface, ir al paso IV.


En este algoritmo el tamaño de la población de padres oscila, durante la eje-
cución del algoritmo, entre 1 y µ; en la demostración del siguiente teorema queda
claro que al final del algoritmo la población final constará de min{µ,F∗} elemen-
tos.


Teorema 5.2.6 (teorema 3 de EEsM) Si el Kernel de variación de la EE


multi-objetivo descrita en el algoritmo 5.2.5 es positivo, entonces la población P
(t)
µ


converge (ver def. 3.5.5) en un número finito de generaciones.


Demostración: Claramente en este algoritmo se sigue cumpliendo el lema 5.2.2,
es decir si un óptimo de Pareto pertenece a la población P


(t)
µt pertenecerá también


a la población de padres en cada una de las generaciones posteriores.
Si un elemento h ∈ H


∗(t)
λt


domina a alguno de los padres en P
(t)
µt entonces h


formará parte de P
(t)
µt y por lo tanto de P


(t+1)
µt+1 , mientras que los padres en P


(t)
µt que


fueron dominados por h ya no pasarán a la siguiente generación.
Si un elemento h ∈ H


∗(t)
λt


es un óptimo de Pareto entonces éste pasará ya sea


a P
(t)
µt , si domina a alguno de los padres, o a AUX si no lo hace. Lo anterior hace


posible perder un elemento óptimo de Pareto mientras se conserva un elemento no
óptimo en el caso en que |P (t)


µt | = µ. Lo anterior no afecta a la convergencia, pues


supongamos que existe un elemento p ∈ P
(t)
µt el cual no es un óptimo de Pareto,


el lema 5.2.3 nos asegura que podemos encontrar un elemento x ∈ M( f(S),¹ )
que lo domina, luego, el lema 4.3.2 nos asegura que dicho elemento se generará
en un número finito de iteraciones con probabilidad uno. Por último, el paso VII
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del algoritmo nos asegura que pertenecerá al conjunto H
∗(t)
λt


para algún t > 0,
reemplazando en esta iteración al elemento p.


Repitiendo este argumento para cada elemento de la población actual que no
sea un óptimo de Pareto, llegaremos, después de un número finito de generaciones,
a la conclusión de que todos los elementos de la población son óptimos de Pareto.


5.3 Convergencia de la (µ, λ)−EE multi-objetivo


En el caso de la (µ, λ)−EE el elitismo no está impĺıcito en el mecanismo de se-
lección puesto que las soluciones de los padres de la generación anterior no se
conservan. Si existe un óptimo de Pareto entre los padres, éste puede perderse al
pasar a la siguiente generación. El elitismo en este caso se implementa de manera
“expĺıcita” utilizando lo que se conoce como población secundaria, PSt en la
cual se conservan las mejores soluciones (soluciones no dominadas) con respecto
a la población de descendientes, la cual constituye la población de la siguiente
generación.


En esta estrategia puede demostrarse de manera directa la convergencia de toda
la población secundaria hacia el frente de Pareto. El siguiente algoritmo de la
(µ, λ)−EE multi-objetivo servirá para ejemplificar la demostración:


Algoritmo 5.3.1 P t es la población del algoritmo y cumple 0 < |P t| ≤ max{λ, µ.}


1. Se inicializa P 0
µ de manera aleatoria.


2. P 0
µ ← MF( P


(0)
µ ,¹ )


3. t=0 , PS0 = P 0
µ


4. P t+1
λ = generación(P


(t)
µ )


5. PSt+1 = MF( P
(t+1)
λ ∩ PS(t) ,¹ )


6. t ← t + 1


7. Si el criterio de terminación no se satisface, ir al paso 4.
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Teorema 5.3.2 (teorema 4 de EEsM) Si la secuencia poblacional P t
λ, t ≥ 0 de


la (µ, λ)−EE anterior (algoritmo 5.3.1) es una cadena de Markov finita homogénea
con matriz de transición irreducible (ver sección 3.4.2) entonces el algoritmo com-
pleto converge al frente de Pareto completo de la representación del problema.


Demostración: La convergencia para este algoritmo puede también derivarse de
la convergencia del algoritmo presentado por David Van Veldhuizen en [60].


Por la construcción del algoritmo podemos garantizar que el conjunto imagen
f(PSt) de PSt es una anticadena la cual a cada generación coincide con el con-
junto de elementos minimales de (f(PSt),¹). Tan pronto como un elemento de
F∗ entra en PSt podemos garantizar que no saldrá de este conjunto. Ahora sólo
resta mostrar que el conjunto de elementos minimales teórico del problema está
completamente contenido (con probabilidad uno) en f(PSt) en un número finito
de generaciones.


Sea y ∈ PSt0 tal que f(a) 6∈ F∗. Dado que (F ,¹) es completo (Lema 1.2.8) se
garantiza que existe x ∈ S tal que f(x) ≺ f(y), es decir, para alguna iteración t ≥
t0 el elemento no óptimo será reemplazado por un elemento óptimo generado en la
secuencia P


(t)
λ y por lo tanto en PSt. Dado que la cadena de Markov es irreducible,


el lema 3.4.3 asegura que cada elemento de Sn será visitado una infinidad de veces,
lo que nos lleva a que el tiempo de espera para que se genere (con probabilidad 1)
x es finito. De esta forma, los elementos no óptimos serán eliminados de PSt, en
un tiempo finito, con probabilidad uno.


Si un individuo es incomparable con los elementos de P
(t)
λ , éste pasará a formar


parte de PSt y si es un óptimo, formará parte de cada uno de los PSt+k, k ≥ 0 sub-
secuentes. Si el elemento mencionado no es un óptimo, entonces será reemplazado
por un óptimo en un tiempo finito. En conclusión,


d ( f(PSt) , F∗ ) −→ 0


con probabilidad uno cuando
t −→∞.


5.3.1 Restringiendo el tamaño de la población secundaria


Una de las principales desventajas del algoritmo 5.3.1 es que el tamaño de la
población PSt puede llegar a crecer tanto como el óptimo de Pareto teórico del
problema el cual está solamente acotado por el espacio de búsqueda en cuestión.
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Lo anterior claramente hace que este algoritmo se pueda implementar solamente
para cierto tipo de problemas. A continuación presentamos un algoritmo basado
en el propuesto por G. Rudolph y A. Agapie en [52].


Algoritmo 5.3.3 Denotamos por P (t) a la población. PSt la población secundaria
tal que |PSt| ≤ m, m ∈ N. Mf (·, ·) esta definido en 4.1.1 y AUX(t) y P


∗(t)
λt


son
conjuntos tales que:


λt ≤ λ y |AUX(t)| ≤ λ.


La función draw( k,A ) elige de manera estocástica k individuos del conjunto A.


I) Se inicializa P
(0)
µ de manera aleatoria.


II) PS(0) ← Mf (P
(0)
µ ).


III) t ← 0


IV) P
(t)
λ ← recombinación(P


(t)
µ )


V) P
(t)
λ ← mutación(P


(t)
λ )


VI) P
∗(t)
λt


= Mf ( P
(t)
λ ,¹ )


VII) AUX(t) ← ∅


VIII) para cada h ∈ P
∗(t)
λt


ejecutar:


a) Dh = {p ∈ PS(t) : f(h) ≺ f(p)}
b) si Dh 6= ∅ entonces PS(t) ← (PS(t) \Dh) ∪ {h}
c) de lo contrario, si f(h) || f(p) para cualquier p ∈ PS(t)


entonces AUX(t) ← AUX(t)∪{h}


IX) k = min{m− |PSt| , |AUX(t)| }


X) PS(t+1) = PS(t) ∪ draw( k , AUX(t) )


XI) t ← t + 1, P
(t)
µ = draw(µ, P


(t−1)
λ ).


XII) Si el criterio de terminación no se satisface, ir al paso IV.
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En este algoritmo el tamaño de la población secundaria oscila, durante la eje-
cución del algoritmo, entre 1 y m. En la demostración del siguiente teorema queda
claro que al final del algoritmo la población final constará de min{m,F∗} elemen-
tos.


Este algoritmo presenta un esquema de selección más complejo pero garantiza
la convergencia de la población secundaria restringiendo su cardinalidad, lo cual
se prueba en el siguiente teorema:


Teorema 5.3.4 (teorema 5 de EEsM) Si la secuencia poblacional P t
λ, t ≥ 0 de


la (µ, λ)−EE anterior (algoritmo 5.3.3) es una cadena de Markov finita homogénea
con matriz de transición irreducible (ver sección 3.4.2) entonces el algoritmo com-
pleto converge al frente de Pareto de la representación del problema. También se
tiene que


| f(PSt) | −→ min{µ, |F ∗|}.


Demostración: Por la construcción del algoritmo podemos garantizar que el
conjunto f(PSt) es una anticadena y claramente


PSt = Mf (PSt,¹) para todo t ≥ 0.


Un elemento y ∈ PSt es eliminado si existe un elemento x ∈ P t0
λ que lo domine;


entonces x entra en PSt
0 y al menos un elemento de PSt


0 será eliminado. Si el
elemento x pertenece a F∗ entonces x ∈ PSt, para todo t ≥ t0.
Notemos que los elementos de AUX son incomparables con los elementos de PSt y
éstos se utilizan para completar la cardinalidad de PSt a m. Usando el mismo ar-
gumento de la prueba del teorema 5.3.2 podemos garantizar que si hay un elemento
no óptimo en PSt, éste será reemplazado en un tiempo finito por uno óptimo. Los
elementos óptimos entrarán a PSt directamente desde el paso VIII(b) o a través
de AUX en el paso X. Entonces concluimos que:


δF∗ ( f(PSt) ) −→ 0 con probabilidad uno y en promedio cuando t −→∞.


5.4 Sumario


A lo largo de este caṕıtulo hemos propuesto algoritmos para las estrategias evo-
lutivas multiobjetivo (1 + 1), (µ, λ)y(µ + λ); hemos estudiado el comportamiento
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ĺımite de los algoritmos propuestos basándonos en los trabajos de David Van Veld-
huizen [61, 60], G. Rudolph [46, 49, 48, 52, 50, 47] y A. Agapie [52]. Presentamos
cinco algoritmos y las pruebas correspondientes de su convergencia hacia el frente
de Pareto.
Para la estrategia (1+1)−EE multiobjetivo (algoritmo 5.1.2) se prueba, en el teo-
rema 5.1.4, que la población (compuesta por un elemento) pertenece al conjunto de
óptimos de Pareto en un número finito de iteraciones del algoritmo, y se estaciona
ah́ı.
Para la estrategia (µ + λ)−EE multiobjetivo (algoritmo 5.2.1) se prueba, en el
teorema 5.2.4, que la población pertenece, y de hecho iguala, al conjunto de óptimos
de Pareto en un número finito de iteraciones del algoritmo.
Para la estrategia (µ, λ)−EE multiobjetivo (algoritmo 5.3.1) se mencionan varios
aspectos acerca de su funcionamiento y el elitismo expĺıcito que se implementa a
través de la población secundaria. Se prueba, en el teorema 5.3.2, que la población
secundaria pertenece, y de hecho iguala, al conjunto de óptimos de Pareto en un
número finito de iteraciones del algoritmo.
Para ambas estrategias (µ + λ)−EE multiobjetivo y (µ, λ)−EE multiobjetivo se
dan algoritmos alternativos, 5.2.5 y 5.3.3, para restringir el tamaño de la población
para la (µ + λ)−EE multiobjetivo y de la población secundaria para la (µ, λ)−EE
multiobjetivo. También se dan las pruebas de dichos algoritmos alternativos.







Caṕıtulo 6


Aspectos locales en la
convergencia de EEsM


En el caṕıtulo anterior se han dado las pruebas de convergencia global para un
AE multi-objetivo del tipo (1+1)−EE multi-objetivo, (µ, λ)−EE multi-objetivo y
(µ+λ)−EE multi-objetivo con presencia impĺıcita o expĺıcita de elitismo. En dichas
pruebas, por su carácter general, no se toma en cuenta mucha de la influencia que
tienen los operadores de selección, mutación y recombinación espećıficos de cada
AE dentro de la convergencia en multi-objetivo.


A continuación haremos un análisis de las caracteŕısticas de estos operadores
MOP’s encaminado a desarrollar una teoŕıa espećıfica de convergencia en EE.
Estimar cuáles mecanismos intervienen dentro de las EE’s para acercarnos al frente
de Pareto no sólo nos garantiza la convergencia, sino que nos da ideas acerca del
desempeño y las capacidades del algoritmo.


Otra forma de estudiar la convergencia se presenta al buscar una razón de
avance para la convergencia, es decir, tratar de acotar el número de generaciones
suficientes para que el algoritmo tenga un buen desempeño. Cabe mencionar que
esto no parece ser una tarea sencilla puesto que habrá que entender la dinámica
de la EE y hacer un cuidadoso análisis de las caracteŕısticas estocásticas de sus
estados y sus parámetros.


Una buena forma de comenzar a escribir una teoŕıa de convergencia para EE’sM
es llevando al ámbito multi-objetivo el análisis hecho previamente para la conver-
gencia de EE hacia un óptimo global. Aśı pues, comenzaremos analizando algunos
conceptos caracteŕısticos para los cuales se puede escribir una teoŕıa en multi-
objetivo.


A lo largo de este caṕıtulo vamos a analizar la velocidad de convergencia de la
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Estrategia Evolutiva multi-objetivo a través de un problema particular.


6.1 Problema de prueba


Por tener un frente de pareto convexo, usaremos el problema tres que Valenzuela-
Rendón y Uresti-Charre proponen en [59]. Este problema se describe en el ejemplo
a continuación por dos funciones objetivo sobre dos variables.


Ejemplo 6.1.1 Minimizar:


f1(x, y) = x + y + 1


f2(x, y) = x2 + 2y − 1


con x ∈ [−3, 3], y ∈ [−3, 3].


De manera anaĺıtica se encuentran los Óptimos y el Frente de Pareto, los cuales
se muestran en la Figura 6.1 respectivamente.
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Figura 6.1: Conjunto de óptimos de Pareto y frente de Pareto para el problema estu-
diado.
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6.2 Poblaciones de tamaño variable


Como se vio en las demostraciones del caṕıtulo anterior, usar jerarquización de
Pareto en el proceso de selección de individuos que sobreviven de una generación
a otra garantiza que: Si se ha hallado un óptimo de Pareto en una determinada
generación, éste sobrevivirá por siempre en todas las generaciones posteriores en
forma de individuo dentro de la población. Sin embargo, una de las principales
desventajas del uso de la jerarquización de Pareto es que la complejidad compu-
tacional en el proceso de selección puede llegar a O(n2). Pero esto no es lo único
que debe tomarse en cuenta, pues al considerar a la jerarquización de Pareto como
el único proceso de selección, el tamaño de la población variará a cada generación
acarreando con ello algunas complicaciones:


En el caso del Ejemplo 6.1.1 el número de individuos en la anti-cadena de la
población inicial es dramáticamente pequeño con respecto al de la población mis-
ma (ver Figura 6.2). Recordemos que estos pocos individuos serán los únicos que
pasarán como padres a la siguiente generación; esto contribuye a que el algoritmo
llegue en este caso a estancamientos parciales en un determinado momento y afec-
ta como consecuencia a su velocidad de convergencia. Este problema se superó
inmediatamente al mejorar el mecanismo de búsqueda incorporando al algoritmo
el mecanismo de auto-adaptación propuesto en la sección 6.3.1. En la sección 6.4.2
expondremos cómo el tamaño de la población podŕıa ayudar para la convergencia.


En la siguiente sección analizaremos un aspecto que contribuye a la distribución
de los puntos en el espacio fenot́ıpico observada en la Figura 6.3 donde se ilustran
los pocos individuos que quedan en la población después de la jerarquización de
Pareto.


La segunda complicación ocurre cuando se salva la primera: Sabemos que
teóricamente el frente de Pareto puede llegar a ser tan grande como la cardinalidad
de la imagen del espacio de búsqueda; como la representación de Rn en una compu-
tadora. Particularmente en el Ejemplo 6.1.1 al incorporar mecanismos de mejora
en la búsqueda, como la adaptación (sección 6.3), el algoritmo con una población
inicial de 100 padres sólo pudo ejecutarse cuatro o cinco iteraciones, dependiendo
de la semilla inicial, puesto que el frente de Pareto crećıa a cada generación y se
llegaba a un desbordamiento de memoria; esto se explicará más a detalle en la
sección 6.3.2.
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Figura 6.2: Tamaño µ de la población inicial para la EE multi-objetivo en el problema
del Ejemplo 6.1.1 contra el de su respectiva anti-cadena.


6.2.1 Correlación entre las funciones objetivo


Otra caracteŕıstica interesante en el espacio de las funciones objetivo es la corre-
lación que puede existir entre ellas. El coeficiente de correlación es una medida de
dependencia estad́ıstica lineal entre dos variables X y Y y está definido por:


ρ(X, Y) =
Cov(X,Y)


σ(X)σ(Y)


donde


Cov(X,Y) = E( (X− E(X)) (Y− E(Y)) ).


Una de las propiedades de ρ(X, Y) es que se encuentra en el intervalo [−1, 1].
Un valor cerca de uno indica que a medida que el valor de una variable aumenta,
el valor de la otra también tiende a aumentar. Si el valor está cerca de -1 a medida
que el valor de una variable aumenta, el valor de la otra variable disminuye. Una
correlación de cero indica que no hay dependencia lineal estad́ıstica entre las dos
variables, aunque no indica que necesariamente las variables sean independientes.
Una correlación distinta de cero tampoco es evidencia suficiente para concluir que
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Figura 6.3: Poblaciones iniciales de 60 padres y sus respectivas anti-cadenas (represen-
tadas por ) para diferentes semillas aleatorias iniciales.


hay una relación de causa y efecto entre las variables.


Cuando existe una correlación entre las funciones objetivo del problema ésta
puede intervenir sobre el proceso de generación aleatorio de individuos afectando la
forma en que éstos se distribuyen a través del espacio fenot́ıpico. Un ejemplo de esto
se da en el caso particular que estudiamos, bajo una distribución de probabilidad
uniforme para x, y ∈ [−3, 3] independientes entre si, las funciones f1(x, y) = x +
y + 1 y f2(x, y) = x2 + 2y − 1 están correlacionadas por:


ρ(f1, f2) =
Cov(x + y + 1, x2 + 2y − 1)


σ(x + y + 1)σ(x2 + 2y − 1)
=


√
5


4
≈ 0.56


puesto que:


E(x + y + 1) = 1,
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E(x2 + 2y − 1) = 2,


σ2(x + y + 1) = 6,


σ2(x2 + 2y − 1) =
96


5
y


Cov(x + y + 1, x2 + 2y − 1) = E[(x + y)(x2 + 2y − 3)]


= E[x3 + 2xy − 3x + yx2 + 2y2 − 3y]


= 2E[y2]


= 6.


Para este problema particular es sencillo observar que


f2 = x2 + 2y − 1


= 2(x + y + 1) + x2 − 2x− 3


≥ 2(x + y + 1)− 4


= 2f1 − 4,


por lo cual, al generar la población inicial del algoritmo a pesar de ser de manera
aleatoria, todos los fenotipos de los individuos en la población permanecerán en el
semi-plano generado por la desigualdad anterior. La Figura 6.4 ilustra lo anterior.


6.3 Auto-adaptación


La región en la cual se tiene alcance a través de la mutación, comúnmente llamada
“ventana evolutiva” depende directamente de la topoloǵıa del espacio fenot́ıpico,
un aspecto que no es del todo conocido de manera “a priori”. Por ejemplo, en [49],
Rudolph prueba que un algoritmo sencillo converge si el alcance de la mutación
está relacionado de manera proporcional a la distancia con respecto a F∗.


En [35], Frank Kursawe propone una estrategia evolutiva que utiliza la es-
tructura de diploides, es decir el uso de genes recesivos y genes dominantes, para
manejar la información cromosómica de los individuos. Kursawe no utiliza do-
minancia de Pareto para la selección, sino un vector de probabilidades para cada
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Figura 6.4: Población inicial para la EE multi-objetivo aplicada al problema 6.1.1.


objetivo el cual va cambiando en el tiempo con respecto al entorno poblacional y
a través de las estructuras diploides se propone guardar los cambios en este vector
de una generación a otra con el fin de perder la menor cantidad posible de buenas
soluciones.


Otro tipo de auto-adaptación se presenta en el modelo “cazador-presa” [37], el
cual puede verse como un tipo especial de (µ+1)−EE; en dicho modelo el tamaño
de paso para la mutación es decrementado por un factor constante (conservativo)
cada vez que es producido un descendiente. Podemos decir que en este caso el
alcance de la mutación no se ajusta con respecto al entorno además de que no se
tiene la posibilidad de incrementar el tamaño de paso, sólo de disminuirlo, ésto
aunado a que deben introducirse nuevos parámetros al algoritmo correspondientes
al factor de disminución.


6.3.1 Algoritmo propuesto


El conjunto de parámetros endógenos del estado de un individuo no intervienen
en la determinación de su aptitud. Sin embargo, son transmitidos a sus descen-
dientes y evolucionados como parte de su cadena genética a cada generación que
el individuo sobrevive.
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Al igual que en mono-objetivo, esta auto-adaptación para la EE multi-objetivo
busca modificar la longitud de paso para la mutación, es decir, restringir o expandir
el espacio hacia donde se exploran los nuevos individuos. El alcance de la mutación
se determina de acuerdo con el entorno poblacional y se ajusta a cada generación;
este ajuste se hace imitando el razonamiento de la (1 + 1)EE mono-objetivo de
que el máximo desempeño se alcanza mediante longitudes de paso guiadas por una
probabilidad de éxito de aproximadamente 20% .


Supongamos un problema multi-objetivo que consiste en minimizar (en el sen-
tido de Pareto) la función


f = (f1, . . . , fm) : Rn −→ Rm.


Para implementar la auto-adaptación que proponemos en la EE multi-objetivo,
debemos modificar ligeramente el algoritmo tradicional: Para cada iteración del
ciclo evolutivo, cada pareja de padres (a, b) debe tener al menos un hijo h(a,b).
Durante el proceso que llamaremos “cálculo de la auto-adaptación”, cada h(a,b)


producirá un total de ki, i = 1, . . . , n individuos mutados en la variable i para cada
una de las variables x1, . . . , xn, es decir, aplicando a su cromosoma únicamente el
ruido aditivo correspondiente a σi; denotaremos a estos ki individuos mutados en
la variable i por h


(a,b)
i,k k = 1, . . . , ki. Posteriormente calculamos:


si,j =


∑ki


k=1


(
fj(h


(a,b)
i,k )− fj(h


(a,b))
)


∑ki


k=1


∣∣∣ fj(h
(a,b)
i,k )− fj(h(a,b))


∣∣∣


para cada variable xi y cada función objetivo fj. Con los valores anteriores podre-
mos establecer, para cada pareja de padres y cada una de las variables x1, . . . , xn


del genotipo, el factor:


α(a,b)
xi


= e−
Pm


j=1 si,j+β


mediante el cual “adaptaremos”, a cada generación, los parámetros endógenos de
cada uno de los individuos (padres y/o hijos) que intervienen en el proceso de
selección como candidatos a formar parte de la siguiente generación. El parámetro
β ∈ (0, 1) es dependiente del problema. Aśı, la rutina de auto-adaptación propues-
ta es la siguiente:


Algoritmo 6.3.1 Mutación con auto-adaptación de la EE Multi-objetivo.
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Denotamos por Pµ a la población de padres1, h(a,b) denota un descendiente produc-
to de la recombinación de a y b con a, b ∈ Pµ, H(a,b) serán las clases2 que forman
a la población de descendientes Hλ = ∪H(a,b) para a, b ∈ Pµ en la generación t.


1. Tomar una copia de cada clase de la población de hijos,


M (a,b) = H(a,b).


2. Para cada xi en el espacio genotı́pico:


(a) Para cada h(a,b) ∈ Mλ = ∪M (a,b) :


Mutar sólo el gen correspondiente a xi, es decir,


h
(a,b)
i = mutación en xi de h(a,b)


(b) Para cada fj en el espacio fenotı́pico:


calcular si,j =
Pki


k=1


�
fj(h


(a,b)
i,k )−fj(h


(a,b))
�Pki


k=1


��� fj(h
(a,b)
i,k )−fj(h(a,b))


���
(c) Para cada a, b ∈ Pµ calcular α


(a,b)
xi = e−


Pm
j=1 si,j+β.


3. Hλ ←− mutación( Hλ ).


4. Para cada ind(a,b) ∈ Pµ ∪Hλ : ind(a,b) = (x1, . . . , xn, σ1, . . . , σn) :


(a) Actualizar los genes σi i=1,...,n de su cadena


cromosómica con el factor de auto-adaptación


σi ← α
(a,b)
xi ∗ σi


(b) Actualizar las referencias a sus padres dejándolos como


descendientes de sı́ mismos, esto es, para cada ind ∈ Pµ ∪Hλ


se tiene que ind = ind(ind,ind).


Cuando se genera la primera población de padres se toma como convención que
éstos descienden de la recombinación con śı mismos, es decir, para cada p ∈ Pµ se
tiene que p = p(p,p).


El proceso mutación(Hλ) es el habitual, aplicando al cromosoma de cada indi-
viduo ind(a,b) = (x1, . . . , xn, σ1, . . . , σn) ∈ Hλ el ruido estocástico correspondiente
a sus parámetros endógenos: xi = xi + N(0, σi), para todo i = 1, . . . , n.


1De tamaño µ en la iteración (generación) t.
2Las H(a,b) forman una partición de Hλ como clases de equivalencia bajo la relación h(a1,b1) ∼


h(a2,b2) ⇔ a1 = a2 &b1 = b2 para todos los padres a, b ∈ Pµ
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6.3.2 Restringiendo a la población de padres


Con respecto al proceso de auto-adaptación propuesto se deben hacer algunos
comentarios:


Notemos que el tamaño λ de la población de descendientes variará en función
del tamaño de la población de padres µ el cual, a su vez, está determinado por la
longitud de la mayor anti-cadena (conjunto de elementos minimales) de la unión
de las poblaciones de padres e hijos, en el caso de selección (µ + λ), o únicamente
la población de hijos en el caso de selección (µ, λ).


Sin importar el tipo de selección (µ + λ) ó (µ, λ) dado que cada pareja de


padres debe tener al menos un hijo, el valor de λ será proporcional a µ(µ+1)
2


que es
el número de parejas de padres que pueden formarse a cada generación; para cada
pareja de padres se puede crear un número fijo k de hijos. Esto, como veremos más
adelante nos ayuda a asegurar la convergencia. Aśı, en el peor de los casos (que a
su vez seŕıa el mejor en términos de la búsqueda) el tamaño de la anti-cadena en
la selección estará determinado a cada iteración t por


∣∣∣M( f( P (t)
µt


+, H
(t)
λt


), ≤ )
∣∣∣ = k


µt(µt + 1)


2
.


Dado entonces que
λt ∝ µ2


t


y
µt+1 ∝ λt


el tamaño de la población de padres crecerá de manera exponencial


µt ∝ µ2t
0


razón por la cual, al implementar del programa se produce en tiempo de ejecución
un desbordamiento de memoria.


Para poder ejecutar en el programa una cantidad considerable de iteraciones del
ciclo evolutivo, debemos modificarlo restringiendo el crecimiento de la población
de padres. La manera más sencilla es tomar un valor fijo para µ al inicio de cada
generación.


En las demostraciones del Caṕıtulo 5 se considera que la selección es de Pa-
reto, por lo que si un elemento óptimo de Pareto llega a la población de padres,
éste sobrevivirá en todas las iteraciones; pero resulta claro, de las aproximaciones
anteriores, que si permitimos variabilidad en el tamaño de la población es imposi-
ble guardar todos los valores de la anti-cadena a cada generación. Modificaremos
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entonces el algoritmo para usar un número fijo de padres en vista de las demos-
traciones 5.2.6 y 5.3.4, que garantizan la convergencia al ĺımite en este caso y de
que los valores experimentales, para este caso particular, confirman que se pueden
obtener buenos resultados.


6.4 Velocidad de Convergencia


Si queremos medir el acercamiento, en cada iteración t, del conjunto de óptimos
arrojado por nuestro algoritmo al conjunto de óptimos teóricos del problema debe-
mos definir una distancia (ver definición de métrica 3.5.4) entre estos conjuntos. La
forma en que estudiaremos la velocidad de convergencia de la EE multi-objetivo,
para el caso del Ejemplo 6.1.1, será midiendo dicha distancia del conjunto de
imágenes de los óptimos que arroja el algoritmo a cada generación con respecto al
frente de Pareto teórico del problema.


Dentro de la sección 3.5.1 se propusieron, para fines de demostrar convergencia
global, un par de métricas para determinar la distancia entre dos conjuntos; ahora
tratamos de “trazar” el acercamiento a cada iteración del algoritmo, es por eso que
en esta sección usaremos una tercera métrica.


Definición 6.4.1 Llamaremos norma supremo a la aplicación


|| · ||∞ : Rp → R+


definida por:


||x||∞ 7→ sup{ |x1|, |x2|, . . . , |xp| } para todo x = (x1, x2 . . . , xp) ∈ Rp.


Es sencillo comprobar que la norma supremo cumple con la definición 3.5.3, des-
prendiendo de ella la métrica correspondiente:


d∞(x, y) = ||x− y||∞ = sup{ |xi − yi| } para i = 1, . . . , p


y para todos x, y ∈ Rp.


La métrica d∞ no pierde generalidad con respecto a la métrica que se deriva de
la norma euclidiana


||x||2 7→
√


x2
1 + x2


2 + · · ·+ x2
p para todo x = (x1, x2 . . . , xp) ∈ Rp,
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Figura 6.5: Individuo en el espacio fenot́ıpico, su distancia euclideana d2 al frente de
Pareto y su distancia d∞.


puesto que el Teorema 8.10 de [5] nos da una equivalencia3 entre ambas.
Usar una en vez de la otra se hizo para simplificar la implementación y ahorrar


cálculos en tiempo de ejecución.
Dado que d∞ se puede extender a la distancia entre un punto x y un conjunto


B como
d∞(x, B) = inf{ d∞(x, b) : b ∈ B }


tomaremos entonces para fines de demostrar el acercamiento, de todos los elemen-
tos de F t a F∗, la distancia entre ellos como:


d∞(F t,F∗) = sup{ d∞(a,F∗) : a ∈ F t }.
El siguiente lema nos será útil para el estudio de la probabilidad de convergencia


de la seccion 6.4.3:


Lema 6.4.2 Sea F∗ el frente de Pareto de un problema multi-objetivo cualquiera
y h un elemento en el espacio fenot́ıpico con ∆h1 y ∆h2 como en la Figura 6.5,


3El Teorema 8.10 de [5] afirma que si x = (x1, x2 . . . , xp) ∈ Rp entonces


|xi| ≤ ||x||2 ≤ √
p ||x||∞.
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entonces
d∞(h,F∗) ≤ min{∆h1, ∆h2}.


Demostración: Utilizando la nomenclatura de la Figura 6.5, notemos que


d∞(h,F∗) ≤ d∞(h, c) para todo c ∈ F∗,


particularmente


d∞(h, a) = ∆h1 con a = (h1, f2|(f1=h1)), y


d∞(h, b) = ∆h2 con b = (f1|(f2=h2), h2);


por lo que
d∞(h,F∗) ≤ min{∆h1, ∆h2}.


6.4.1 Distancia genot́ıpica vs. distancia fenot́ıpica


En [49] Rudolph analiza la convergencia de una Estrategia Evolutiva (1 + 1) para
un problema particular con dos variables y dos funciones objetivo. En ese art́ıculo
Rudolph prueba, para dicho problema, la convergencia asintótica en el espacio
genot́ıpico, es decir de F−1


t hacia F∗−1 (Ver definición 2.4.4) cuando t → ∞. Las
pruebas en general de la convergencia asintótica que presentamos en el Caṕıtulo 5
están hechas en el espacio fenot́ıpico, es decir que se prueba el acercamiento con
probabilidad 1 de Ft hacia F∗ cuando t →∞.


La razón por la que seguiremos trabajando en el espacio fenot́ıpico para estu-
diar la velocidad de convergencia es simplemente porque la comparación entre los
individuos para determinar supervivencia a través del tiempo se da en este espacio.
Al usar el espacio genot́ıpico se encontraron casos como el siguiente:


Ejemplo 6.4.3 En el problema expuesto en el Ejemplo 6.1.1 se hallaron casos
en los cuales a pesar de que los individuos mejoraban en el sentido de Pareto, es
decir en el espacio fenot́ıpico, su distancia en el espacio genot́ıpico con respecto al
conjunto de óptimos aumentaba:


Generación 14


Ind. x1 x2 f1(x1, x2) f2(x1, x2)
a 1.764 -2.239 0.525 -2.366
b 1.531 -1.992 0.539 -2.640







92 Aspectos locales en la convergencia de EEsM


f2


f1


Individuos incomparables
Individuos dominantes


Individuos dominados por  "p"


 de "p"


p


 con "p"


Figura 6.6: Representación, para dos funciones objetivo, de las regiones de dominancia
e incomparabilidad de un individuo p.


Generación 15


Ind. x1 x2 f1(x1, x2) f2(x1, x2)
c 0.556 -1.168 -0.72 -3.03


A pesar de que toda la generación 14 fue reemplazada por la siguiente, la
distancia en el espacio genotipo aumentó pues4:


d∞(a,F−1) = max{|1.764−0.0| , |−2.239−(−3)| } = max{(1.764), (0.76)} = 1.764


d∞(b,F−1) = max{ |1.531−0.0| , |−1.992−(−3)| } = max{(1.531) , (1.01)} = 1.531


d∞(c,F−1) = max{ |0.556− 0.0| , |−1.168−(−3)| } = max{(0.556), (1.83)} = 1.83


4De la geometŕıa del problema, y para este ejemplo particular, es claro que


d∞(a,F−1) = d∞(a, (0,−3)) = max{(ax − 0), (ay − (−3))},


igualmente para d∞(b,F−1) y d∞(c,F−1).
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Figura 6.7: d∞(f(b),F∗) = d∞(f(b), c) y d∞(f(a),F∗) = d∞(f(a), d)


d(F−1
14 ,F∗−1) = max{ d∞(a,F−1), d∞(b,F−1) }


= max{1.764 , 1.531}
= 1.764


d(F−1
15 ,F∗−1) = d∞(c,F−1)


= 1.83


implican que: d(F−1
15 ,F∗−1) > d(F−1


14 ,F∗−1). Las figuras 6.8 y 6.9 ilustran a los indivi-
duos a, b y c en ambos espacios.


Lo anterior no ocurre, en general para frentes de Pareto en la frontera de
conjuntos convexos, cuando las distancias se miden en el espacio fenot́ıpico pues


a ≤ b ⇔ f1(a) ≤ f1(b), f2(a) ≤ f2(b), . . . , fm(a) ≤ fm(b)


⇔ fi(a)− ci ≤ fi(b)− ci para todo i = 1, . . . , m y para todo c ∈ F ,


dado c ∈ F∗ tal que d∞(f(b),F∗) = d∞(f(b), c) se tienen dos casos:
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Figura 6.8: Fenotipos de los individuos del Ejemplo 6.4.3, la generación t + 1 = 15
reemplaza completamente a la generación t = 14.


I) c ≤ a :


c ≤ a ⇒ |fi(a)− ci| ≤ |fi(b)− ci| para todo i = 1, . . . , m


⇒ sup{|fi(a)− ci|} ≤ sup{|fi(b)− ci|} con i = 1, . . . , m


⇔ d∞(f(a), c) ≤ d∞(f(b), c)


⇒ d∞(f(a),F∗) ≤ d∞(f(a), c) ≤ d∞(f(b), c) = d∞(f(b),F∗).


II) c es incomparable con a : Dada la geometŕıa del problema, (ver Figura 6.7),
d∞(f(a),F) = d∞(f(a), d) y si d∞(f(a),F) = |fi(a)− di| para algún i = 1, . . . , m,
entonces


|fi(a)− di| ≤ |fi(a)− ci|
≤ |fi(b)− ci|
= |fj(b)− cj| para j = 1, . . . , m


≤ d∞(f(b),F∗)


implica que d∞(f(a),F∗) ≤ d∞(f(b),F∗)
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Figura 6.9: Genotipos de los individuos del Ejemplo 6.4.3. La distancia máxima hacia el
conjunto de óptimos para la generación t+1 = 15 aumenta con respecto a la encontrada
en la generación anterior t = 14.


6.4.2 Ventajas poblacionales


Dado un problema con m funciones objetivo, se tiene que cada individuo p divide el
espacio fenot́ıpico en 4 regiones delimitadas por la intersección de m hiperplanos5


cada una. Estas regiones representan el espacio en el que se encuentran los fenoti-
pos de individuos que dominan a p, los fenotipos de individuos que son dominados
por p y los fenotipos de individuos que son incomparables con respecto a p (Ver
Figura 6.6).


Independientemente del espacio en el que se estudie (genot́ıpico o fenot́ıpico) la
velocidad de convergencia, la distancia entre la anti-cadena y el frente de Pareto no
siempre es decreciente (Figura 6.10); esto es porque en cualquier momento pueden
entrar elementos nuevos en la anti-cadena, los cuales pueden ser incomparables con


5Estas regiones también son llamadas “conos poliédricos” [36]. Un conjunto no vaćıo C en
Rn se dice un cono generado por y1, . . . , ym si


C = {λ1y1 + · · ·+ λmym |λ1, . . . , λm ≥ 0}
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Figura 6.10: Velocidad de convergencia, en 60 generaciones del algoritmo propuesto.
Para una población de 100 individuos muestra la distancia fenot́ıpica al frente de Pareto
para cada generación.


los actuales, por lo tanto y como no entraron a la anti-cadena dominando a alguno
de los ya existentes entonces no necesariamente su distancia va a ser menor.


Sin embargo, la distancia śı decrece conforme pasa el tiempo y esto es gracias a
que no se trabaja con un solo individuo, sino con toda una población de individuos
elitistas. En la Figura 6.11 se ve que aunque la distancia no necesariamente decrece,
el efecto conjunto de la mejora, en general, de la población ayuda a que el rango
entre el cual la distancia puede medirse disminuya de generación en generación.


6.4.3 Probabilidad de acercamiento


Supongamos que para una cierta generación n la población elitista (ya sea la de
padres o la secundaria) se encuentra bien determinada. Tomemos entonces, de
entre los individuos de dicha población, el punto (K1, K2) como el fenotipo del
individuo más alejado (d∞) del frente de Pareto (ver Figura 6.12). En vista del
Lema 6.4.2 consideraremos al valor ∆K2, con objeto de simplificar el análisis, como
una cota para la distancia (d∞) al frente de Pareto.


A continuación calcularemos el valor esperado para el valor de la distancia ∆d
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Figura 6.11: Se observa la región Γ en que pueden encontrarse los nuevos individuos y
la cual es una cota para la distancia generacional. Para los individuos de la generación
siguiente el área se acota aún más.


mostrada en la Figura 6.12:


E{∆d} =


∫ ∞


−∞


∫ ∞


−∞
fX,Y (x, y)(∆d)(x, y)dA


≥ fmin


∫ K2


K2−∆K2


(K2 − y)


(
1− K2 − y


∆K2


)
∆K1dy. (6.1)


El cálculo del elemento dA se ilustra con la Figura 6.12 dado que


b


∆K1


=
∆K2 −∆d


∆K2


⇒ b =


(
1− ∆d


∆K2


)
∆K1dy


y
∆d = K2 − y


tenemos


dA = b · dy ⇒ dA =


(
1− K2 − y


∆K2


)
∆K1dy.


El valor de la integral
∫ K2


K2−∆K2


(K2 − y)


(
1− K2 − y


∆K2


)
∆K1dy =


∆K1(∆K2)
2


6
(6.2)
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Figura 6.12: (K1,K2) representa el fenotipo del individuo mas alejado (con respecto a
d∞) del frente para una cierta generación n.


puede aproximarse con
∆K1(∆K2)


2


6
≈ (∆K2)


3


36
(6.3)


pues por el teorema del valor medio


∆K1 ≥ αmin∆K2


con


αmin =
1


max{|FP ′|}
donde FP ′ es el valor de la derivada de la función objetivo f2 con respecto a f1


f2(f1) = f 2
1 + 4f1 − 3 ⇒ FP ′ = 2f1 + 4


por lo que


max{|FP ′|} = 6 para f1 ∈ [−5,−2].


Por otra parte, tomando un individuo h ∈ Hλt obtenido durante el proceso de
recombinación, sean Y1, Y2 las variables aleatorias definidas como Y1(h) = h1 +
N(0, σ1) y Y2(h) = h2 + N(0, σ2). Estas variables representan a los individuos
mutados a partir de h.
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Claramente la función de distribución de probabilidad conjunta de Y1, Y2 está
dada por:


FY1Y2(y1, y2) = P ({Y1 ≤ y1} ∩ {Y2 ≤ y2})


=


∫ y1


−∞


∫ y2


−∞


1


2π


1


σY1σY2


· e
−
 


(Y1−h1)2


2σ2
Y1


+
(Y2−h2)2


2σ2
Y2


!
dY2 dY1.


En el caso de la EE multi-objetivo sin autoadaptación, se tiene que la longitud de
paso σ es fija, por lo que


σY2 = σY1 = σ,


fijando σ = 0.5, la función de densidad de probabilidad puede también acotarse
por debajo con su valor mı́nimo dentro del área factible como:


f =
1


2π


1


σ2
· e


−
�


(X−h1)2


2σ2 +
(Y−h2)2


2σ2


�
≥ 1


2π


1


0.52
· e


−
�


(6
√


2)2


2·(0.5)2
+


(6
√


2)2


2·(0.5)2


�
= 5.3× 10−126,


siendo fmin = 5.3× 10−126 resulta de 6.2 y 6.3 que


E{∆d} ≥ fmin


36
E{(∆k


(n)
2 )3}


por lo anterior y considerando que por el crecimiento de las normas Lp con p,


E{(∆k
(n)
2 )3} ≥ E{∆k


(n)
2 }3


tenemos que


E{∆k
(n+1)
2 } = E{∆k


(n)
2 } − E{∆d}


≤ E{∆k
(n)
2 } − fmin


36
E{(∆k


(n)
2 )3}


≤ E{∆k
(n)
2 } − fmin


36
E{∆k


(n)
2 }3.


(6.4)


Suponiendo que para alguna iteración n se cumple que


E{∆k
(n)
2 } ≤ 1√


fmin


36
n + c


para algún c (6.5)
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tenemos por 6.4 que


E{∆k
(n+1)
2 } ≤ 1√


fmin


36
n + c


− fmin


36


1


(fmin


36
n + c)


3
2


(6.6)


de la ecuación 6.6 y dado que


(n2 − 1)(n− 1)


n3
≤ 1 =


(n− 1)2


n2
≤ n


n + 1


⇒
(


1− 1


n


)2


≤ n


n + 1


⇒ 1− 1


n
≤


√√√√ fmin


36
n


fmin


36
(n + 1)


⇒ 1−


√
fmin


36
n√


fmin


36
(n + 1)


≤
fmin


36


fmin


36
n


⇒ 1√
fmin


36
n


− 1√
fmin


36
(n + 1)


≤ fmin


36


1


(fmin


36
n)


3
2


⇒ 1√
fmin


36
n


− fmin


36


1


(fmin


36
n)


3
2


≤ 1√
fmin


36
(n + 1)


vemos que c = 0 cumple tanto que c ≤ 1


(∆K
(0)
2 )2


como que


1√
fmin


36
n + c


− fmin


36


1


(fmin


36
n + c)


3
2


≤ 1√
fmin


36
(n + 1) + c


,


Con todo lo anterior, queda entonces demostrado que


E{∆k
(n)
2 } ≤ 1√


fmin


36
n


.


Hemos probado que la velocidad de convergencia de la estrategia evolutiva mul-
tiobjetivo planteada en un principio es hiperbólica con exponente 1


2
. Esto muestra


que el proceso de convergencia es muy lento, lo cual coincide con los resultados
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experimentales obtenidos y presentados en la sección 6.6.1. El orden de conver-
gencia no puede mejorar si se mantiene una longitud de paso con σi constante,
ya que f ≤ 1


2πσ2 por lo que si en el análisis previo, en vez de minimizar el valor
esperado lo maximizamos, la velocidad calculada no variaŕıa mas que en el valor
de la constante fmin (la cual esta acotada por f), es decir, conserva el mismo orden
O( 1√


n
).


Es por lo anterior, que propusimos en la sección 6.3 un proceso de auto-
adaptación basado en una variación controlada para los valores de los σ′is. Los
resultados que obtuvimos al implementarlo en el algoritmo de la EE multiobjeti-
vo se presentan en la sección 6.6.2 y muestran un mejora significativa sobre los
arrojados por el algoritmo sin auto-adaptación.


6.5 Algoritmo para la EE Multi-objetivo


El algoritmo al cual analizamos su velocidad de convergencia fue:


Algoritmo 6.5.1 EE-Multi-objetivo: Denotamos por P t
µ a la población de pa-


dres a cada generación t, el sub́ındice de P t denotará el tamaño de la población
y variará como µt durante el ciclo evolutivo de cada generación, pero al pasar de
una generación a otra se tomará siempre un número fijo de padres µ. La población
de descendientes H t


λ también variará de tamaño pues λ estará determinado por
λ = k · µt donde k es el número de hijos para cada pareja de padres; k no vaŕıa
con el tiempo.


I) Se inicializa P
(0)
µ de manera aleatoria.


II) P
(0)
µ0 ← Mf (P


(0)
µ ).


III) t ← 0.


IV) H
(t)
λ ← recombinación(P


(t)
µt ).


V) H
(t)
λ ← mutación(H


(t)
λ ).


VI) P
(t+1)
µt+1 = Mf (P


(t)
µt ∪ H


(t)
λ ).


VII) Restringir a µ el tamaño de la población para la generación siguiente


P (t+1)
µ ←− P (t+1)


µt+1
.
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VIII) t ← t + 1.


IX) Si el criterio de terminación no se satisface, ir al paso IV.


6.6 Resultados


6.6.1 Resultados sin auto-adaptación


Las figuras 6.13, 6.14, 6.15 y 6.16 muestran, para diferentes semillas aleatorias, la
distancia máxima de la población de padres con respecto al frente de Pareto teórico
del ejemplo 6.1.1 a cada generación. Cada gráfica muestra el comportamiento
del algoritmo 6.5 usando una desviación estándar fija σ = 0.01 , 0.1 , 1.0 y 2.0
respectivamente; en todos los casos la cantidad de padres que intervienen en la
creación de cada hijo es ρ = 2. Notemos que en ninguno de los casos se alcanza
la convergencia total antes de 6000 generaciones. Se puede observar también que
para una σ muy pequeña (Figura 6.13) la velocidad de convergencia es muy mala,
esto se explica porque el tamaño de paso con que la población se acerca al frente
es demasiado pequeño por lo que la velocidad empeora.
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Figura 6.13: Gráfica de la velocidad de convergencia para nueve diferentes semillas
iniciales, durante 6000 generaciones con σ = 0.01, del algoritmo con µ = 100 padres
y λ = 150 hijos.
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Figura 6.14: Gráfica de la velocidad de convergencia para nueve diferentes semillas
iniciales, durante 6000 generaciones con σ = 0.1, del algoritmo con µ = 100 padres
y λ = 150 hijos.
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Figura 6.15: Gráfica de la velocidad de convergencia para nueve diferentes semillas
iniciales, durante 6000 generaciones con σ = 1.0, del algoritmo con µ = 100 padres
y λ = 150 hijos.
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Figura 6.16: Gráfica de la velocidad de convergencia para nueve diferentes semillas
iniciales, durante 6000 generaciones con σ = 2.0, del algoritmo con µ = 100 padres
y λ = 150 hijos.


6.6.2 Resultados con auto-adaptación


Las figuras 6.17 y 6.18 muestran, para diferentes semillas aleatorias, la distancia
máxima de la población de padres de 100 y 200 individuos respectivamente con
respecto al frente de Pareto teórico del ejemplo 6.1.1 para el algoritmo 6.5 adicio-
nandole el mecanismo de autoadaptación propuesto en 6.3. Cada gráfica muestra
el comportamiento del algoritmo con 100 y 200 padres respectivamente. La canti-
dad de padres que intervienen en la creación de cada hijo es ρ = 2. Podemos notar
que la convergencia total se alcanza para el caso µ = 200 en menos de 40 genera-
ciones y para el caso µ = 100 en menos de 100 generaciones; cabe mencionar que
la ventaja de un caso sobre otro pude deberse al efecto poblacional mencionado en
la sección 6.4.2.


Aunque no se ha demostrado una cota para la velocidad de convergencia del
algoritmo con autoadaptación, se desprende de los presentes resultados experi-
mentales (para este ejemplo en particular) que el orden de la velocidad de este
algoritmo es menor que O( 1√


n
) encontrado en la sección 6.4.3 para el algoritmo sin


autoadaptación.
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Figura 6.17: Velocidades de convergencia para cada generación de la estrategia con
auto-adaptación. µ = 100


6.7 Sumario


En este caṕıtulo se estudiaron varios aspectos de la estrategia evolutiva multi-
objetivo sobre un caso de estudio particular para el cual se determinó su velocidad
de convergencia al frente de Pareto. También se propuso un mecanismo de auto-
adaptación en el operador de mutación y se comprobó experimentalmente que
dicho mecanismo mejora la velocidad de convergencia del algoritmo.


La prueba para la velocidad de convergencia presentada en la sección 6.4.3
se aplica no solo al este caso de estudio, sino que funciona para la estrategia
evolutiva aplicada a cualquier otro problema con dos funciones objetivo y frente
de Pareto convexo simpre que se cuente con un operador de mutación cuya función
de densidad de probabilidad no se anule.
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Figura 6.18: Velocidades de convergencia para cada generación de la estrategia con
auto-adaptación. µ = 200







Conclusiones


A lo largo de este trabajo se establecieron la notación y los conceptos principales
para el estudio teórico de las Estrategias Evolutivas (1+1), (µ, λ) y (µ+λ) usadas
en problemas de optimización multi-objetivo. Se analizaron sus operadores desde
el punto de vista probabiĺıstico ejemplificando su efecto en la búsqueda mediante
un problema espećıfico.


Se presentaron, en el Caṕıtulo 5, los algoritmos propuestos para adaptar la EE
original al caso multi-objetivo. Se demostró que, para espacios de búsqueda finitos,
dichos algoritmos multi-objetivo convergen hacia el frente de Pareto en un número
finito de iteraciones. En este caṕıtulo se utilizaron dos enfoques, uno restringiendo
y otro no restringiendo el tamaño de la población de padres; el uso de estos dos
enfoques se justificó y discutió en la sección 6.3.2.


La idea de convergencia que aqúı utilizamos, para la Estrategia Evolutiva multi-
objetivo, se basa en que la población elitista quede totalmente contenida dentro del
frente de Pareto en alguna iteración del algoritmo y en iteraciones posteriores las
soluciones no se pierdan. En el caso de la estrategia (µ+λ) mutiobjetivo la pobla-
ción elitista coincide con la población original de padres a cada generación, debido
al elitismo impĺıcito de este tipo de selección; en el caso de la estrategia (µ + λ)
mutiobjetivo la población elitista se maneja a través de una población secundaria.
Para el análisis de la velocidad de convergencia de los algoritmos, consideramos a
cada generación la distancia de la población al frente de Pareto como el peor valor
de las distancias de cada uno de los individuos (elitistas) con respecto al frente;
aśı, la “convergencia total” del algoritmo depende de esta distancia, y asegura el
acercamiento de la población total hacia el frente.


Se analizaron, en el Caṕıtulo 6, varios aspectos acerca del uso de jeraquización
de Pareto en el proceso de selección, como son, el aumento o disminución excesivos
en el tamaño de la población aśı como las consecuencias que éstos acarrean al
problema espećıfico y en general, para la clase de problemas en los que sus funciones
objetivo mantienen alguna correlación estad́ıstica. Para el caso de estudio elegido
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se halló, en la sección 6.4.3, una relación para la velocidad de convergencia de la
EE multiobjetivo sin auto-adaptación, sin embargo la prueba puede extenderse sin
mayores dificultades a la clase de problemas multiobjetivos con frentes de Pareto
convexos bajo mutaciónes cuya densidad de probabilidad no se anule. Se mostró
que el acercamiento al frente de Pareto se hace con orden O( 1√


n
) con n el número


de iteración del algoritmo, siendo esta una velocidad de convergencia muy lenta,
lo cual se ilustra con resultados experimentales en la sección 6.6.1. Se propuso
entonces un mecanismo de auto-adaptación de los parámetros de la mutación en
el algoritmo, el cual, es perfectamente escalable para problemas de dimensiones
mayores.


Ayudados por el mecanismo de auto-adaptación propuesto en 6.3, los algorit-
mos de la EE Multiobjetivo que usan la jerarquización de Pareto dieron buenos
resultados, para el caso de estudio, además de que garantizan teóricamente su con-
vergencia asintótica hacia el frente de Pareto. Los resultados comparados fueron
para el algoritmo sin el mecanismo de auto-adaptación, que no logró una conver-
gencia completa en menos de 6000 generaciones, contra el algoritmo que usa la
auto-adaptación propuesta, el cual logró la convergencia completa en menos de
100 generaciones, con lo que se ve experimentalmente una mejoŕıa notable.


Trabajo Futuro


Fuera de los alcances de esta tesis queda estudiar varios problemas concretos re-
sueltos previamente con algoritmos evolutivos multiobjetivo que usan selección de
tipo (µ + λ), como son NPGA2 [17] y NSGA-II [15], estudiando las variantes de
los operadores genéticos en estos algoritmos y cómo afectan a la convergencia para
ciertos problemas en particular.


Analizar cómo afecta estocásticamente a la convergencia el uso de otros tipos
de selección, por ejemplo, la adaptación propuesta en la sección 4.2.2 para multi-
objetivo, del torneo binario.


Un problema abierto para varios algoritmos evolutivos multiobjetivo consiste en
determinar el tiempo esperado de convergencia del algoritmo para diversas clases
de problemas.


Para estimar la velocidad de convergencia del algoritmo de autoadaptación
propuesto, es necesario hacer un análisis cuidadoso de cómo interviene generación
a generación el ajuste de la desviación estandar para cada una de las variables;
se puede iniciar haciendo un análisis estad́ıstico para ciertos casos particulares de
estudio con carácteristicas definidas previamente.
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óptimo, 30
frente, 29
no dominación, 50
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